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ÖZET 

Mühendislik problemlerinin çözümünün zor olması kullanılacak yöntemlerin seçiminde 

zorluklar oluşturmaktadır. Doğadan esinlenen sürü zekâsı tabanlı meta-sezgisel 

optimizasyon teknikleri bu tür problemlerin çözümünde son zamanlarda en çok tercih 

edilen popüler algoritmalardır.  

Bu tez çalışmasında çeşitli problemlere uyarlanmak üzere 2 adet yeni hibrit algoritma 

modeli geliştirilmiştir. Geliştirilen modeller literatürde yer alan 23 adet Benchmark test 

problemline uyarlanarak meta-sezgisel algoritmalarla kıyaslanıp başarılı olduğu 

gözlenmiştir.  

Algoritmaların amacı optimizasyon süreçleri olan keşif ve sömürü arasındaki dengeyi 

sağlamaktır. Meta-sezgisel algoritma geliştirmede stokastik yapısından dolayı dengenin 

sağlanması oldukça zordur. Bu çalışmada Sinüs Kosinüs Algoritması (SKA) 

kullanılarak geliştirilen Karınca Aslanının hibrit modeli HSKKAO, her iki algoritmanın 

eksik yönlerini tamamlayarak iyileştirip oldukça başarılı sonuçlar alınmasını 

sağlamıştır. Aynı şekilde literatürde mevcut olan Sinüs Kosinüs Balina Optimizasyon 

Algoritması (SKBOA) hibrit modeli üzerinde Çoklu Evren Optimizasyonu (ÇEO) ile 

iyileştirilen yeni hibrit modeli test problemlerindeki başarıyı daha da arttırmıştır.  

Literatürde yer alan Genetik Algoritma (GA), Parçacık Sürü Optimizasyonu (PSO), 

Yarasa Algoritması (YA), Çiçek Tozlama Algoritması (ÇTA), Guguk Arama (GuA), 

Ateş Böceği Algoritması (ABA), Madde Arama Durumları (MAD), Yerçekimsel Arama 

Algoritması (YAA) ve Hızlı Evrimsel Programlama (HEP) algoritmalarına ait 

Benchmark test sonuçları ile hibrit modellerin sonuçları karşılaştırılmış ve oldukça 

başarılı ve rekabetçi sonuçlar elde edilmiştir. 

Anahtar Kelimeler: Benchmark, meta-sezgisel algoritmalar, Sinüs Kosinüs 

Algoritması, Karınca Aslanı Optimizasyonu, Balina Optimizasyonu Algoritması, Çoklu 

Evren Optimizasyonu 
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ABSTRACT 

The difficulty in solving engineering problems creates difficulties in the selection of the 

methods to be used. Nature-inspired herd intelligence-based meta-heuristic optimization 

techniques have recently become the most popular algorithms for solving such 

problems. 

In this thesis, two new hybrid algorithm models have been developed to adapt to various 

problems. The developed models were adapted to 23 Benchmark test problems in the 

literature and compared with meta-heuristic algorithms. 

The aim of the algorithms is to balance the optimization processes of exploration and 

exploitation. In the development of a meta-heuristic algorithm, it is very difficult to 

achieve a balance due to its stochastic structure. In this study, HSKKAO hybrid model 

of Ant Lion developed by using Sine Cosine Algorithm (SCA) has improved the 

missing aspects of both algorithms and achieved very successful results. Similarly, the 

new hybrid model improved by Multi-Verse Optimization (MVO) on the Sine Cosine 

Whale Optimization Algorithm (SCBOA) hybrid model, which is available in the 

literature, has increased the success of test problems. 

In the literature Benchmark test results of Genetic Algorithm (GA), Particle Swarm 

Optimization (PSO), Bat Algorithm (BA), Flower Pollination Algorithm (FPA), Cuckoo 

Search (CS), Firefly Algorithm (FA), States of Matter Search (SMS), Gravity Search 

Algorithm (GSA) and Fast Evolutionary Programming (FEP) were compared with the 

results of the hybrid models, and very successful and competitive results were obtained. 

 

Keyword: Benchmark, meta-heuristic algorithms, Sinus Cosine Algorithm, The Ant 

Lion Optimization, Whale Optimization Algorithm, Multi-Verse Optimization 
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GİRİŞ 

 

Optimizasyon algoritmaları hayatımızın hemen hemen her alanında çeşitli problemleri 

çözmek, minimize veya maksimize etmek için kullanılmak üzere vardır.  

Tezin Konusu 

Benchmark fonksiyonları çeşitli özelliklerle yeni oluşturulan optimizasyon 

algoritmalarının denenmesinde ve onaylanmasında işe yarar.  

Optimizasyon problemleri çeşitli yöntemlerle çözülebilir. Ama hesaplama zahmeti, 

fazladan zaman kaybı, maliyet ve diğer etkenlerden dolayı bazı çözümleri kullanılmaz. 

Optimizasyon algoritmaları ise bunların çoğunda sağladığı avantajlardan dolayı çok 

tercih edilmektedir. 

Optimizasyon algortimalarının verimliliğini arttırmak için hibritleştirme, iyileştirme ve 

modifikasyon gibi çeşitli algoritmalar geliştirilir. İki veya daha fazla algortimanın farklı 

ve avantajlı özellikleri birleştirilerek bir optimizasyon algortimasında toplandığında 

genelde iyi sonuçlar elde edilimektedir. 

Tezin Amacı 

Tezin amacı yeni hibrit algortimalar oluşturularak orjinal algoritmalara göre verimliliğin 

hangi yönde olduğunun tespit edilmesi, bilim camiasında farklı problemlere uyarlanmak 

üzere literatüre hibritlerin kazandırılması, yeni hibrit, iyileştirme modellerinin 

oluşturulmasında bilim insanlarının motive edilmesidir. 

Hibritlerin test edilerek onaylanması ve literatüre kazandırılması sayesinde çözümü zor 

gerçek hayat problemlerinde uyarlanabilecek tekniklere yenilerinin eklenmesini 

sağlamak beklenilen amaçlardandır. 
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Tezin İçeriği 

Bölüm 1`de, optimizasyon tekniklerinin test edileceği Benchmark fonksiyonlarının 

özellikleri, parametreleri, grafikleri detaylı şekilde verilmiştir. 

Bölüm 2`de, meta-sezgisel optimizasyon algortimalarının türleri, özellikleri ve 

kıyaslanacak algoritmalar hakkında kısa bilgiler verilmiştir. 

Bölüm 3`te, hibritleştirmede kullanılan algoritmaların özellikleri ve matematiksel 

modelleri hakkında bilgi verilmiştir. 

Bölüm 4`te, Hibrit Sinüs Kosinüs Karınca Aslanı Optimizasyonu modelinin motivasyon 

kaynağı, matematiksel modeli, kaba kodu ve de performans analizi bulunmaktadır.  

Bölüm 5`te, Çok Evrenli Sinüs Kosinüs Balina Optimizasyonu modelinin motivasyon 

kaynağı, matematiksel modeli, kaba kodu ve de performans analizi bulunmaktadır.  

Bölüm 6`da, tartışma, sonuç ve öneriler verilmiştir.  

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

1. BÖLÜM 

  GENEL BİLGİLER 

1.1. Benchmark test problemleri 

Benchmark fonksiyonları herhangi bir optimizasyon yaklaşımını test etmek amaçlı 

kullanılan fonksiyonlardır. Bu toplu fonsiyonlar ayrıştırılabilir, türevlenebilir, sürekli, 

devamsız, ölçeklenebilir, tek modlu ve çok modlu gibi özelliklere sahip olduğu için 

algoritmanın hangi tür problemlerde verimli olabileceğine ilişkin bilgileri bu 

fonksiyonlara uygulanarak elde edilebilir. Benchmark test problemlerine çeşitli sitelerden 

ve kaynaklardan ulaşılabilinir. 

Tez çalışmasında geliştirilen hibrit algoritmalar farklı karakteristik özelliklere sahip üç 

grup Benchmark fonksiyonları üzerinde test edilerek literatürde yer alan diğer 

optimizasyon algoritmaları ile kıyaslanmıştır. 

1.2. Benchmark fonksiyonları çeşitleri 

Çalışmada üç kategoriye ayrılan 23 adet Benchmark fonksiyonu kullanılmıştır: 

 n boyutlu tek modlu  

 n boyutlu çok modlu  

 sabit boyutlu çok modlu . 

Tez çalışmasında N boyutlu problemlerde boyut 30 olarak belirlenmiştir. 

1.2.1. Tek modlu Benchmark fonksiyonları 

Tek modlu Benchmark fonksiyonları yerel optimuma sahip değildir ve sadece bir global 

optimumu var. Bu, yakınsama hızını test etmek ve algoritmalardan yararlanmak için 

oldukça uygun olmalarını sağlar [1]. Detalı bilgiler Tablo 1.1`de verilmiştir. 
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Tablo1.1. Tek modlu Benchmark fonksiyonları 

Matematiksel formülasyon Ad B Arama alanı 𝑓𝑚𝑖𝑛  

F1(x)=∑ 𝑥𝑖
2𝑛

𝑖=1  Sphere 30 [-100,100] 0 

F2(x)=∑ |𝑥𝑖|
𝑛
𝑖=1 +∏ |𝑥𝑖|

𝑛
𝑖=1  Schwefel2.22 30 [-10,10] 0 

F3(x)=∑ (∑ 𝑥𝑗
𝑖
𝑗−1 )2𝑛

𝑖=1  Schwefel1.2 30 [-100,100] 0 

F4(x)=𝑚𝑎𝑥𝑖{|𝑥𝑖|, 1 ≤ 𝑖 ≤ 𝑛} Schwefel2.21 30 [-100,100] 0 

𝐹5(𝑥) = ∑ [100(𝑥𝑖+1 − 𝑥𝑖
2)2 + (𝑥𝑖 −

𝑛−1
𝑖=1

1)2]  

Rosenbrock 30 [-30,30] 0 

F6(x)=∑ ([𝑥𝑖 + 0.5])
2𝑛

𝑖=1  Step 30 [-100,100] 0 

F7(x)=∑ 𝑖𝑥𝑖
4 + 𝑟𝑎𝑛𝑑𝑜𝑚[0,1)𝑛

𝑖=1  Quartic 30 [-1.28,1.28] 0 

 

1.2.2. Çok modlu Benchmark fonksiyonları 

Çok modlu test fonksiyonları birden fazla optimaya sahiptir, bu durum onları tek modlu 

fonksiyonlardan daha zorlu kılar. Optimalardan birine global optimum, geri kalanına ise 

yerel optimum denir. Bir algoritma, küresel optimuma yaklaşmak için tüm yerel 

optimumlardan kaçınmalıdır. Tüm tek ve çok modlu test fonksiyonlarının minimum 

değeri F8 işlevi hariç 0'a eşittir. F8`de değişkenlerin sayısına bağlı olarak minimumun 

değeri değişmektedir [1]. Fonksiyonların özellikleri Tablo 1.2`de verilmiştir. 

Bir algoritmanın keşif işlemi kötü tasarlanmışsa, o zaman geniş açıda etkili bir arama 

yapamaz. Bu da, bir algoritmanın yerel optimada sıkışıp kalmasına yol açar. Bu yüzden 

çok sayıda yerel optima içeren çok modlu fonksiyonlar, birçok algoritma için en zor 

problem sınıfları arasındadır [2]. 
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Tablo1.2. Çok modlu Benchmark fonksiyonları 
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1.2.3. Sabit boyutlu çok modlu Benchmark fonksiyonları 

Çok modlu fonksiyonlarla kıyasta sabit boyutlu çok modlu fonksiyonlar matematiksel 

formülasyonları nedeniyle tasarım değişkenlerinin sayısının ayarlanmasına izin vermez,  

ancak farklı bir arama alanı sağlarlar [3]. Tablo 1.3`te fonksiyon özellikleri verilmiştir. 

Tablo 1.3. Sabit boyutlu çok modlu Benchmark fonksiyonları 

Matematiksel formülasyon Ad B Arama 

alanı 
𝑓𝑚𝑖𝑛  

F14(x)= (
1

500
+ ∑

1

𝑗+∑ (𝑥𝑖−𝑎𝑖𝑗)
62

𝑖=1

25
𝑗=1 )−1 Foxholes 2 [-65,65] 1 

F15(x)= ∑ [𝑎𝑖 −
𝑥1(𝑏𝑖

2+𝑏𝑖𝑥2)

𝑏𝑖
2+𝑏𝑖𝑥3+𝑥4

]
2

11
𝑖=1  

Kowalik 4 [-5,5] 0.00030 

F16(x)=4𝑥1
2-2.1𝑥1

4+
1

3
𝑥1
6+𝑥1𝑥2-4𝑥2

2+4𝑥2
4 Camel 

 Six Hump 

2 [-5,5] -1.0316 

F17(x)=(𝑥2 −
5.1

4𝜋2
𝑥1
2 +

5

𝜋
𝑥1 − 6)

2 + 10(1 −

1

8𝜋
) cos 𝑥1 + 10 

Branin 

RCOS 

2 [-5,5] 0.398 

F18(x)=[1 + (𝑥1 + 𝑥2 + 1)
2(19 − 14𝑥1 +

6𝑥1𝑥2 + 3𝑥2
2)] × [30 + (2𝑥1 − 3𝑥2)

2 ×

(18 − 32𝑥1 + 12𝑥1
2 + 48𝑥2 − 36𝑥1𝑥2 +

27𝑥2
2)] 

GoldStein 

Price 

2 [-2,2] 3 

F19(x)=−∑ 𝑐𝑖exp (−∑ 𝑎𝑖𝑗(𝑥𝑗 − 𝑝𝑖𝑗)
23

𝑗=1 )4
𝑖=1  Hartman3 3 [1,3] -3.86 

F20(x)=−∑ 𝑐𝑖exp (−∑ 𝑎𝑖𝑗(𝑥𝑗 − 𝑝𝑖𝑗)
26

𝑗=1 )4
𝑖=1  Hartman6 6 [0,1] -3.32 

F21(x)=−∑ [(𝑋 − 𝑎𝑖)(𝑋 − 𝑎𝑖)
𝑇 + 𝑐𝑖]

−15
𝑖=1  Shekel5 4 [0,10] -10.1532 

F22(x)=−∑ [(𝑋 − 𝑎𝑖)(𝑋 − 𝑎𝑖)
𝑇 + 𝑐𝑖]

−17
𝑖=1  Shekel7 4 [0,10] -10.4028 

F23(x)=−∑ [(𝑋 − 𝑎𝑖)(𝑋 − 𝑎𝑖)
𝑇 + 𝑐𝑖]

−110
𝑖=1  Shekel10 4 [0,10] -10.5363 
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1.3.   Benchmark Fonksiyonları Literatür Taraması 

Literatür araştırmasına göre Benchmark amaç fonksiyonları sürekli, kesintili, doğrusal, 

doğrusal olmayan, dışbükey, dışbükey olmayan, tek modlu, çok modlu, ayrıştırılabilir ve 

ayrıştırılmaz olarak tanımlanabilir [2]. 

1.3.1.   Fonksiyon özellikleri 

Fonksiyon alanının hangi yönlerinin optimizasyon işlemini zorlaştırdığını ve ne tür 

bilgilerin belirli fonksiyon türlerini aramak için etkili olduğunu anlamak için Benchmark 

fonksiyonları; modallık, havzalar, vadiler, ayrıştırılabilir ve boyutluluk gibi çeşitli 

özellikleri açısından değerlendirilmesi gerekir [4]. 

1.3.1.1.   Modallık 

Arama alanındaki belirsiz tepe noktaları sayısı bir fonksiyonun modallığına karşılık gelir. 

Algoritmalar arama işlemi sırasında bu tepe noktalarla karşılaşırsa algoritmanın bu 

noktalardan birinde sıkışıp kalma ihtimali vardır. Bu, arama sürecini olumsuz yönde 

etkileyecektir, çünkü aramayı gerçek optimal çözümlerden uzağa yönlendirebilir [2]. 

1.3.1.2.   Vadi 

Vadi, küçük değişikliklerin dar alanları dik iniş bölgeleriyle çevrili olduğunda oluşur [5]. 

Havzalarda da olduğu gibi minimumlar başlangıçta bu alanlara çekilmektedir. Bir 

algoritmanın arama işleminin ilerlemesi, vadi tabanında önemli ölçüde yavaşlamalara 

sebep olabilir. 

1.3.1.3.   Ayrıştırılabilirlik  

Ayrıştırılabilirlik farklı Benchmark fonksiyonlarının zorluk ölçüsüdür. Genel olarak, 

ayrıştırılabilir fonksiyonlar ayrıştırılmaz emsalleriyle kıyaslandığında çözülmesi nispeten 

kolaydır, çünkü fonksiyonun her bir değişkeni diğer değişkenlerden bağımsızdır. Tüm 

parametreler veya değişkenler bağımsızsa, n tane bağımsız optimizasyon işlem dizisi 

gerçekleştirilebilir [2]. Salomon'a göre sonuç olarak, her bir tasarım değişkeni veya 

parametresi bağımsız olarak optimize edilebilir [6]. 
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1.3.1.4.   Boyutsallık 

Bir problemin zorluğu genellikle boyutsallığı ile artar. Winston'a [4], Yao ve Liu'ya [7] 

göre parametre veya boyut sayısı arttıkça arama alanı da üstel olarak artar. Yüksek 

derecede doğrusal olmayan problemler için bu boyutluluk hemen hemen tüm 

optimizasyon algoritmaları için önemli bir engel olabilir. 

1.4. Fonksiyon bilgileri 

Benchmark fonksiyonlarının formülleri Tablo1.1-1.3`te, çeşitli özelliklere göre 

kıyaslanması Tablo1.4`te, fonksiyon grafikleri ise aşağıda detayları belirtilen her 

fonksiyonun altında Şekil1.1-1.23`e kadar verilmiştir. 

1.4.1.   F1-Sphere fonksiyonu 

Sphere [8] fonksiyonu farklı arama alanlarında tanımlanabilir. Örneğin Jamil ve Yang [2] 

bunu 0 ≤ 𝑥𝑖 ≤ 10 olarak belirtmiştir. Bazı kaynaklarda arama alanı −5.12 ≤ 𝑥𝑖 ≤ 5.12 

olarak verilmiştir [9]. Literatürdeki çalışmaların çoğunda arama alanı −100 ≤ 𝑥𝑖 ≤ 100 

ve tek modlu olarak belirtilmiş [1] ve tez çalışmasında da bu aralık tercih edilmiştir.  

 

Şekil 1.1. F1-Sphere fonksiyonu grafiği ve denklemi ve denklemi 

 

 

 

 

 

 

 

 

 

 

F1(x)=∑ 𝑥𝑖
2𝑛

𝑖=1  
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1.4.2. F2-Schwefel2.22 fonksiyonu 

Schwefel2.22 [10] fonksiyonunun arama alanını Jamil ve Yang [2]  −100 ≤ 𝑥𝑖 ≤ 100 

olarak belirtmiştir. Çalışmada ise arama alanı −10 ≤ 𝑥𝑖 ≤ 10 olarak seçilmiştir [1]   

 

 

 

 

F2(x)=∑ |𝑥𝑖|
𝑛
𝑖=1 +∏ |𝑥𝑖|

𝑛
𝑖=1  

 

Şekil 2.2. F2-Schwefel2.22 fonksiyonu grafiği ve denklemi ve denklemi 

 

1.4.3.   F3-Schwefel1.2 fonksiyonu 

Schwefel1.2 [10] fonksiyonunun arama alanını Jamil ve Yang [2] ve çalışmada [1]   

−100 ≤ 𝑥𝑖 ≤ 100 olarak belirtilmiştir.   

 

 

 

 

F3(x)=∑ (∑ 𝑥𝑗
𝑖
𝑗−1 )2𝑛

𝑖=1  

 

Şekil 1.3. F3-Schwefel1.2 fonksiyonu grafiği ve denklemi 

 

 

 

 



10 
 

1.4.4.   F4-Schwefel2.21 fonksiyonu 

Schwefel2.21 [10] fonksiyonunun arama alanını Jamil ve Yang [2] ve çalışmada [1]  

−100 ≤ 𝑥𝑖 ≤ 100 olarak belirtilmiştir.  

 

 

 

 

F4(x)=𝑚𝑎𝑥𝑖{|𝑥𝑖|, 1 ≤ 𝑖 ≤ 𝑛} 

 

Şekil 1.4. F4-Schwefel2.21 fonksiyonu grafiği ve denklemi 

 

1.4.5.  F5-Rosenbrock fonksiyonu 

Rosenbrock [11] fonksiyonunun arama alanını Jamil ve Yang [2]  ve çalışmada [1] 

−30 ≤ 𝑥𝑖 ≤ 30 olarak belirtilmiştir. Bunun dışında başka bir kaynakta [12] bu alan 

−5 ≤ 𝑥𝑖 ≤ 10 olarak olarak gösteriliyor.  

 

 

 

𝐹5(𝑥) = ∑[100(𝑥𝑖+1 − 𝑥𝑖
2)2 + (𝑥𝑖 − 1)

2]

𝑛−1

𝑖=1

 

 

Şekil 1.5. F5-Rosenbrock fonksiyonu grafiği ve denklemi 
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1.4.6.   F6-Step2 fonksiyonu 

Step2 [13] fonksiyonunun arama alanı −100 ≤ 𝑥𝑖 ≤ 100 olarak tanımlanmıştır [2]. 

 

 

 

 

F6(x)=∑ ([𝑥𝑖 + 0.5])
2𝑛

𝑖=1  

 

Şekil 1.6. F6-Step2 fonksiyonu grafiği ve denklemi 

 

1.4.7.   F7-Quartic fonksiyonu 

Quartic [14] fonksiyonunun arama alanı −1.28 ≤ 𝑥𝑖 ≤ 1.28 olarak tanımlanıyor. 

 

 

 

 

F7(x)=∑ 𝑖𝑥𝑖
4 + 𝑟𝑎𝑛𝑑𝑜𝑚[0,1)𝑛

𝑖=1  

 

 

 

 

 

Şekil 1.7. F7-Quartic fonksiyonu grafiği ve denklemi 
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1.4.8.   F8-Generalized Schwefel2.26 fonksiyonu 

Generalized Schwefel2.26 [10] fonksiyonunun arama alanını Jamil ve Yang [2] ve 

çalışmamızda [1]  −500 ≤ 𝑥𝑖 ≤ 500 olarak belirtilmiştir.  

 

 

 

 

F8(x)=∑ −𝑥𝑖 sin(√|𝑥𝑖|)
𝑛
𝑖=1  

 

Şekil 1.8. F8-Generalized Schwefel2.26 fonksiyonu grafiği ve denklemi 

 

1.4.9.  F9-Rastrigin fonksiyonu 

Rastrigin fonksiyonu −5.12 ≤ 𝑥𝑖 ≤ 5.12 arama alanında belirlenmiştir [1]. 

 

 

 

 

F9(x)=∑ [𝑥𝑖
2 − 10cos(2𝜋𝑥𝑖) + 10]

𝑛
𝑖=1  

 

Şekil 1.9. F9-Rastrigin fonksiyonu grafiği ve denklemi 
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1.4.10.    F10-Ackley fonksiyonu 

Ackley [12] fonsiyonu Jamil ve Yang`ın [2] çalışmasında arama alanını −35 ≤ 𝑥𝑖 ≤ 35, 

Mirjalili [1] ve Yao ve Lui`de [7] ise −32 ≤ 𝑥𝑖 ≤ 32 olarak belirlenmiştir. Fonksiyonun 

özelliklerinden süreklilik, türevlenebilir, ayrıştırılabilir ve çok modlu olmasına ilişkin 

özelliklerine ulaşılmıştır [15]. 

 

 

 

F10(x)=-20exp(-0.2√
1

𝑛
∑ 𝑥𝑖

2𝑛
𝑖=1 ) -

exp(
1

𝑛
∑ cos(2𝜋𝑥𝑖)
𝑛
𝑖=1 )+20+e 

 

Şekil 1.10. F10-Ackley fonksiyonu grafiği ve denklemi 

 

1.4.11.   F11-Griewank fonksiyonu 

Griewank [16] fonksiyonunun arama alanı Jamil ve Yang`da [2] −100 ≤ 𝑥𝑖 ≤ 100, 

Mirjalili [1] ve Yao ve Lui`de [7] ise −600 ≤ 𝑥𝑖 ≤ 600 olarak tanımlanmıştır. 

 

 

 

 

F11(x)=
1

4000
∑ 𝑥𝑖

2𝑛
𝑖=1 −∏ cos (

𝑥𝑖

√𝑖
)𝑛

𝑖=1 + 1 

 

Şekil 1.11. F11-Generalized Schwefel2.26 fonksiyonu grafiği ve denklemi 
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1.4.12.   F12-Penalized fonksiyonu 

Penalized fonksiyonunun arama alanı Mirjalili [1] ve Yao ve Lui`de [7]  −50 ≤ 𝑥𝑖 ≤ 50 

olarak belirlenmiştir. Fonksiyonun özelliklerinden sadece çok modlu ve ayrıştırılamaz 

özelliklerine ulaşmıştır [17]. 

 

F12(x)= 
𝜋

𝑛
{10 sin(𝜋𝑦1) + ∑ (𝑦𝑖 − 1)

2[1 +𝑛−1
𝑖=1

10 sin  2 (𝜋𝑦𝑖+1)] + (𝑦𝑛 − 1)
2} +

∑ 𝑢(𝑥𝑖, 10,100,4)
𝑛
𝑖=1  

𝑦𝑖 = 1 +
𝑥𝑖 + 1

4
 

𝑢(𝑥𝑖, 𝑎, 𝑘,𝑚) = {
𝑘(𝑥𝑖 − 𝑎)

𝑚    𝑥𝑖 > 𝑎
0  − 𝑎 < 𝑥𝑖 < 𝑎

𝑘(−𝑥𝑖 − 𝑎)
𝑚    𝑥𝑖 < −𝑎

 

 

Şekil 1.12. F12-Penalized fonksiyonu grafiği ve denklemi 

 

1.4.13.   F13-Penalized2 fonksiyonu 

Penalized2 fonksiyonunun arama alanı Mirjalili [1] ve Yao ve Lui`de [7] −50 ≤ 𝑥𝑖 ≤ 50 

olarak belirlenmiştir. Fonksiyon çok modlu ve ayrıştırılamaz özelliklerine sahiptir [17]. 

 

 

 

F13(x)= 0.1{𝑠𝑖𝑛2(3𝜋𝑥1) + ∑ (𝑥𝑖 − 1)
2[1 +𝑛

𝑖=1

𝑠𝑖𝑛2(3𝜋𝑥𝑖 + 1)] + (𝑥𝑛 − 1)
2 [1 + 𝑠𝑖𝑛2(2𝜋𝑥𝑛)]} +

∑ 𝑢(𝑥𝑖, 5,100,4)
𝑛
𝑖=1  

 

Şekil 1.13. F13-Penalized fonksiyonu grafiği ve denklemi 
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1.4.14.   F14-Shekel`s Foxholes fonksiyonu 

Shekel`s Foxholes fonksiyonu süreklil, dış bükey olmayan, karesel olmayan, iki boyutlu 

25 yerel optimuma sahip çok modlu Benchmark fonksiyonudur [18]. Fonksiyon hakkında 

diğer bir bilgi ayrıştırılabilen ve çok modlu olmasıdır [17]. Bazı çalışmalarda [7] arama 

alanı −65.536 ≤ 𝑥𝑖 ≤ 65.536 bazılarında [19] ise −65 ≤ 𝑥𝑖 ≤ 65 olarak belirlenmiştir. 

 

 

 

 

F14(x)= (
1

500
+ ∑

1

𝑗+∑ (𝑥𝑖−𝑎𝑖𝑗)
62

𝑖=1

25
𝑗=1 )−1 

 

Şekil 1.14. F14-Shekel`s Foxholes fonksiyonu grafiği ve denklemi 

 

1.4.15.   F15-Kowalik fonksiyonu 

Kowalik fonksiyonu 4 boyutlu, ayrıştırılamayan, −5 ≤ 𝑥𝑖 ≤ 5 arama alanına sahip çok 

modlu Benchmark fonksiyonudur [17]. 

 

 

 

F15(x)= ∑ [𝑎𝑖 −
𝑥1(𝑏𝑖

2+𝑏𝑖𝑥2)

𝑏𝑖
2+𝑏𝑖𝑥3+𝑥4

]
2

11
𝑖=1  

 

Şekil 1.15. F15-Kowalik fonksiyonu grafiği ve denklemi 
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1.4.16.   F16-Six-Hump Camel-Back fonksiyonu 

Six-Hump Camel-Back [20] fonksiyonu −5 ≤ 𝑥𝑖 ≤ 5 arama alanına sahip sabit boyutlu 

çok modlu Benchmark fonksiyonudur [19]. 

 

 

 

 

F16(x)=4𝑥1
2-2.1𝑥1

4+
1

3
𝑥1
6+𝑥1𝑥2-4𝑥2

2+4𝑥2
4 

 

Şekil 1.16. F16-Six-Hump Camel-Back fonksiyonu grafiği ve denklemi 

 

1.4.17.   F17-Branin RCOS fonksiyonu 

Branin RCOS [20] fonksiyonu Jamil ve Yang [2] çalışmasında −5 ≤ 𝑥1 ≤ 10,  0 ≤ 𝑥1 ≤

15 arama alanına sahip ayrıştırılamaz olarak gösterilirken, Civicioglu [17] çalışmasında 

−5 ≤ 𝑥𝑖 ≤ 10 arama alanına sahip ayrıştırılabilen fonksiyon olarak belirtilmiştir. 

Kıyaslamalarda kullanılan çalışmada [19] ise arama alanı −5 ≤ 𝑥𝑖 ≤ 5 olarak kabul 

edilmiştir. 

 

 

 

F17(x)=(𝑥2 −
5.1

4𝜋2
𝑥1
2 +

5

𝜋
𝑥1 − 6)

2 + 10(1 −

1

8𝜋
) cos 𝑥1 + 10 

 

Şekil 1.17. F17-Branin RCOS fonksiyonu grafiği ve denklemi 
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1.4.18.   F18-GoldStein-Price fonksiyonu 

GoldStein-Price [21] fonksiyonu −2 ≤ 𝑥𝑖 ≤ 2 arama alanına sahip ayrıştırılamaz 2 

boyutlu çok modlu Benchmark fonksiyoudur [17].  

 

 

 

F18(x)=[1 + (𝑥1 + 𝑥2 + 1)
2(19 − 14𝑥1 +

6𝑥1𝑥2 + 3𝑥2
2)] × [30 + (2𝑥1 − 3𝑥2)

2 × (18 −

32𝑥1 + 12𝑥1
2 + 48𝑥2 − 36𝑥1𝑥2 + 27𝑥2

2)] 

 

Şekil 1.18. F18-GoldStein Price fonksiyonu grafiği ve denklemi 

 

1.4.19.   F19-Hartman3 fonksiyonu 

Hartman3 [22] 0 ≤ 𝑥𝑖 ≤ 1 arama alanına sahip ayrıştırılamaz, 3 boyutlu, çok modlu 

Benchmark fonksiyonudur [17]. Yao ve Lui [7] çalışmasında 4 boyutlu olarak 

belirtilmiştir. 

 

 

 

 

F19(x)=−∑ 𝑐𝑖exp (−∑ 𝑎𝑖𝑗(𝑥𝑗 − 𝑝𝑖𝑗)
23

𝑗=1 )4
𝑖=1  

 

Şekil 1.19. F19-Hartman3 fonksiyonu grafiği ve denklemi 
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1.4.20.   F20-Hartman6 fonksiyonu 

Hartman6 [22] 0 ≤ 𝑥𝑖 ≤ 1 arama alanına sahip ayrıştırılamaz, türevlenebilir, 

ölçeklenemez, sürekli özelliklerine sahip çok modlu Benchmark fonksiyonudur [2]. 

 

 

 

 

F20(x)=−∑ 𝑐𝑖exp (−∑ 𝑎𝑖𝑗(𝑥𝑗 − 𝑝𝑖𝑗)
26

𝑗=1 )4
𝑖=1  

 

Şekil 1.20. F20-Hartman6 fonksiyonu grafiği ve denklemi 

 

1.4.21.  F21-Shekel5 fonksiyonu 

Shekel5 [23]  arama alanı 0 ≤ 𝑥𝑗 ≤ 10, sürekli, türevlenebilir, ayrıştırılamaz, 

ölçeklenebilir, çok modlu Benchmark fonksiyonudur [2]. 

 

 

 

 

F21(x)=−∑ [(𝑋 − 𝑎𝑖)(𝑋 − 𝑎𝑖)
𝑇 + 𝑐𝑖]

−15
𝑖=1  

 

Şekil 1.21. F21-Shekel5 fonksiyonu grafiği ve denklemi 
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1.4.22.   F22-Shekel7 fonksiyonu 

Shekel7 [23]  arama alanı 0 ≤ 𝑥𝑗 ≤ 10, ayrıştırılamaz, 4 boyutlu, çok modlu Benchmark 

fonksiyonudur [17]. 

 

 

 

 

F22(x)=−∑ [(𝑋 − 𝑎𝑖)(𝑋 − 𝑎𝑖)
𝑇 + 𝑐𝑖]

−17
𝑖=1  

 

Şekil 1.22. F22-Shekel7 fonksiyonu grafiği ve denklemi 

 

1.4.23.   F23-Shekel10 fonksiyonu 

Shekel10 [23]  arama alanı 0 ≤ 𝑥𝑗 ≤ 10, 4 boyutlu çok modlu Shekel ailesine ait 

Benchmark fonksiyonudur [7]. 

 

 

 

 

F23(x)=−∑ [(𝑋 − 𝑎𝑖)(𝑋 − 𝑎𝑖)
𝑇 + 𝑐𝑖]

−110
𝑖=1  

 

Şekil 1.23. F23-Shekel10 fonksiyonu grafiği ve denklemi 
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Tablo1.4. Fonksiyonların çeşitli özellikleri. 

Fonksiyon  

S
ü
rek

li 

K
esin

tili 

T
ü
rev

len
eb

ilir 

T
ü
rev

len
em

ey
en

 

A
y
rştırılab

ilir 

A
y
rıştırılam

az 

K
ısm

en
 ay

rştırılab
ilir 

Ö
lçek

len
eb

ilir 

Ö
lçek

len
em

ez
 

D
ışb

ü
k
ey

 

D
ışb

ü
k
ey

 o
lm

ay
an

 

T
ek

 m
o
d
lu

 

Ç
o
k
 m

o
d
lu

 

Sphere + - + - + - - + - + - + - 

Schwefel2.22 + - + - - + - + - + - + - 

Schwefel1.2 + - + - - + - + - x x + - 

Schwefel2.21 + - - + + - - + - + - + - 

Rosenbrock + - + - - + - + - - + + - 

Step - + - + + - - + - x x + - 

Quartic + - + - + - - + - - + + - 

Generalized Schwefel2.26 + - + - - - + + - - + - + 

Rastrigin + - + - + - - x x + - - + 

Ackley + - + - - + - + - - + - + 

Griewank + - + - - + - + - - + - + 

Penalized x x x x - + - x x x x - + 

Penalized2 x x x x - + - x x x x - + 

Shekel`s Foxholes + - x x + - - x x - + - + 

Kowalik x x x x - + - x x x x - + 

Six-Hump Camel-Back + - + - - + - - + x x - + 

Branin RCOS + - + - + + - - + x x - + 

GoldStein-Price + - + - - + - - + - + - + 

Hartman3 + - + - - + - - + x x - + 

Hartman6 + - + - - + - - + x x - + 

Shekel5 + - + - - + - + - x x - + 

Shekel7 + - + - - + - + - x x - + 

Shekel10 + - + - - + - + - x x - + 



 

 

 

2. BÖLÜM 

META-SEZGİSEL OPTİMİZASYON TEKNİKLERİ 

2.1. Giriş 

Optimizasyon, bir problemin ya iyileştirilmesi ya da en iyi sonucunun bulunması 

anlamına gelir. Gerçek dünya problemleri çözülmesi zor problemlerdir. Bu problemleri 

çözmek için çeşitli yöntemler geliştirilmiştir. Son yirmi beş seneye bakıldığında meta-

sezgisel teknikler gerçek mühendislik problemlerinin çözülmesinde daha popüler hale 

geldiği görülmüştür [24-26]. Çünkü oldukça basit konseptte ve uygulaması kolay, 

gradyan bilgisi gerektirmeyen, yerel optimadan kaçabilen özellikleriyle farklı alanlara ait 

çok çeşitli problemlere uyarlanmaktadır [3]. Mirjalili [19] çalışmalarında bunu dört 

kategoride yorumlamıştır: 

 Basitlik 

 Esneklik 

 Türevsiz mekanizma 

 Yerel optimadan kaçınma 

Öncelikle meta-sezgisel yöntemler basittir. Basit olmasının sebebi fiziksel olaylar, 

hayvanların davranışları, evrimsel kavramlar gibi tipik, basit kavramlardan 

esinlenmesidir. Bu özellik bilgisayar bilimcilerinin işini kolaylaştırmaktadır. Bunun 

sayesinde bilim insanları farklı doğa kavramlarından esinlenerek yeni meta-sezgisel 

yöntemler ortaya çıkarmaktadır. Bununla yetinmeyip onları hibritleştirerek veya mevcut 

olanı iyileştirerek daha iyi sonuçlar elde edilmektedir. Esinlenmenin basitliği bilim 

insanlarının bunu daha kolay ve hızlı şekilde benimseyip ilgili alanlara uyarlamasına 

yardımcı olur [19]. 
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Esneklik kavramı yukarıda da belirtildiği gibi farklı alanlara uyarlanmayı mümkün kılar. 

Meta-sezgisel tekniklerde sadece giriş ve çıkışlar önemli olduğu için tasarımcının tek işi 

problemini meta-sezgisel teknik için nasıl sunacağıdır [19]. 

Türevsiz mekanizma sayesinde meta-sezgisel teknikler gradyan temelli optimizasyon 

yaklaşımlarının aksine problemleri stokastik olarak optimize eder. Arama alanlarının 

pahalı veya bilinmeyen türevlerini hesaplama gereği duymadan işlemi rastgele 

çözümlerle başlayarak optimize eder. Bu da gerçek problemlere uyarlamada büyük bir 

avantaj sağlar [19]. 

Meta-sezgisel teknikler geleneksel yöntemlere kıyasla yerel optimaya takılıp kalmamak 

için özel tekniklere sahiptir. Bunun sebebi meta-sezgisellerin stokastik yapıya sahip 

olmasıdır. Bu sayede yerel optimadan kaçarak daha geniş bir alanda tarama yapılmasını 

sağlar. Gerçek dünya problemlerinde arama alanı çoğu zaman bilinmediği ve çok sayıda 

yerel optimum olduğu için çözüm zorlaşır. Bu yüzden meta-sezgisel tekniklerle optimize 

etmek en iyi seçeneklerdendir [19]. 
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2.2. Meta-sezgisel algoritmalar  

Meta-sezgisel algoritmalar farklı doğa olaylarından esinlenen doğa olaylarının biyolojik 

yönlerini, fiziksel davranışlarını taklit ederek geliştirilen optimizasyon algoritmalarıdır. 

Mirjalili`ye [3] göre esinlenme dört farklı kategoride gösterilebilir (Şekil 2.1).  

 

Şekil 2.1. Meta-Sezgisel Algoritmaların Sınıflanırılması. 

Kaynak: [3] 

 

Nüfusa dayalı meta-sezgisel optimizasyon algoritmaları, niteliklerinden bağımsız olarak 

ortak bir özelliği paylaşır. Arama süreci iki aşamaya ayrılır: keşif ve sömürü [27-29]. 

Keşif, bir arama alanının tamamen yeni bölgelerini ziyaret etme işlemi iken, sömürü ise 

daha önce ziyaret edilen noktaların mahallesindeki bir arama alanının bu bölgelerini 

ziyaret etme işlemidir [30]. Optimize edici arama alanını global olarak araştırabilmek için 

Meta-Sezgisel 

Algoritmalar 

Evrimsel 

Algoritmalar 

Fizik Tabanlı 

Algoritmalar 

Sürü Tabanlı 

Algoritmalar 

İnsan Tabanlı 

Algoritmalar 

 

ÖÖBO AhA 

TA GAO 

 

PSO KAO 

YAK GUA 

 

YAA YSA 

MKO BPBÇ 

 

GA ES 

GP DG 
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operatörler içermelidir: bu aşamada hareketler (yani tasarım değişkenlerinin karışıklığı) 

mümkün olduğunca rastgele seçilmelidir. Sömürü aşaması keşif aşamasını izler ve arama 

alanının gelecek vaat eden alanlarını ayrıntılı olarak araştırır. Dolayısıyla keşif arama 

aşamasında bulunan gelecek vaat eden tasarım alanı bölgelerinde yerel arama kabiliyeti 

ile ilgilidir. Keşif ve sömürü arasında uygun bir denge bulmak, optimizasyon sürecinin 

stokastik yapısından dolayı, herhangi bir meta-sezgisel algoritma geliştirmede en zor 

görevdir [3]. 

Mirjali`ye [19] göre meta-sezgisel teknikler iki ana sınıfa ayrılabilir: tek çözüm tabanlı 

ve popülasyon temelli. Örneğin BT [31], arama işlemi bir aday çözümle başlar. Bu tek 

aday çözümü, yinelemeler boyunca geliştirilir. Popülasyon temelli meta-sezgisel tarama, 

bir dizi çözümü (popülasyon) kullanarak optimizasyonu gerçekleştirir. Bu durumda, 

arama işlemi rastgele bir başlangıç popülasyonuyla (çoklu çözümler) başlar ve bu 

popülasyon, yinelemeler boyunca geliştirilir.  

Nüfus temelli meta-sezgisel taramaların tek çözüme dayalı algoritmalara göre bazı 

avantajları aşağıda listelenmiştir: 

 Birden fazla aday çözüm arama alanıyla ilgili bilgileri paylaşır ve bu da arama 

alanının ümit verici kısmına doğru ani sıçramalarla sonuçlanır. 

 Birden fazla aday çözüm, yerel olarak en uygun çözümlerden kaçınmak için 

birbirlerine yardımcı olur. 

 Sürü bazlı meta-sezgisel teknikler genellikle tek bir çözüme dayalı algoritmalara 

kıyasla daha fazla araştırmaya sahiptir. 

 

2.2.1. Evrimsel Algoritmalar 

Evrimsel algoritmalar adın da anlaşılacağı gibi evrime dayalı yasalardan esinlenmiştir. 

Genelde arama işlemi sonraki nesilleri oluşturucak bir nüfusla başlar. Bu algoritmaların 

başarılı yanlarından biri en iyi bireylerin bir sonraki nesli oluşturmak için her zaman bir 

araya getirilmesidir. Bu da nüfusu nesiller boyunca optimize eder [3]. Evrimsel 

algoritmalardan literatürde olanlara örnekler Tablo 2.1`de listelenmiştir. 
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Tablo 2.1. Literatürdeki bir kısım evrimsel algoritmalar 

Algoritm Esinlenme Öneri yılı 

Genetik Algortima (GA) [32] Darvinist evrimi (gen) 1992 

Genetik Programlama (GP)[33] Popülasyon genetiği 1992 

Evrimsel Strateji (ES) [34] Doğal seleksiyon 

yoluyla Evrim 

teorisinden 

1978 

Biyocoğrafya Tabanlı Optimize (BTO)[35] Biyolojik organizmaların 

coğrafi dağlımı 

2008 

Evrimsel Programlama (EP)[36] Doğal seleksiyon 

yoluyla Evrim 

teorisinden 

1962 

Diferansiyel Gelişim (DG) [37] Biyolojik ve sosyolojik 

durumlar 

1995 

Gen Anlatım Programlama (GAP) [38] DNA molekülleri 2001 

 

2.2.2. Fizik Tabanlı Algoritmalar 

Fizik tabanlı algoritmalar evrendeki fizik kurallarından esinlenir. Örnek algoritmalar 

Tablo 2.2`de listelenmiştir. 

Tablo 2.2. Literatürdeki popüler fizik tabanlı algoritmalar 

Algoritm Esinlenme Öneri 

yılı 

Benzetimli Tavlama (BT) [31] Metalurjide tavlama 1983 

Yerçekimsel Yerel Arama (YYA) [39] Yerçekimi yasası 2003 

Büyük Patlama Büyük Çöküş (BPBÇ) [40] Büyük Patlama ve Büyük 

Çöküş teorisi 

2006 

Yerçekimsel Arama Algoritması (YAA) [41] Yerçekimi yasası 2009 

Yüklü Sistem Araması (YSA) [42] Coulomb yasası ve 

hareket yasaları 

2010 

Merkezi Kuvvet Optimizasyonu (MKO) [43] Yerçekimi kinematiği 2007 
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Yapay Kimyasal Reaksiyon Optimizasyon 

Algoritması (YKROA) [44] 

Kimyasal reaksiyon 

prosesi 

2011 

Kara Delik Algoritması (KDA) [45] Kara deliklerden 2013 

Işın Optimizasyonu (IO) [46] Işın geçişi 2012 

Küçük Dünya Optimizasyon Algoritması 

(KDOA) [47] 

Küçük dünya 

fenomeninin 

mekanizması 

2006 

Galaksi Tabanlı Arama Algoritması (GTAA) 

[48] 

Kuyruklu yıldızlar 2011 

Kavisli Uzay Optimizasyonu (KUO) [49] Genel İzafiyet teorisi 2012 

 

2.2.3. Sürü Tabanlı Algoritmalar 

Üçüncü grup farklı hayvan gruplarının çeşitli sosyal davranışlarından esinlenen sürü 

tabanlı algoritmalardır. En popülerlerinden biri Kennedy ve Eberhart [50] tarafından 

geliştirilen Parçacık Sürüsü Optimizasyonu'dur. PSO kuş sürüsünün sosyal davranışından 

ilham almıştır. En iyi çözümü bulmak için arama sahasında dolaşan birkaç parçayı (aday 

çözümler) kullanır (yani en uygun konum). Bu arada hepsi yollarında en iyi yolu (en iyi 

çözüm) izlerler. Başka bir deyişle, parçacıklar sürünün şimdiye kadar elde ettiği en iyi 

çözüm kadar kendi en iyi çözümlerini de düşünürler. Başka popüler bir sürü tabanlı 

algoritma ise ilk önce Dorigo vd. [51] tarafından geliştirilen Karınca Kolonisi 

Optimizasyonudur. KKO karıncaların yuvadan en yakın yolu ve yiyecek kaynağını 

bulmadaki sosyal zekâsını kullanmasından esinlenmiştir. Aday çözümler tarafından 

yineleme sürecinde feromon matrisi geliştirilmiştir [3]. 

Diğer sürü temelli teknikler Tablo 1'de listelenmiştir. Bu meta-sezgisel yöntem grubu 

PSO'nun evrim temelli ve fiziksel temelli algoritmalarla çok rekabetçi olduğu 

kanıtlandığından beri oldukça çekici olmaya başlamıştır. Çünkü sürü tabanlı 

algoritmaların evrim tabanlı algoritmalara göre bazı avantajları vardır. Örneğin, sürü 

tabanlı algoritmalar sonraki yinelemelere karşı arama alanı bilgilerini korurken evrim 

tabanlı algoritmalar yeni bir nüfus oluşturulduktan hemen sonra herhangi bir bilgiyi atar. 

Bunun dışında evrimsel yaklaşımlara (seçim, çaprazlama, mutasyon, seçkinlik vb.) 

kıyasla daha az operatör içerir ve bu nedenle uygulanması daha kolaydır. 
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Tablo 2.3. Literatürdeki geliştirilen sürü tabanlı optimizasyon algoritmaları. 

Algoritm Esinlenme Öneri 

yılı 

Parçacık Sürü Optimizasyonu (PSO) [50] Kuş sürüsü 1995 

Bal Arıları Evlilik Optimizasyon Algoritması 

(BAEOA) [52] 

Bal arıları 2001 

Yapay Balık Sürüsü Algoritması (YBSA)[53] Balık sürüsü 2003 

Termit Algoritması (TA) [54] Termit sürüsü 2005 

Karınca Kolonisi Optimizasyonu (KKO) [51] Karınca kolonisi 2006 

Yapay Arı Kolonisi (YAK) [55] Bal arısı 2006 

Yaban Arısı Sürüsü Algoritması (YASA)[56] Parazit yaban arısı 2007 

Maymun Arama (MA) [57] Maymun 2007 

Kurt Sürüsü Arama Algoritması (KSAA) [58] Kurt sürüsü 2007 

Arı Polen Toplama Algoritması (APTA) [59] Arılar 2008 

Guguk Arama (GuA) [60] Guguk 2009 

Yunus Partner Algoritması (YPA) [61] Yunus 2009 

Yarasa-esinlenme Algoritması (YeA) [62] Yarasa sürüsü 2010 

Ateş Böceği Algoritması (ABA) [63] Ateş böceği 2010 

Av Arama (AvA) [64] Hayvan sürüleri 2010 

Kuş Çiftleşme Optimizasyonu (KÇO) [65] Kuş çiftleşmesi 2012 

Krill Sürüsü (KS) [66] Krill sürüsü 2012 

Meyve Sineği Optimizasyon Algoritması 

(MSOA) [67] 

Meyve sineği 2012 

Yunus Ekolokasyonu (YE) [68] Yunus 2013 

 

 

2.2.4. İnsan Tabanlı Algoritmalar 

Literatürdeki insan davranışlarından ilham alan meta-sezgisel yöntemleri de belirtmekte 

fayda var. Popüler olanlarından bir kısmı Tablo 2.4`te belirtilmiştir. 
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Tablo 2.4. Literatürdeki popüler insan tabanlı algoritmalar 

Algoritm Esinlenme Öneri 

yılı 

Öğretme Öğrenme Bazlı Optimizasyon 

(ÖÖBO) [69] 

Sınıf  

(öğretmen-öğrenci) 

2012 

Ahenk Arama (AhA) [70] Müzik 2001 

Tabu Arama (TA) [71] Hafıza ve keşif 2009 

Grup Arama Optimizasyonu (GAO) [72] Hayvanların arama 

yeteneği 

2006 

Emperyalist Rekabetçi Algoritma (ERA) [73] Emperyalist yönetimi 2007 

Lig Şampiyonluğu Algoritması (LŞA) [74] Spor ligi 2009 

Havai Fişek Algoritmasl (HFA) [75] Havai fişek patlaması 2010 

Çarpışan Cisimler Optimizasyonu (ÇCO)[76] İki cisim çarpışması 2014 

İç Arama Algoritması (İAA) [77] İç tasarım ve dekorasyon 2014 

Mayın Patlaması Algoritması (MPA) [78] Mayın patlaması 2013 

Futbol Ligi Yarışması 

Algoritması(FLYA)[79] 

Futbol 2013 

Arayıcı Optimizasyon Algoritması(AOA)[80] İnsan gruplarının araması 2007 

Sosyal Tabanlı Algoritma (STA) [81] İnsan 2013 

Döviz Piyasası Algoritması (DPA) [82] Döviz piyasası kuralları 2014 

Grup Danışmanlık Optimizasyonu (GDO) 

[83] 

İnsanın grup içinde 

problem çözme yeteneği 

2014 

 

2.3. No Free Lunch (NFL) teoremi 

No Free Lunch (NFL) teoremi [84] tüm optimizasyon problemlerini çözmek için en 

uygun meta-sezgisel teknik olmadığını kanıtlamıştır. Başka bir deyişle, belirli bir meta-

sezgisel tarama bir dizi problemde çok umut verici sonuçlar gösterebilir ancak aynı 

algoritma farklı bir problem setinde düşük performans gösterebilir. NFL teoremi çalışma 

alanını aktif hale getirir, mevcut yaklaşımların iyileştirilmesine ve her yıl yeni meta-

sezgisel yöntemlerin önerilmesine neden olur.  
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2.4.   Tezde Kıyaslanan Optimizasyon Algoritmaları 

Çalışmada yapılan hibritler farklı algoritmaların sonuçları ile kıyaslanarak 

değerlendirilmiştir. Her iki hibrit makalelerde bulunan hazır sonuçlarla kıyaslanmıştır. 

Kıyaslamada GA, PSO, YA, ÇTA, GuA, ABA, MAD, YAA, HEP algoritmaları 

kullanılmıştır. 

2.4.1. Genetik Algoritma (GA) 

GA [32] uyarlanabilir bir strateji ve global optimizasyon tekniğidir. Evrimsel 

Algoritmadır ve daha geniş bir evrimsel hesaplama çalışmasına aittir. Genetik 

Programlama, Evrim Stratejiler, Evrimsel Programlama ve Öğrenme Sınıflandırıcı 

Sistemler gibi diğer Evrimsel Algoritmaların bir kardeşidir. GA listelenemeyecek kadar 

çok sayıda değişken teknik ve alt alanların ebeveynidir [85] 

Genetik Algoritma, nüfus genetiğinden (kalıtım ve gen frekansları dahil) ve nüfus 

seviyesindeki evrimin yanı sıra, Mendel yapısının (kromozomlar, genler, aleller) ve 

mekanizmaların (rekombinasyon ve mutasyon gibi) anlaşılmasını da içerir. Bu evrimsel 

biyolojinin yeni ya da modern sentezidir [85]. 

2.4.2. Parçacık Sürü Optimizasyonu (PSO) 

Parçacık Sürü Optimizasyonu sürü zekâsı alanına aittir ve hesaplamalı zekânın bir alt 

alanıdır. PSO, KKO gibi diğer sürü zekâlı algoritmalarla ilişkilidir ve listelenmek için 

çok fazla sayıda varyasyon için temel bir algoritmadır [86]. PSO kuşların sürü 

davranışları ve balıklar gibi bazı hayvanların sosyal arama davranışlarından esinlenmiştir. 

Algoritmanın amacı tüm parçacıkların optimayı çok boyutlu bir hiper hacimde 

konumlandırmasıdır. Başlangıçta uzaydaki tüm parçacıklara rastgele konumlar ve küçük 

başlangıç rastgele hızları atanarak elde edilir. Algoritma her parçanın konumunu hızına, 

problem uzayındaki en iyi bilinen küresel pozisyona ve bir parçacık için bilinen en iyi 

pozisyona dayalı olarak ilerleten bir simülasyon gibi yürütülür. Amaç fonksiyonu her 

pozisyon güncellemesinden sonra örneklenir. Zaman içinde, arama alanındaki bilinen iyi 

pozisyonların keşfedilmesi ve sömürülmesinin bir kombinasyonu yoluyla, parçacıklar bir 

optima veya birkaç optima etrafında toplanır veya birleşir. 
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2.4.3. Yarasa Algoritması (YA) 

2010 yılında Xin-She Yang tarafından geliştirilen YA mikro yarasaların yankı veya 

biyosonar özelliklerine dayanıyor [87]. Mikro yarasalar tipik olarak avı tespit etmek, 

engelleri önlemek ve karanlıkta çatlak yarıklarını bulmak için yankı adı verilen bir tür 

sonar kullanır. Çok yüksek bir ses darbesi yayabilir ve çevreleyen nesnelerden geri dönen 

yankıları dinleyebilirler [88]. 

Gerçekte mikro yarasalar üç boyutlu çevreyi algılamak için kulakları ve ses yüksekliği 

değişimleri arasındaki zaman gecikmesini de kullanabilmektedir. Ama temel olarak 

yankıların bazı özellikleri ile ilgilenilmektedir [89]. 

2.4.4. Çiçek Tozlama Algoritması (ÇTA) 

Çiçek tozlaşma doğal dünyada ilginç bir işlemdir. Evrimsel özellikleri yeni optimizasyon 

algoritmaları tasarlamak için kullanılmıştır. Bir çiçeğin temel amacı tozlaşma yoluyla 

çoğaltılmasıdır. Çiçek tozlaşması tipik olarak polenin transferiyle ilişkilidir ve bu transfer 

genellikle böcekler, kuşlar, yarasalar ve diğer hayvanlar gibi tozlayıcılarla bağlantılıdır. 

Her bitkinin birden fazla çiçeği olabilir ve her bir çiçek yaması genellikle milyonlarca ve 

hatta milyarlarca polen gameti salgılar. Ancak sadelik için algortima haline getirirken her 

bitkinin sadece bir çiçeğe sahip olduğunu ve her çiçeğin sadece bir polen gameti ürettiği 

varsayılıyor. Bu nedenle, bir polen gameti, çiçeği, bir bitkiyi veya bir çözümü bir 

probleme ayırmaya gerek yoktur [90] 

2.4.5. Guguk Arama (GuA) 

Guguklu büyüleyici kuşlar sadece yapabilecekleri güzel sesler yüzünden değil aynı 

zamanda agresif üreme stratejileri nedeniyle Ani ve Guira gugukluları gibi bazı türler 

yumurtalarını ortak yuvalara koyarlar ancak kendi yumurtalarının çıkım olasılığını 

artırmak için diğerlerinin yumurtalarını çıkarabilirler [91]. 

Algoritma oluşturulurken sadelik için bazı kriterler kabul edilir. Her guguk kuşu bir 

kerede bir yumurta bırakır ve rastgele seçilen bir yuvaya atar. Yüksek kalitede yumurta 

içeren en iyi yuvalar (solüsyonlar) gelecek nesillere taşınır. Kullanılabilir konak 

yuvalarının sayısı sabittir ve bir ev sahibi belli olasılıklı bir yabancı yumurtayı 
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keşfedebilir. Bu durumda, ev sahibi kuş yumurtayı fırlatıp atabilir veya tamamen yeni bir 

yuva inşa etmek için yuvayı terk edebilir [92]. 

2.4.6. Ateş Böceği Algoritması (ABA) 

Ateşböceklerinin yanıp sönen ışığı tropikal ve ılıman bölgelerde yaz göğünde muhteşem 

bir manzaradır. Yaklaşık iki bin ateş böceği türü var ve çoğu ateşböceği kısa ve ritmik 

flaşlar üretiyor. Yanıp sönme şekli genellikle belirli bir tür için benzersizdir. Flaşların iki 

temel eşleşen ortakları (iletişim) çekmek ve potansiyel avları çekmek işlevi vardır. Ek 

olarak yanıp sönme koruyucu bir uyarı mekanizması olarak da işlev görebilir. Ritmik flaş 

yanıp sönme hızı ve zaman miktarı her iki cinsiyeti bir araya getiren sinyal sisteminin bir 

parçasını oluşturur. 

Yanıp sönen ışık optimize edilecek olan amaç fonksiyonuyla ilişkili olacak şekilde 

formüle edilebilir, bu da yeni optimizasyon algoritmalarının formüle edilmesini mümkün 

kılar [93]. 

2.4.7. Madde Arama Durumları (MAD) 

Maddenin gaz, sıvı, katı hallerindeyken moleküllerin hareketlerine dayalıdır. Bu tür 

moleküllerin hareketi termal enerjinin hareketine benzetme ile motive edilir. Her bir 

molekülün hareketinin hızı ve yönü çarpışma, çekim kuvvetleri ve molekül setinin 

deneyimlediği rastgele fenomenler göz önüne alınarak belirlenir [94]. Yaklaşımda bu tür 

davranışlar hepsi gerçek fizik yasalarının davranışını taklit eden yön vektörü, çarpışma 

ve rastgele konum operatörleri gibi birkaç operatör tanımlanarak uygulanmıştır [95].  

2.4.8. Yerçekimsel Arama Algoritması (YAA) 

YAA`da ajanlar nesne olarak kabul edilir ve performansları kütleleri ile ölçülür. Tüm bu 

nesneler yerçekimi kuvveti ile birbirlerini çeker ve bu kuvvet tüm nesnelerin ağır kütleli 

nesnelere doğru küresel bir hareketine neden olur. Dolayısıyla kütleler kütleçekim 

kuvveti vasıtasıyla doğrudan bir iletişim şekli kullanarak işbirliği yapar. İyi çözümlere 

karşılık gelen ağır kütleler, hafif olanlardan daha yavaş hareket eder, bu da algoritmanın 

kullanılma adımını garanti eder. YAA'da her kütle (ajan) dört spesifikasyona sahiptir: 

pozisyon, atalet kütlesi, aktif kütleçekim kütlesi ve pasif kütle kütlesi. Kütlenin konumu 

sorunun çözümüne karşılık gelir ve yerçekimi ve atalet kütleleri bir uygunluk işlevi 

kullanılarak belirlenir. Başka bir deyişle her kütle bir çözüm sunar ve algoritma yerçekimi 
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ve atalet kütlelerini uygun şekilde ayarlayarak yönlendirilir. Zaman atlamalı olarak 

kitlelerin en ağır kütle tarafından çekilmesi beklenir. Bu kütle arama alanında optimum 

bir çözüm sunar [96]. 

2.4.9.   Hızlı Evrimsel Programlama (HEP) 

Evrimsel Programlamanın multimodal optimizasyon problemlerinin bazılarını 

çözmedeki bir dezavantajı yavaşça yakınlaşmasının iyi bir optimum seviyeye 

yakınlaşmasıdır. EP'nin üret ve test et formülasyonu mutasyonun mevcut olanlardan yeni 

çözümler üreten anahtar bir arama operatörü olduğunu gösterir. Cauchy rastgele 

sayılarına dayanan yeni bir mutasyon operatörü 23 işlevden oluşan Benchmark 

problemleri üzerinde test edilmiştir. Cauchy mutasyonlu yeni EP, Gauss mutasyonunu 

kullanan klasik EP (GEP), birkaç yerel minima ile unimodal ve multimodal fonksiyonlar 

için GEP ile karşılaştırılabilirken, birçok yerel minima ile bir dizi multimodal fonksiyon 

üzerinde kullanılır. Yeni EP “hızlı EP” (HEP) olarak belirtilmiştir. 

Farklı problemler için HEP ve GEP'in göreceli gücünü ve zayıflığını değerlendirmek için 

hem HEP hem de GEP'nin kapsamlı deneysel çalışmaları yapılmıştır. Sonuçlar, Cauchy 

mutasyonunun büyük bir multimodal fonksiyon optimizasyon problemleri sınıfı için 

etkili bir arama operatörü olduğunu göstermektedir. HEP’de kullanılan tüm parametreler 

GEP’de kullanılanlara eşit olarak ayarlandığı için HEP’in performansının daha da 

iyileştiği gözlemlenmiştir [97]. 

 

 

 

 

 

 

 



 

 

 

3. BÖLÜM 

HİBRİTLEŞTİRMEDE KULLANILAN OPTİMİZASYON 

ALGORİTMALARI 

3.1. Giriş 

Önceki bölümlerde de bahs edildiği gibi literatüre yeni bir optimizasyon tekniği 

kazandırmak için onu belli test problemlerine tabi tutmak gerekmektedir. Bunun dışında 

algoritmalar ya iyileştirilebilir ya da iki veya daha fazla algoritmanın hibridi yapılarak 

daha iyi sonuçlar elde edilebilir. Çalışmada fizik tabanlı SKA ve sürü tabanlı KAO 

algoritmalarının ve de SKA, BAO ve ÇEO algoritmalarının hibritleri yapılarak çeşitli 

Benchmark fonksiyonlarıyla testlere tabi tutulmuştur. Bu bölümde hibritleştirmede 

kullanılacak algoritmaların özellikleri ile ilgili detaylı bilgi verilecektir. 

3.2. Sinüs Kosinüs Algoritması (SKA) 

Sinüs-Kosinüs algoritması Mirjalili [98] tarafından 2016 yılında önerilen bir popülasyon 

bazlı metasezgisel algoritmadır. İlk olarak SKA rastgele bir dizi çözüm oluşturur. Sonra, 

kendi amaç fonksiyonu değerine göre başka çözümler için hedef olacak şekilde en iyi 

bireysel çözümü seçer. Daha sonra ilk popülasyondaki her birey (3.1) ve (3.2) 

denklemleri kullanılarak en iyi çözüme ilişkin olarak konumunu günceller. 

𝑋𝑖
𝑡+1 = 𝑋İ

𝑇 + 𝑟1 × sin(𝑟2) × |𝑟3𝑃𝑖
𝑡 − 𝑋İ

𝑇|   (3.1) 

𝑋𝑖
𝑡+1 = 𝑋İ

𝑇 + 𝑟1 × cos(𝑟2) × |𝑟3𝑃𝑖
𝑡 − 𝑋İ

𝑇|   (3.2) 

𝑋İ
𝑇  t. iterasyonda populasyonda bulunan bireydir. 𝑃𝑖

𝑡 o ana kadar elde edilen en iyi bireyin 

pozisyonudur ve 𝑟1, 𝑟2, 𝑟3 rastgele sayılardır. (3.1) ve (3.2) denklemleri birleştirilerek son 

güncelleme denklemi (3.3) önerilmiştir. 
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𝑋𝑖
𝑡+1 = {

𝑋İ
𝑇 + 𝑟1 × sin(𝑟2) × |𝑟3𝑃𝑖

𝑡 − 𝑋İ
𝑇| , 𝑟4 < 0.5

𝑋İ
𝑇 + 𝑟1 × cos(𝑟2) × |𝑟3𝑃𝑖

𝑡 − 𝑋İ
𝑇| , 𝑟4 ≥ 0.5

   (3.3) 

Yukarıdaki denklemde 𝒓𝟏 parametresi şimdiye kadar elde edilen en iyi çözüm ile çözüm 

arasındaki veya dışındaki boşlukta olan güncelleme yönünü belirler. 𝒓𝟐 parametresi 

şimdiye kadar elde edilen en iyi çözüme göre güncelleme mesafesini belirler [99]. 𝒓𝟑 

parametresi hedefin mesafeyi tanımlamadaki etkisini stokastik olarak vurgulamak (𝒓𝟑 > 

1) veya önemini azaltmak (𝒓𝟑 < 1) için rastgele bir ağırlık getirir. Son olarak 𝒓𝟒 

parametresi denklem (3.3) 'te sinüs ve kosinüs bileşenleri arasında eşit şekilde geçiş yapar 

[94]. 

Şekil 3.1 sinüs kosinüs arasındaki değişimin etkilerini [−2, 2] aralığında göstermektedir. 

Bu seri SKA'da keşif yapmayı garanti eder çünkü her birey bugüne kadar elde edilen en 

iyi çözüm ve kendi arasındaki alan dışındaki konumunu güncelleyebilir. 

Şekil 3.1.  Şimdiye kadar elde edilen en iyi çözüme doğru güncelleme veya uzaklaşma. 

Kaynak: [99] 

 

Verimli bir meta-sezgisel algoritma hem keşif hem de sömürü kabiliyeti arasında uygun 

bir denge sağlayabilen bir algoritmadır. SKA'da hem keşif hem de sömürü arasında uygun 

bir denge sağlamak için, denklem (3.4) kullanılarak optimizasyon sırasında sinüs ve 

kosinüs aralığı azaltılır. 

𝑟1 = 𝑎 − 𝑡
𝑎

𝑇
     (3.4) 
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t o anki iterasyonu, T ise maksimum iterasyonu gösteriyor. Şekil 3.2 sinüs ve kosinüs 

aralığının iterasyonlar (yinelemeler) boyunca nasıl azaldığını göstermektedir. Başka bir 

deyişle SKA problemin çözüm uzayını [1, 2] ve [−2, −1] 'de sinüs ve kosinüs aralıklarıyla 

araştırır. SKA'nın araştırılması, sinüs ve kosinüs aralığı [−1, 1] olduğunda gerçekleşir. 

Şekil 3.2. İterasyonlar (yinelemeler) boyunca sinüs ve kosinüs aralığını azaltmak. 

Kaynak: [99]    

 

   

3.2.1. Sinüs Kosinüs Algoritmasının kaba kodu 

 

 

 

 

 

 

 

 

 

 

Popülasyonunu rastgele başlat. 

Do 

Her bir arama temsilcisinin uygunluğunu hesapla. 

Şimdiye kadar ki en iyi çözümü güncelle ( P = X*) . 

𝒓𝟏 𝒓𝟐, 𝒓𝟑 ve 𝒓𝟒`ü güncelle. 

arama temsilcilerini güncelle denk. (3.3) 

while ( t < maksimum iterasyon sayısı ) 

Return Küresel optimum olarak şimdiye kadar elde edilen en iyi çözüm 
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3.3.  Karınca Aslanı Optimizasyonu (KAO) 

KAO [1] 2015 yılında ilk defa Mirjalili tarafından önerilmiştir. Daha sonra algoritmanın 

çok amaçlı sürümü olan ÇAKAO [100] Mirjalili tarafından 2016 yılında literatüre 

kazandırılmıştır. Sırasıyla algoritmanın esinlenmesi, operatörleri, kaba kodu 

anlatılacaktır. 

3.3.1. Esinlenme 

Karınca aslanı Myrmeleontidae familyasına ve Neuroptera ağ kanatlı böcekler 

takımındandır. Yaşam döngüsü larva ve yetişkin olarak iki ana aşamadan oluşur. Yaşam 

süreleri toplamda 3 yıla kadar sürebiliyor. Bu süre larva ve sonlara doğru 3 ila 5 hafta 

arası yetişkinlik sürecini kapsar. Yetişkin olmak için larva bir kozada değişime maruz 

kalmaktadır. Çoğunlukla larva döneminde avlanır, yetişkinlik döneminde ise ürerler [1]. 

İsimleri benzersiz avlanma davranışlarından ve en sevdikleri av olan karıncadan geliyor. 

Larva dairesel bir yol boyunca hareket ederek ve çenesiyle kumları fırlatarak koni biçimli 

çukur kazmaktadır [101,102]. Şekil 3.3 (a), farklı ebatlardaki koni biçimli çukurları 

göstermektedir. Tuzağı kazdıktan sonra larva koninin altına gizlenir ve Şekil 3.3b'de 

gösterildiği gibi çukurun [103] içinde karıncanın tuzağa düşmesini bekler. Koninin 

kenarı, böceklerin tuzağın dibine kolayca düşmesi için yeterince keskindir. Karınca aslanı 

bir avın tuzağa düştüğünü fark ettiğinde onu yakalamaya çalışır. Böcekler genellikle 

hemen yakalanmaz ve tuzaktan kaçmaya çalışırlar. Bu durumda karınca aslanları avı 

çukurun dibine kaydırmak için akıllıca çukurun kenarına doğru kum atar. Av çenenin 

içine girdiğinde toprağın altına çekilir ve tüketilir. Avları tükettikten sonra, karınca 

aslanları artıkları çukurun dışına atar ve çukuru bir sonraki av için değiştirir [1]. 

KAO`nun ilham kaynağı, larvalarının yiyecek arama davranışından esinlenmiştir.  
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(a)     (b) 

Şekil 3.3. Koni şeklindeki tuzaklar ve karınca aslanlarının avlanma davranışları. 

Kaynak: [1] 

 

3.3.2. Karınca Aslanı Optimizasyon algoritmasının operatörleri 

KAO algoritması, tuzağın içinde bulunan karınca aslanları ve karıncalar arasındaki 

etkileşimi taklit eder. Bu tür etkileşimleri modellemek için karıncaların arama alanı 

üzerinde hareket etmeleri gerekir ve karınca aslanlarının onları avlamalarına ve tuzakları 

kullanarak zinde olmalarına izin verilir. Yiyecek ararken, karıncalar stokastik olarak 

hareket ettiklerinden karıncaların hareketini modellemek için rastgele bir yürüyüş seçilir: 

𝑋(𝑡) = [0, 𝑐𝑢𝑚𝑠𝑢𝑚(2𝑟(𝑡1) − 1), 𝑐𝑢𝑚𝑠𝑢𝑚(2𝑟(𝑡2) − 1),… , 𝑐𝑢𝑚𝑠𝑢𝑚(2𝑟(𝑡𝑛) − 1)]  

(3.5) 

cumsum kümülatif toplamı hesaplar, n maksimum yineleme sayısıdır, t rastgele iterasyon 

sayısını gösterir ve r (t) aşağıdaki gibi tanımlanmış bir stokastik fonksiyondur: 

𝑟(𝑡) = {
1 𝑖𝑓 𝑟𝑎𝑛𝑑 > 0.5
0 𝑖𝑓 𝑟𝑎𝑛𝑑 ≤ 0.5

                                         (3.6) 

Burada t rastgele yürüme basamağını gösterir (iterasyon) ve rand [0, 1] aralığında tekdüze 

dağılımla oluşturulan rastgele bir sayıdır. 

Karıncaların konumu, aşağıdaki matristeki optimizasyon sırasında kaydedilir ve 

kullanılır: 
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𝑀𝑘𝑎𝑟𝚤𝑛𝑐𝑎 =

[
 
 
 
 
𝐴1,1 𝐴1,2 … … 𝐴1,𝑑

𝐴2,1 𝐴2,2 … … 𝐴2,𝑑
:
:

𝐴𝑛,1

:
:

𝐴𝑛,2

:
:

:
:

:
:

𝐴𝑛,𝑑]
 
 
 
 

                                      (3.7) 

Burada  𝑀𝑘𝑎𝑟𝚤𝑛𝑐𝑎  her bir karıncanın konumunu kaydetme matrisidir. 𝐴𝑖,𝑗  i. karıncanın j. 

değişkeninin (boyut) değerini gösterir, n karıncaların sayısıdır ve d değişkenlerin 

sayısıdır.  

Bir karıncanın konumu belirli bir çözelti için parametreleri belirtir. Matrix 𝑀𝐴𝑛𝑡 

optimizasyon sırasında tüm karıncaların konumunu kaydettiği düşünülmüştür. 

Her karıncayı değerlendirmek için, optimizasyon sırasında bir zindelik (objektif) 

fonksiyonu kullanılır ve aşağıdaki matris tüm karıncaların zindelik değerini depolar: 

𝑀𝑍𝐾 =

[
 
 
 
 
 
𝑓([𝐴1,1, 𝐴1,2, … , 𝐴1.𝑑])

𝑓([𝐴2,1, 𝐴2,2, … , 𝐴2.𝑑])
.
.
.

𝑓([𝐴𝑛,1, 𝐴𝑛,2, … , 𝐴𝑛.𝑑])]
 
 
 
 
 

     (3.8) 

𝑀𝑍𝐾 her bir karıncanın formunu korumak için kullanılan matristir. Ai, j, i. karıncanın j. 

boyutunun değerini gösterir, n, karıncaların sayısıdır ve f, amaç fonksiyonudur. 

Karıncalara ek olarak karınca aslanlarının da arama alanında bir yerlerde saklandıkları 

varsayılır. Konumlarını ve uygunluk değerlerini kaydetmek için aşağıdaki matrisler 

kullanılır: 

𝑀𝑘𝑎𝑟𝚤𝑛𝑐𝑎 𝑎𝑠𝑙𝑎𝑛𝚤 =

[
 
 
 
 
𝐴𝐿1,1 𝐴𝐿1,2 … … 𝐴𝐿1,𝑑

𝐴𝐿2,1 𝐴𝐿2,2 … … 𝐴𝐿2,𝑑
:
:

𝐴𝐿𝑛,1

:
:

𝐴𝐿𝑛,2

:
:

:
:

:
:

𝐴𝐿𝑛,𝑑]
 
 
 
 

    (3.9) 

𝑀𝑘𝑎𝑟𝚤𝑛𝑐𝑎 𝑎𝑠𝑙𝑎𝑛𝚤 karınca aslanlarının konumunu kaydetme matrisidir. 
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𝑀𝑍𝐾𝐴 =

[
 
 
 
 
 
𝑓([𝐴𝐿1,1, 𝐴𝐿1,2, … , 𝐴𝐿1.𝑑])

𝑓([𝐴𝐿2,1, 𝐴𝐿2,2, … , 𝐴𝐿2.𝑑])
.
.
.

𝑓([𝐴𝐿𝑛,1, 𝐴𝐿𝑛,2, … , 𝐴𝐿𝑛.𝑑])]
 
 
 
 
 

   (3.10) 

𝑀𝑍𝐾𝐴 her bir karınca aslanının formunu korumak için kullanılan matristir. 

Optimizasyon sırasında, aşağıdaki koşullar uygulanır: 

 Karıncalar farklı rastgele yürüyüşleri kullanarak arama alanı içinde hareket eder. 

 Karıncaların tüm boyutlarına rastgele yürüyüşler uygulanır. 

 Rastgele yürüyüşler karınca aslanlarının tuzaklarından etkilenir. 

 Karınca aslanları zindelikleriyle orantılı çukurlar oluşturabilir (daha yüksek 

zindelik, daha büyük çukur). 

 Daha büyük çukurlara sahip karınca aslanları karıncaları yakalama ihtimalinin 

daha yüksek olduğunu gösterir. 

 Her bir karınca, her bir yinelemede bir karınca aslanı ve elit (en uygun karınca 

aslanı) tarafından yakalanabilir. 

 Kayan karıncaları karınca aslanlarına doğru simüle etmek için rastgele yürüyüş 

aralığında azaltılır. 

 Bir karınca bir karınca aslanından daha kurnaz hale gelirse bu karınca aslanı 

tarafından kumun altında yakalandığı ve çekildiği anlamına gelir. 

 Bir karınca aslanı kendisini en son yakalanan avına yerleştirir ve her avdan sonra 

başka bir av yakalama değişikliğini geliştirmek için bir çukur oluşturur. 

3.3.2.1.   Karıncaların rastgele yürüşü 

Rastgele yürüyüşlerin tümü (3.5) denklemine dayanıyor. Karıncalar pozisyonlarını 

optimizasyonun her aşamasında rastgele yürüyüşle günceller. Ancak, her arama alanının 

bir sınırı vardır (değişken aralığı), denklem (3.5) karıncaların pozisyonlarını güncellemek 

için doğrudan kullanılamaz. Rastgele yürüyüşleri arama alanı içinde tutmak için, 

aşağıdaki denklem kullanılarak normalleştirilirler (minimum – maksimum 

normalizasyon): 

𝑋𝑖
𝑡 =

(𝑋𝑖
𝑡−𝑎𝑖)×(𝑑𝑖−𝑐𝑖

𝑡)

(𝑑𝑖
𝑡−𝑎𝑖)

+ 𝑐𝑖    (3.11) 



40 
 

𝑎𝑖 i. değişkenin minimum rastgele yineleme yürüyüşü, 𝑏𝑖  i. değişkenin maksimum 

rastgele yineleme yürüyüşü, 𝑐𝑖 t. iterasyonda i. değişkenin minimumu, 𝑑𝑖 t. iterasyonda 

i. değişkenin maksimumunu belirtiyor. 

Denklem (3.11) arama alanı içinde rastgele yürüyüşlerin meydana gelmesini sağlamak 

için her yinelemede uygulanmalıdır.  

3.2.2.2.   Karınca aslanlarının çukurlarında tuzağa düşürme 

Yukarıda da belirtildiği gibi rastgele karınca yürüyüşleri karınca aslanlarının 

tuzaklarından etkilenir. Bu varsayımı matematiksel olarak modellemek için aşağıdaki 

denklemler önerilmiştir: 

𝑐𝑖
𝑡 = 𝐾𝑎𝑟𝚤𝑛𝑐𝑎 𝑎𝑠𝑙𝑎𝑛𝚤𝑗

𝑡 + 𝑐𝑡     (3.12) 

𝑑𝑖
𝑡 = 𝐾𝑎𝑟𝚤𝑛𝑐𝑎 𝑎𝑠𝑙𝑎𝑛𝚤𝑗

𝑡 + 𝑑𝑡     (3.13) 

𝑐𝑡 t. iterasyonda bütün değişkenlerin minimunu,  𝑑𝑡 ise t. iterasyondaki bütün 

değişkenlerin maksimumunu içeren vektördür, 𝑐𝑖
𝑡 i. karınca için bütün değişkenlerin 

minimumunu, 𝑑𝑖
𝑡 i. karınca için bütün değişkenlerin maksimumunu ve 𝐾𝑎𝑟𝚤𝑛𝑐𝑎 𝑎𝑠𝑙𝑎𝑛𝚤𝑗

𝑡 

t. iterasyonda seçilen j. karınca aslanının pozisyonunu göstermektedir. 

Denklem. (3.12) ve (3.13), karıncaların rastgele seçilmiş bir karınca aslanları etrafında c 

ve d vektörleri tarafından tanımlanan bir hiper kürede yürüdüğünü göstermektedir.  

3.3.2.3.   Tuzağın inşası 

Karınca aslanının avlanma tekniğini modellemek için bir rulet çarkı kullanılır. 

Karıncaların seçilen tek bir karınca aslanına yakalandıkları varsayılmaktadır. KAO 

algoritması optimizasyon sırasındaki zindeliğine bağlı bölgeleri seçmek için bir rulet 

tekerleği operatörü kullanır. Bu mekanizma karıncaların yakalanması için en güçlü 

karınca aslanına yüksek şans verir. 

3.3.2.4.   Karınca aslanlarına doğru kayan karıncalar 

Bugüne kadar önerilen mekanizmalarla karınca aslanları zindelikleriyle orantılı olarak 

tuzaklar kurabiliyorlar ve karıncaların rastgele hareket etmeleri gerekiyor. Ancak karınca 

aslanları bir karıncanın tuzağa düştüğünü anladıklarında çukurun merkezinden dışarıya 
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doğru kum atarlar. Bu davranış kaçmaya çalışan kapana kısılmış karıncanın aşağı 

kaymasına sebep oluyor. Bu davranışın matematiksel olarak modellenmesi için 

karıncaların rastgele yürüme hiper küresinin yarıçapı adaptif olarak azaltılır. Bu konuda 

aşağıdaki denklemler önerilmiştir: 

𝑐𝑡 =
𝑐𝑡

𝐼
      (3.14) 

𝑑𝑡 =
𝑑𝑡

𝐼
      (3.15) 

Burada I bir orandır, 𝑐𝑡 t. iterasyonda bütün değişkenlerin minimunu,  𝑑𝑡 ise t. 

iterasyondaki bütün değişkenlerin maksimumunu içeren vektördür. 

 (3.14) ve (3.15) denklemlerine göre 𝐼 = 10𝑤
𝑡

𝑇
 , burada t anlık iterasyon, T ise maksimum 

iterasyondur, w ise anlık iterasyona göre belirlenen 12/tir (𝑡 > 0.1𝑇,𝑤 = 2;  𝑡 >

0.5𝑇, 𝑤 = 3;  𝑡 > 0.75𝑇, 𝑤 = 4;  𝑡 > 0.9𝑇, 𝑤 = 5; 𝑡 > 0.95𝑇,𝑤 = 6; ). Temel olarak w 

sabiti sömürünün doğruluk seviyesini ayarlayabilir. Bu denklemler, karıncaların 

konumlarını güncelleme yarıçapını küçültür ve karıncaların çukurların içindeki kayma 

işlemini taklit eder. Bu arama alanının kullanılmasını garanti eder. 

3.3.2.5.   Avları yakalamak ve çukuru yeniden inşa etmek 

Avın son aşaması, bir karınca çukurun dibine ulaştığında ve karınca aslanının çenesine 

yakalandığında gerçekleşir. Bu aşamadan sonra karınca aslanı karıncaları kumun içine 

çeker ve tüketir. Bu işlemi taklit etmek için avların karıncaların karşılık gelen karınca 

aslanlarına göre daha zayıf hale geldiğinde (kumun içine girdiğinde) avın gerçekleştiği 

kabul edilir. Daha sonra yeni bir av yakalama şansını arttırmak için avlanan karıncanın 

konumuna göre konumunu günceller. Bu konuda aşağıdaki denklem önerilmiştir: 

𝐾𝑎𝑟𝚤𝑛𝑐𝑎 𝑎𝑠𝑙𝑎𝑛𝚤𝑗
𝑡=𝐾𝑎𝑟𝚤𝑛𝑐𝑎𝑖

𝑡 𝑒ğ𝑒𝑟 𝑓(𝐾𝑎𝑟𝚤𝑛𝑐𝑎𝑖
𝑡) > 𝑓(𝐾𝑎𝑟𝚤𝑛𝑐𝑎 𝑎𝑠𝑙𝑎𝑛𝚤𝑗

𝑡) (3.16) 

t anlık iterasyonu, 𝐾𝑎𝑟𝚤𝑛𝑐𝑎 𝑎𝑠𝑙𝑎𝑛𝚤𝑗
𝑡 t. iterasyonda seçilmiş j. karınca aslanını ve 

𝐾𝑎𝑟𝚤𝑛𝑐𝑎𝑖
𝑡 t. iterasyondaki i. karıncayı temsil etmektedir. 

3.3.2.6.   Elitizm 

Elitizm, optimizasyon sürecinin herhangi bir aşamasında elde edilen en iyi çözümü veya 

çözümleri sürdürmelerini sağlayan evrimsel algoritmaların önemli bir özelliğidir. Her bir 
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iterasyonda şimdiye kadar elde edilen en iyi karınca aslanları kaydedilir ve elit olarak 

kabul edilir. Seçkinler en uygun karınca aslanı olduğundan yinelemeler sırasında tüm 

karıncaların hareketlerini etkileyebilmelidir. Bu nedenle her karıncanın rulet tekerleği 

yöntemiyle seçilmiş bir karınca aslanı etrafında rastgele yürüdüğü varsayılmaktadır: 

𝐾𝑎𝑟𝚤𝑛𝑐𝑎𝑖
𝑡 =

𝑅𝐾𝐴
𝑡 +𝑅𝐸

𝑡

2
      (3.17) 

𝑅𝐾𝐴
𝑡  t. iterasyonda rulet tekerleğiyle seçilmiş karınca aslanının etrafındaki rastgele 

yürüşü, 𝑅𝐸
𝑡  t. iterasyonda elit etrafındaki rastgele yürüşü ve 𝐾𝑎𝑟𝚤𝑛𝑐𝑎𝑖

𝑡 t. iterasyondaki i. 

karıncanın konumunu temsil etmektedir. 

 

3.3.3.  Karınca Aslanı Optimizasyon algoritmasının kaba kodu 

 

İlk karınca ve karınca aslanları popülasyonunu rastgele başlat. 

Karıncaların ve karınca aslanlarının uygunluğunu hesapla. 

En iyi karınca aslanlarını bul ve seçkin olarak kabul et. 

while son kriter karşılanmadığında 

for her karınca için 

 Rulet tekerleğiyle karınca aslanı seç 

 𝑐𝑖
𝑡 ve 𝑑𝑖

𝑡`ni (3.12) ve (3.13)`a göre güncelle 

 c ve d`ni (3.14) ve (3.15)`e göre güncelle 

 Ratgele bir yürüş oluştur ve (3.5) ve (3.11) kullanarak normalleştir 

 (3.17)`yi kullanarak karıncanın konumunu güncelle 

end for 

 Tüm karıncaların zindeliğini hesapla 

Bir karınca aslanını soluk hale gelirse uygun gelen karınca ile değiştir 

(Denk. (3.16)) 

Eğer bir karınca aslanı seçkinlerden daha zinde olursa elitleri güncelle 

end while 

Return elit 
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3.4. Balina Optimizasyon Algoritması (BOA) 

Balina Optimizasyonu Algoritması (BOA) [3] 2016 yılında Mirjalili ve Lewis tarafından 

önerilmiştir. BOA üzerinde çeşitli hibritler yapılarak başarılı sonuçlar elde edilmiştir. 

[99,104-106] Sırasıyla algoritmanın esinlenmesi, matematiksel modeli ve kaba kodu 

anlatılacaktır. 

3.4.1. Esinlenme 

Balinalar, dünyanın en büyük memelilerinden biri olarak sınıflandırılır. Katil, sağ, 

kambur, finback, Sei, mavi balinalar ve Minke adında yedi ana balina türü vardır. Kambur 

balina balinalar arasında en büyüğüdür. Kambur balinalar kril ve küçük balıkları bulmak 

için harika bir av yöntemine sahiptir [3]. Kambur balinaların arama paternine, balinalar 

balıkların etrafında yukarı doğru spiral bir yüzme yolunda kabarcıklar oluşturduğu 

kabarcık ağı beslemesi [107] denir. BOA kambur balinaların bu davranışından 

esinlenerek geliştirilmiştir. 

3.4.2. Matematiksel model 

Kambur balinanın av kuşatma, kabarcıklı saldırı ve av arama davranışları modellenerek 

algoritma oluşturulmuştur. Bu modelleme üç aşamada anlatılacaktır. 

3.4.2.1.   Av kuşatma 

Kambur balinalar avın yerini tanıyabilir ve çevreleyebilir. Arama alanındaki optimal 

tasarımın konumu önceden bilinmediğinden, BOA algoritması mevcut en iyi aday 

çözümün hedef av olduğunu veya optimuma yakın olduğunu varsayar. En iyi arama ajanı 

tanımlandıktan sonra diğer arama ajanları bu yüzden konumlarını en iyi arama ajanına 

doğru güncellemeye çalışacaktır. Bu davranış aşağıdaki denklemlerle temsil edilir: 

�⃗⃗� = |𝐶 . 𝑋 ∗(𝑡) − 𝑋 (𝑡)|   (3.18) 

𝑋 (𝑡 + 1) = 𝑋 ∗(𝑡) − 𝐴 . �⃗⃗�    (3.19) 

Mevcut yinelemenin t olduğu yerlerde �⃗⃗� ∗ şu ana kadar elde edilen en iyi kambur 

balinanın konumunu sunar. �⃗⃗�  ve �⃗⃗�  aşağıda gösterilen spesifik katsayılardır. 

𝐴 = 2𝑎 . 𝑟 − 𝑎      (3.20) 
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𝐶 = 2. 𝑟      (3.21) 

𝑎 = 2 −𝑚. ((2)/𝑀)    (3.22) 

�⃗⃗�  başlangıç değeri 2 olan bir parametredir. Bu parametre BOA'nın yinelemeleri boyunca 

doğrusal olarak 0'a düşer. m geçerli anlık iterasyonu ve M maksimum iterasyonu gösterir. 

Ek olarak �⃗�  düzgün bir dağılım kullanılarak oluşturulan 0 ile 1 arasında rastgele bir 

sayıdır. (3.18) ve (3.19) denklemleri kambur balinaların optimizasyon probleminin n 

boyutlu çözüm uzayını daha verimli olarak aramasını sağlar. 

3.4.2.2.   Kabarcıklı saldırı (sömürü aşaması) 

WOA'da kambur balinaların davranışını matematiksel olarak gösteren iki ana işlem 

olduğu düşünülmektedir. Bu iki işlem daralan çevreleme mekanizması ve konumun spiral 

güncellemesi olarak adlandırılır [99]. 

3.4.2.2.1.   Daralan çevreleme mekanizması 

Önceki bölümde belirtildiği gibi, �⃗⃗� 'nın değeri yinelemelere göre doğrusal olarak azalır. 

�⃗⃗�  parametresinin değerinde azalma, �⃗⃗� 'nın değerini azaltır. Bu, kambur balinaların 

konumlarını en iyi balina çevresinde herhangi bir yerde güncellemelerini sağlar. Şekil 3.4 

en iyi kambur balinanın konumu (kırmızı nokta) etrafındaki konumunu güncellemeye 

çalışan bir kambur balinanın olası pozisyonlarını göstermektedir. 

 

Şekil 3.4. Daralan çevreleme mekanizması 

Kaynak:[99] 
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3.4.2.2.2.   Konumun spiral güncellenmesi 

Kambur balina av için yukarı doğru spiral veya helis şeklinde yüzer. Kambur balinaların 

bu davranışını taklit etmek için logaritmik spiral fonksiyon kullanılır. 

𝑋 (𝑡+1)
∗ = |𝑋(𝑡)

∗ − 𝑋(𝑡)⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗|. 𝑒𝑏𝑡 . cos(2𝜋𝑙) + 𝑋(𝑡)
∗    (3.23) 

𝑙 = (𝑎2 − 1). 𝑟𝑎𝑛𝑑 + 1   (3.24) 

𝑎2 = −1 +𝑚. ((−1)/𝑀)   (3.25) 

b parametresinin spiral fonksiyonun şeklini belirlediği ve l'nin -1 ve 1 arasında rastgele 

oluşturulmuş bir sayı olduğu durumlarda Şekil 3.5 kambur balinaların spiral yüzme 

yamasını göstermektedir. m geçerli anlık iterasyonu ve M maksimum iterasyonu gösterir. 

Doğada kambur balinalar daralan çevreleme tekniğini ve spiral yüzmeyi aynı anda 

gerçekleştirir. Bu nedenle BOA her davranışı yüzde 50 olasılıkla kullanır. Başka bir 

deyişle her kambur balina en iyi kambur balinaya göre konumunu güncellemek için 

rastgele daralan çember veya spiral yüzmeyi seçebilir. 

𝑋 (𝑡+1) = {
𝑋 (𝑡)
∗ − 𝐴 .𝐷 ⃗⃗  ⃗ 𝑒ğ𝑒𝑟                                        𝑝 < 0.5

𝑋 (𝑡+1)
∗ = �⃗⃗� . 𝑒𝑏𝑡 . cos(2𝜋𝑙) + 𝑋(𝑡)

∗  𝑒ğ𝑒𝑟 𝑝 ≥ 0.5
  (3.26) 

 

Şekil 3.5. Konumun spiral güncellenmesi 

Kaynak:[99] 

3.4.2.3.   Av arama (çözüm alanını keşf etmek) 

Sömürü aşamasında her balina konumunu doğrusal olarak azalan bir parametrenin (A) 

düşünüldüğü en iyi balinaya doğru günceller. Keşif aşamasında her kambur balina 
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rastgele seçilen balinaya göre konumunu günceller. Bu aşamada, eğer (A) parametresi -1 

ve 1 arasında bir değer alırsa kambur balinanın bir sonraki pozisyonu mevcut pozisyonu 

ile rastgele seçilen bir kambur balinanın pozisyonu arasında olacaktır. BOA'nın keşif 

evresinin matematiksel formülasyonları (18) ve (19) denklemlerinde sunulmuştur. 

�⃗⃗� = |𝐶 . 𝑋 𝑟𝑎𝑛𝑑 − 𝑋 |     (3.27) 

𝑋 (𝑡 + 1) = 𝑋 𝑟𝑎𝑛𝑑 − 𝐴 . �⃗⃗�     (3.28)                                                            

3.4.3.  Balina Optimizasyon Algoritmasının kaba kodu 

Balina popülasyonunu rastgele başlat. 

Her bir arama temsilcisinin uygunluğunu hesapla. 

En iyi arama temsilcisi = X* . 

while son kriter karşılanmadığında 

for her arama temsilcisi için 

 a, A, C, l ve p`yi güncelle 

 if1(p<0.5) 

  if2(|A|<1) 

   o anki arama temsilcisininin konumunu denk. (3.18)`le  güncelle  

  else if2(|A≥ 𝟏|) 

   rastgele arama temsilcisini seç (rand) 

   o anki arama temsilcisininin konumunu denk. (3.28)`le  güncelle 

  end if2 

 else if1(p≥0.5) 

  o anki arama temsilcisininin konumunu denk. (3.23)`le  güncelle 

 end if1 

end for 

Herhangi bir arama temsilcisinin arama alanının ötesine geçip geçmediğini 

kontrol et ve değiştir 

Her bir arama temsilcisinin uygunluğunu hesapla 

Daha iyi bir çözüm varsa X* güncelle 

t=t+1 

end while 

Return X* 
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3.5. Çoklu Evren Optimizasyonu (ÇEO) 

Büyük patlama teorisi [108] evrenin büyük bir patlama ile başladığını kabul eder. Bu 

teoriye göre, büyük patlama bu dünyadaki her şeyin kökenidir ve bundan önce hiçbir şey 

yoktur. Çoklu evren teorisi, fizikçiler arasında yakın zamanda bilinen bir teoridir [109]. 

Bu teoride birden fazla büyük patlama olduğu ve her büyük patlamanın bir evrenin 

doğuşuna neden olduğuna inanılmaktadır. Çoklu evren terimi, içinde yaşanılan evrene ek 

olarak diğer evrenlerin varlığına atıfta bulunan evrenin karşıtıdır [109]. Çoklu evrenler 

etkileşir ve hatta çoklu evren teorisinde birbirleriyle çarpışabilir. Çoklu evren teorisi aynı 

zamanda her bir evrende farklı fiziksel yasalar olabileceğini öne sürer. 

3.5.1. Esinlenme 

ÇEO algoritması için ilham kaynağı olarak çoklu evren teorisinin üç ana kavramı 

seçilmiştir: beyaz delikler, kara delikler ve solucan delikleri. Evrende hiç beyaz bir delik 

görülmediği, ancak fizikçiler büyük patlamanın beyaz bir delik olarak 

değerlendirilebileceğini ve bir evrenin doğuşunun ana bileşeni olabileceğini düşünüyorlar 

[110]. Çoklu evren teorisinin [111] döngüsel modelinde, paralel evrenler arasındaki 

çarpışmaların gerçekleştiği yerde büyük patlamaların (beyaz deliklerin) yaratıldığı da 

tartışılmaktadır. Sıkça görülen kara delikler beyaz deliklerin aksine tamamen aksidirler. 

Işık huzmeleri dâhil her şeyi son derece yüksek çekim kuvveti ile çekiyorlar [112]. 

Solucan delikleri, bir evrenin farklı kısımlarını birbirine bağlayan deliklerdir. Çoklu 

evren teorisinde yer alan solucan delikleri nesnelerin bir evrenin herhangi bir köşesinde 

(hatta bir evrenden diğerine) anında seyahat edebildiği zaman uzay yolculuğu tünelleri 

gibi hareket eder [113]. Çoklu evren teorisinin bu üç temel bileşeninin kavramsal 

modelleri Şekil 3.6'da gösterilmektedir. 

 

 

 

 

Şekil 3.6. Beyaz delik, kara delik ve solucan deliği 

Kaynak: [114] 
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3.5.2. Matematiksel model 

Beyaz / kara delik tünellerini matematiksel olarak modellemek ve evren nesnelerini 

değiştirmek için rulet tekerleği mekanizması kullanılır. Her yinelemede evrenler 

enflasyon oranlarına göre sıralanır ve bunlardan birine rulet tekerleği ile beyaz bir delik 

açması için seçilir. Bunu yapmak için aşağıdaki adımlar uygulanır. Farz edilmiştir ki: 

𝑈 =

[
 
 
 
𝑥1
1

𝑥2
1

⋮

𝑥1
2 … 𝑥1

𝑑

𝑥2
2 … 𝑥2

𝑑

⋮ ⋮ ⋮
𝑥𝑛
1 𝑥𝑛

2 ⋯ 𝑥𝑛
𝑑]
 
 
 

 

d parametre sayısı (değişkenler) ve n evren sayısıdır (aday çözümler): 

𝑥𝑖
𝑗
= {

𝑥𝑘
𝑗
 𝑟1 < 𝑁𝐼(𝑈𝑖)

𝑥𝑖
𝑗
 𝑟1 ≥ 𝑁𝐼(𝑈𝑖)

    (3.29) 

𝒙𝒊
𝒋
 i. evrenin j. parametresini gösterir, Ui evren gösterir, NI(Ui) evrenin normalize edilmiş 

enflasyon oranıdır, 𝒓𝟏 [0,1]'de rastgele bir sayıdır ve 𝒙𝒌
𝒋
 k. evreninin j. parametresini 

gösterir ve bir rulet tekerleği seçme mekanizması tarafından seçilir. 

Her evren için yerel değişiklikler sağlamak ve solucan deliklerini kullanarak enflasyon 

oranını iyileştirme ihtimalinin yüksek olması için solucan deliği tünellerinin her zaman 

bir evren ile şimdiye kadar oluşturulan en iyi evren arasında kurulduğu varsayılır. Bu 

mekanizmanın formülasyonu aşağıdaki gibidir: 

𝑥𝑖
𝑗
=

{
 
 

 
 
{
𝑋𝑗 + 𝑇𝐷𝑅 × ((𝑢𝑏𝑗 − 𝑙𝑏𝑗) × 𝑟4 + 𝑙𝑏𝑗) 𝑟3 < 0.5

𝑋𝑗 − 𝑇𝐷𝑅 × ((𝑢𝑏𝑗 − 𝑙𝑏𝑗) × 𝑟4 + 𝑙𝑏𝑗) 𝑟3 ≥ 0.5
     𝑟2 < 𝑊𝐸𝑃 

𝑥𝑖
𝑗
                                                                                             𝑟2 ≥ 𝑊𝐸𝑃

    (3.30) 

 

𝑿𝒋 şu ana kadar oluşturulan en iyi evrenin j. parametresini gösterir, TDR bir katsayıdır, 

WEP başka bir katsayıdır, 𝒍𝒃𝒋 j. değişkeninin alt sınırını gösterir, 𝒖𝒃𝒋 j. değişkeninin üst 

sınırıdır, 𝒙𝒊
𝒋
 i. evrenin j. parametresini gösterir ve 𝒓𝟐, 𝒓𝟑, 𝒓𝟒 [0,1]'de rastgele sayılardır. 

Buradaki iki ana katsayı olduğu matematiksel formülasyondan çıkarılabilir: solucan 

deliği varlık olasılığı (WEP) ve seyahat mesafesi oranı (TDR). Önceki katsayı solucan 
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deliğinin evrende var olma olasılığını tanımlamak içindir. En iyi duruma getirme 

sürecinin ilerlemesi olarak sömürüyü vurgulamak için yinelemelerde doğrusal olarak 

artması gerekir. Seyahat mesafesi oranı aynı zamanda, bir nesnenin şimdiye kadar elde 

edilen en iyi evren etrafındaki bir solucan deliği tarafından ışınlanabileceği mesafeyi 

(varyasyon) tanımlayan bir faktördür. WEP'in tersine, TDR, elde edilen en iyi evrende 

daha kesin bir sömürü / yerel arama yapabilmek için yinelemelerde artar. Her iki katsayı 

için adaptif formül aşağıdaki gibidir: 

𝑊𝐸𝑃 = 𝑚𝑖𝑛 + 𝑙 × (
𝑚𝑎𝑥−𝑚𝑖𝑛

𝐿
)   (3.31) 

min (minimum), maksimum (maksimum), l geçerli anlık iterasyonu ve L maksimum 

iterasyonu gösterir. 

𝑇𝐷𝑅 = 1 −
𝑙1/𝑝

𝐿1/𝑝
     (3.32) 

burada p iterasyonlar üzerindeki sömürü doğruluğunu tanımlar. Ne kadar yüksek olursa 

o kadar çabuk ve doğru bir şekilde sömürü / yerel arama yapar. 

3.5.3. Çoklu Evren Optimizasyonu algortimasının kaba kodu 

for i tarafından indekslenen her evren  

for j tarafından indekslenen her nesne  

r2=random([0,1]); 

if r2<WEP 

r3=random([0,1]); 

r4=random([0,1]); 

if r3<0.5 

U(i,j)=En_iyi_evren(j) + TDR * (( ub(j) - lb(j)) *  

r4 + lb(j)); 

else 

U(i,j)=En_iyi_evren(j) - TDR * (( ub(j) - lb(j)) * 

 r4 + lb(j)); 

end if 

end if 

end for 

end for 



 

 

 

BÖLÜM 4  

HİBRİT UYGULAMA GELİŞTİRME 1 

4.1. Hibrit Sinüs Kosinüs Karınca Aslanı Optimizasyonu (HSKKAO) 

Çalışmamızda KAO algoritmasını geliştirmek amaçlı SKA`nın özellikleri ile hibrit model 

geliştirilerek yeni bir algoritma elde edilmiştir. Bu hibritleşmeyi yaparken çeşitli SKA ile 

yapılan hibritler [99] gözden geçirilmiştir. Oluşturulan hibritin motivasyon kaynağı, 

yapılan hibritleşme ve kaba kodu aşağıda detaylı olarak anlatılacaktır. 

4.2. Çalışmanın motivasyonu 

Temel SKA sömürü aşamasında iyi bir performans sergiler. SKA'da, bir sinüs veya 

kosinüs işlevi 1'den büyük ve −1'den küçük bir değer döndürdüğünde keşif gerçekleşir. 

Ek olarak, konumunu güncellemeye çalışan mevcut bir çözüm, hedef noktadan (şu ana 

kadar elde edilen en iyi çözüm) uzak olamaz çünkü sinüs ve kosinüs aralığı [−2, 2] ile 

sınırlıdır. Bu nedenle SKA keşif aşamasında iyi performans gösteremez. Bu, yerel 

optimada takılma olasılığını arttırır. Bunun tersine, KAO dengeli keşif aramasına ve 

sömürü işletmecisine sahiptir. İkisinin hibriti yapılıp bu özellikleri daha da etkin hale 

getirilerek SKA ve KAO`dan daha iyi sonuçlar elde edilmiştir.  

Hibrit Sinüs Kosinüs Karınca Aslanı Optimizasyonunun (HSKKAO) ana fikri, SKA ve 

KAO'nun her iki avantajına ve daha iyileştirilmiş yeni bir hibrit çözüm yöntemi 

geliştirmektir. Burada, KAO'nun karınca rastgele yürüş mekanizması yerine SKA'nın 

güncelleme operatörü eklenmiştir. Bu sayede hem keşif hem de sömürü arasındaki denge 

daha da iyileştirilmiştir. 
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4.3. Matematiksel model 

Matematiksel model olarak KAO ile neredeyse aynı adımları tamamlasa da bazı 

fonksiyonlar değiştirilmiştir. Değiştirilmiş kısımlardan sonra kaba kod üzerinden 

tamamlanmış hali kısa olarak gösterilecektir. 

KAO`da olan rastgele karınca yürüyüşlerini modellemek için kullanılan (3.12) ve (3.13) 

denklemleri SKA`da bulunan (3.1) ve (3.2) denklemleri haline getirilerek güncellenme 

şekli aşağıdaki yeni oluşturulmuş denklemlerle yapılmıştır:  

𝑐𝑖
𝑡 = 𝑐𝑡 + 𝑟1 × sin(𝑟2) × 𝑟3 × 𝐾𝑎𝑟𝚤𝑛𝑐𝑎 𝑎𝑠𝑙𝑎𝑛𝚤𝑗

𝑡  (4.1) 

𝑑𝑖
𝑡 = 𝑑𝑡 + 𝑟1 × cos(𝑟2) × 𝑟3 × 𝐾𝑎𝑟𝚤𝑛𝑐𝑎 𝑎𝑠𝑙𝑎𝑛𝚤𝑗

𝑡  (4.2) 

𝒄𝒕 t. iterasyonda bütün değişkenlerin minimunu,  𝒅𝒕 ise t. iterasyondaki bütün 

değişkenlerin maksimumunu içeren vektördür, 𝒄𝒊
𝒕 i. karınca için bütün değişkenlerin 

minimumunu, 𝒅𝒊
𝒕 i. karınca için bütün değişkenlerin maksimumunu ve 

𝑲𝒂𝒓𝚤𝒏𝒄𝒂 𝒂𝒔𝒍𝒂𝒏𝚤𝒋
𝒕 t. iterasyonda seçilen j. karınca aslanının pozisyonunu gösterir. 𝒓𝟏, 

𝒓𝟐, 𝒓𝟑 rastgele sayılardır. 𝒓𝟏 parametresi şimdiye kadar elde edilen en iyi çözüm ile 

çözüm arasındaki veya dışındaki boşlukta olan güncelleme yönünü belirler. 𝒓𝟐 

parametresi şimdiye kadar elde edilen en iyi çözüme göre güncelleme mesafesini belirler. 

𝒓𝟑 parametresi hedefin mesafeyi tanımlamadaki etkisini stokastik olarak vurgulamak 

(𝒓𝟑 > 1) veya önemini azaltmak (𝒓𝟑 < 1) için rastgele bir ağırlık getirir. Son olarak 𝒓𝟒 

parametresi (4.1) ve (4.2) denklemlerinde bulunan sinüs ve kosinüs bileşenleri arasında 

eşit şekilde geçiş yapar. 
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4.4. Hibrit Sinüs Kosinüs Karınca Aslanı Optimizasyon algoritmasının kaba 

kodu 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

İlk karınca ve karınca aslanları popülasyonunu rastgele başlat. 

Karıncaların ve karınca aslanlarının uygunluğunu hesaplay. 

En iyi karınca aslanlarını bulun ve seçkin olarak kabul et. 

𝒓𝟏 𝒓𝟐, 𝒓𝟑 ve 𝒓𝟒`ü güncelle. 

while son kriter karşılanmadığında 

for her karınca için 

 Rulet tekerleğiyle karınca aslanı seç 

 if 𝒓𝟒<0.5 

  𝑐𝑖
𝑡`ni (4.1)`e göre güncelle 

 end 

if 𝒓𝟒 ≥0.5 

  𝑑𝑖
𝑡`ni (4.2)`e göre güncelle 

 end 

 c ve d`ni (3.14) ve (3.15)`e göre güncelle 

 Ratgele bir yürüş oluştur ve (3.5) ve (3.11) kullanarak normalleştir 

 (3.17) kullanarak karıncanın konumunu güncelle 

end for 

 Tüm karıncaların zindeliğini hesapla 

Bir karınca aslanı soluk hale gelirse uygun gelen karınca ile değiştir (Denk. 

(3.16)) 

Eğer bir karınca aslanı seçkinlerden daha zinde olursa elitleri güncelle 

end while 

Return elit 
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4.5. Hibrit Sinüs Kosinüs Karınca Aslanı Optimizasyon Performans Analizi 

HSKKAO 23 Benchmark problemi kıyaslamasında Mirjalili`ye [1] ait KAO algoritması 

makalesinden KAO, PSO, MAD, YA, ÇTA, GuA, ABA, GA algoritmalarının aritmetik 

ortalama ve standart sapma sonuçları hazır olarak alınmış ve toplamda 9 algoritma ile 

kıyaslama yapılmıştır. Bu kıyaslamada boyutlar önceden belirtildiği şekilde her 

fonksiyonun karşısında tablolarda belirtilmiş durumdadır. Kıyaslanan makaledeki ile 

aynı parametreler ayarlanarak HSKKAO matlab üzerinden çalıştırılmıştır. Makaleye göre 

popülasyon sayısı tüm algoritmalarda 30, iterasyon ise 1000 üzeri şeklinde ifade 

edilmiştir. Çalışmada iterasyonun tam olarak ne kadar olduğu bilinmediği için bu 1050 

olarak belirlenmiştir. HSKKAO, KAO ve SKA algoritmaları matlab üzerinden 

çalıştırıldı. SKA matlab kodu [115] Mirjali`ye ait olup kendi sitesinde kaynak şeklinde 

bulunmaktadır. F14-F23 Benchmark fonksiyonlarının kıyaslamasında ise Zhu vd. [116] 

gri kurt üzerine olan hibritleşme çalışmalarından PSO sonuçları alınarak kıyaslama 

yapılmıştır. Kıyaslama için HSKKAO, KAO ve SKA matlabda 23 Benchmark 

probleminin her birisi için 30 kere çalıştırılarak ortalaması elde edilmiştir. Sonuçlar Tablo 

4.1 ve Tablo 4.2`de verilmiştir. 

Sonuçlara bakıldığnda HSKKAO algoritması F1-F4, F9 ve F11 fonksiyonlarında 

performansın üstü bir sonuç sergilemiştir. Aynı şekilde F7, F8, F10, F15 fonksiyonlarında 

iyileştirme yapmış ve diğer tüm algoritmalarla kıyasta en iyi sonuçları elde edilmiştir. 

Bunlar tabloda belirtilmiştir. F14 ve F19 fonksiyonlarında ise yine iyi sonuç sergileyerek 

ikinci olmuştur. Geri kalan problemlerde ise yaklaşık değerlerle ortalama bir performans 

sergilemiştir. Genel itibari ile HSKKAO iyileştirmede kendini kanıtlamıştır. 
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Tablo 4.1. HSKKAO algoritmasının tek modlu ve çok modlu Benchmark fonksiyon 

sonuçları ile kıyaslama 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 en iyi sonuç 

 ortalama sonuç 
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Tablo 4.2. HSKKAO algoritmasının sabit boyutlu çok modlu Benchmark fonksiyon 

sonuçları ile kıyaslama 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 en iyi sonuç 

 ikinci en iyi sonuç 

 ortalama sonuç 



 

 

 

BÖLÜM 5 

HİBRİT UYGULAMA GELİŞTİRME 2 

5.1 Çok Evrenli Sinüs Kosinüs Balina Optimizasyonu (ÇESKBO) hibrit 

algoritması modeli  

Literatüre önceden de kazandırılmış olan SKBOA, BOA`nın iyi arama özelliğini ve 

SKO`nun iyi sömürü özelliğini ele alarak her ikisini dengeleyen bir hibrit modeldir. Bu 

çalışmada Çoklu Evren Optimizasyonu özellikleri kullanılarak mevcut hibrit model 

üzerinde yeni bir iyileştirme yapılarak üçlü bir hibrit geliştirilmiştir. Modelin motivasyon 

kaynağı, matematiksel modeli ve kaba kodu sırasıyla aşağıda verilmiştir. 

5.2. Çalışmanın motivasyonu 

Önceden literatürde bulunan SKA ve BOA hibriti olan SKBOA [91] hem arama hem de 

sömürü özelliklerini dengelemeyi başarmış algoritmadır. Çalışmada ÇEO`nun bazı 

özellikleri SKBOA`da bulunan özelliklerle değiştirilmiştir. Çalışmada iki özellikten 

faydalanılmıştır. Bunlar çoklu evren algoritmasında bulunan solucan deliği varlık 

olasılığı (WEP)  ve seyahat mesafesi oranı (TDR) özelliğidir. WEP SKA`da bulunan 

güncelleme yönünü belirleyen 𝒓𝟏 parametresinin, TDR ise BOA`da bulunan elemanlar 

arası çarpma parametresi olan l`nin güncellemesinde kullanılan 𝒂𝟐(-1 ile -2 arasında 

değişir) yerine kullanılmıştır. Yeni geliştirilen hibrit modelden elde edilen sonuçlar 

SKBOA, BOA , SKA ve ÇEO`dan daha iyi sonuçlar sergileyerek arama ve sömürü 

özelliklerini daha etkin hale getirdiğini kanıtlamıştır. 

5.3. Matematiksel modeli 

Oluşturulan modelde SKA`nın güncellenme operatörünü BOA`nın daralan çevreleme 

mekanizmasıyla değiştirildiğinde ortaya çıkan fonksiyon aşağıda belirtilmiştir. 
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𝑋İ
𝑡+1 = {

𝑋İ
𝑡 + 𝑟1 × sin(𝑟2) × |𝑟3𝑋(𝑡)

∗ − 𝑋İ
𝑡| , 𝑞 < 0.5

𝑋İ
𝑡 + 𝑟1 × cos(𝑟2) × |𝑟3𝑋(𝑡)

∗ − 𝑋İ
𝑡| , 𝑞 ≥ 0.5

  (5.1) 

 Yinelemeler üzerinden çalışan 𝒓𝟏 ve 𝒂𝟐 aynı şekilde yinelemeler üzerinden 

çalışan WEP ve TDR`le değiştirilmiştir. Bunlar daha net şekilde kaba kod üzerinden 

anlaşılmaktadır. Adımlarda kullanılan sıra bunu daha basit şekle getirmiştir. 

5.4. Çok Evrenli Sinüs Kosinüs Balina Optimizasyonu algoritmasının kaba kodu 

Popülasyonunu rastgele başlat. 

Her bir arama temsilcisinin uygunluğunu hesapla. 

En iyi arama temsilcisi = X* . 

while son kriter karşılanmadığında 

for her arama temsilcisi için 

 A, l, p, TDR(3.31), WEP(3.32), r2, r3 ve r4`ü güncelle 

 if1(p<0.5) 

  if2(r4<0.5) 

o anki arama temsilcisininin konumunu denk. (5.1)`le  

güncelle  

  else if2(r4≥ 𝟎.𝟓) 

   rastgele arama temsilcisini seç (rand) 

o anki arama temsilcisininin konumunu denk. (5.1)`le  

güncelle 

  end if2 

 else if1(p≥0.5) 

  o anki arama temsilcisininin konumunu denk. (3.23)`le  güncelle 

 end if1 

end for 

Herhangi bir arama temsilcisinin arama alanının ötesine geçip geçmediğini 

kontrol et ve değiştir 

Her bir arama temsilcisinin uygunluğunu hesapla 

Daha iyi bir çözüm varsa X* güncelle 

t=t+1 

end while 

Return X* 
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5.5. Çok Evrenli Sinüs Kosinüs Balina Optimizasyonu Performans Analizi 

ÇESKBO deneyinde popülasyon sayısı 30, iterasyon sayısı 500, 23 Benchmark 

fonksiyonu boyutları ise önceden de Benchmark fonksiyon tablolarında belirtildiği 

şekilde ayarlanarak uyarlanmıştır. Her bir fonksiyon 30 kere çalıştırılıp elde edilen 

değerlerin ortalaması ve standart sapması hesaplanmıştır. Kıyaslama zamanı ÇESKBO, 

SKBOA, SKA, ÇEO algoritmaları çalıştırılmıştır. ÇEO matlab koduna Mirjalili`nin açık 

kaynak kodlarından ulaşılabilir. Kıyaslama zamanı aynı parametrelerle çalıştırılmış 

Mirjalili`nin [3] BOA ile ilgili makalesinden BOA, PSO, YAA ve HEP algoritmalarının 

sonuçları alınarak toplamda 7 algoritmayla kıyaslama yapılmıştır. Sonuçlar Tablo 5.1 ve 

Tablo 5.2`de gösterilmiştir. 

ÇESKBO algoritmasının sonuçlarına bakıldığında F9 performans üstü, F1-F4, F7, F10, 

F11 fonksiyonlarında hibritleşme sayesinde iyileştirmenin çok iyi olduğu 

gözlemlenmiştir. Bunlardan F1-F3, F9-F10 kıyaslamada tüm algoritmalardan daha iyi 

sonuç verirken F7, F11, F21 kıyaslamada ikincilik göstermiştir. F5, F8, F12, F15-F22, 

F23 problemlerinde ise ortalama ve yaklaşık sonuçlar sergilemiştir. Genel olarak 

değerlendirdiğimizde ortalama bir iyileştirme yapılmıştır. 
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Tablo 5.1. ÇESKBO algoritmasının tek modlu ve çok modlu Benchmark fonksiyon 

sonuçları ile kıyaslama 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 en iyi sonuç 

 ikinci en iyi sonuç 

 ortalama sonuç 
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Tablo 5.2. ÇESKBO algoritmasının sabit boyutlu çok modlu Benchmark fonksiyon 

sonuçları ile kıyaslama 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 en iyi sonuç 

 ikinci en iyi sonuç 

 ortalama sonuç 



 

  

 

6. BÖLÜM 

SONUÇ, TARTIŞMA VE ÖNERİLER 

6.1. Sonuç 

Bu çalışmada geliştirilen 2 adet hibrit algoritmanın test amaçlı 23 Benchmark 

fonksiyonuna uyarlanarak performans analizleri değerlendirilmiştir. Kullanılan test 

fonksiyonları özellikleri açısından birbirinden farklılıklar göstermekte olup geniş 

kapsamlı bir değerlendirme elde ediliyor. Çalışmada hibritleştirmede kullanılan 

algoritmalar ve tezde kıyaslanmada kullanılan bazı popüler optimizasyon algoritmaların 

sonuçları ile karşılaştırıldığında yeni hibritlerin oldukça başarılı oldukları gözlenmiştir.  

Seçilen parametre ayarları problemleri daha zorlu yaparak hibrit algoritmaların 

performanslarını daha rahat sergilemelerini sağlamaktadır. Bu genel olarak n boyutlu 

Benchmark fonksiyonlarında boyutun 30 olarak seçilmesi ile değerlendirilebilir. 

Boyutlar, arama alanı, popülasyon büyüklüğü, iterasyon (yineleme) sayısı çeşitli 

araştırmalar ve seçilen makalelere göre belirlenmiştir. Algoritmalar rastgelelik 

mantığıyla çalıştığı için yapılan çalışmalara dayanarak her fonksiyon için 30 kere kod 

çalıştırılarak ortalamaları alınmıştır. Böylece sonuç daha belirgin hale gelmektedir. 

SKA, KAO, BOA, ÇEO algoritmalarının her biri kendi optimizasyon sürecine göre 

sonuçlara etki etmektedir. SKA sömürüde iyi olsa da keşifte iyi değildir. BOA ise tam 

tersidir. KAO ise sömürü ve keşif arasındaki dengeyi sağlamaktadır. ÇEO hem sömürü 

hem keşif özelliklerine sahiptir. Tez çalımasında geliştirilen hibritler de bu özellikle 

birleştirilerek daha iyi sonuç alınması ya da iyileştirilmesi amaçlanmış ve oldukça başarılı 

ve rekabetçi sonuçlar ürettiği görülmüştür.  

HSKKAO algoritması, SKA`nın sömürü aşamasında sergilediği iyi performans özelliğini 

ve KAO`nun hem sömürü hem de keşif arasında sağladığı denge özelliklerini 

birleştirmiştir. Bu sayede hibrit algoritma ile performans üstü sonuçlar elde edilmiştir. 
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SCBOA hibriti sömürü ve keşifi dengelese de ÇEO`nun solucan deliği varlık olasılığı 

(WEP)  ve seyahat mesafesi oranı (TDR) ile modifiye edilerek oluşturulan ÇESKBO 

hibrit algoritması bu dengeyi daha da iyileştirerek başarı elde etmiştir. 

Yapılan hibritleştirmeler sayesinde yeni oluşan HSKKAO ve ÇESKBO algoritmalarının  

performansları kıyaslanmıştır. HSKKAO 23 test probleminden 12`sinde, ÇESKBO ise 

9`unda  başarılı olmuştur. Test sonuçlarına göre her iki yeni algoritma iyileştirme elde 

etmiştir.  

6.2. Tartışma ve Öneriler 

Gelecek çalışmalarda yapılan deneyler farklı alanlarda örneğin Gezgin Satıcı Problemi 

(GSP) gibi test problemlerine, gerçek hayat problemlerine ve mühendislik problemlerine 

uyarlanarak hibrit algoritmaların performansı daha geniş sahada incelenebilir. 

Hibritleştirmeler sömürü ve keşif aşamaları açısından farklı testler halinde de yapılabilir. 

Sömürü aşaması iyi olup keşif aşaması iyi olmayan bir algoritmayla tam tersi bir 

algoritmanın hibritleri yapılarak daha iyi sonuçlar elde edilebilir. 
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