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UYDU GORUNTULERININ SINIFLANDIRILMASINDA HIZLANDIRMA
(BOOSTING), DESTEK VEKTOR MAKINELERI, RASTGELE ORMAN
(RANDOM FOREST) VE REGRESYON AGACLARI YONTEMLERININ

KULLANILMASI

Umit Haluk ATASEVER
Erciyes Universitesi Fen Bilimleri Enstitiisii
Yiiksek Lisans Tezi, Ocak 2011
Tez Damismani: Dog. Dr. Coskun OZKAN

OZET

Diinyada birgok uygulamada yeryiiziine ait dogrulugu yiiksek, hassas bilgi ve verilere
gereksinim duyulmaktadir. Bu bilgiler kentsel gelisim, ¢evresel degisimlerin izlenmesi
gibi ¢ok sayida uygulama i¢in altlik olusturmaktadir. Uydular tarafindan elde edilen
goriintiilerin  ¢cok fazla veri icermesinden dolayr anlamli bilginin ¢ikarilarak
yorumlanabilmesi i¢in goriintiilerin 6n islemden gegirilmesi gerekir. Siniflandirma bu

asamada kullanilan en yaygin tekniktir.

Siniflandirma isleminin dogrulugu, kullanilacak yontem ve parametrelerle dogrudan
iligkilidir. Bundan dolay1r problemin niteligine gdére uygun yontemin seg¢ilmesi ¢ok
onemlidir. Literatiirde En Cok Olabilirlik, En Kisa Mesafe, Yapay Sinir Aglar1 gibi

klasik yontemler sik olarak kullanilmaktadir.

Bu calismada klasik yontemlere gore daha basarili sonuclar elde eden Destek Vektor
Makinesi, Rastgele Orman (RF) , Smiflandirma ve Regresyon Agacglari yontemleri ile
smiflandirma yontemlerinin basarisini arttiran Boosting (Adaboost.M1) kullanilmis ve

dogruluklar1 stnanmastir.

Anahtar Kelimeler: Destek vektdr makinesi, rastgele orman, yapay sinir aglari, siniflandirma

ve regresyon agaclari.



THE USE OF BOOSTING, SUPPORT VECTOR MACHINES, RANDOM
FOREST AND REGRESSION TREE METHODS IN SATELLITE IMAGES
CLASSIFICATION

Umit Haluk ATASEVER
Erciyes University, Graduate School of Natural and Applied Science
M.Sc. Thesis, January 2010
Thesis Supervisor: Assoc. Prof. Dr. Coskun OZKAN

ABSTRACT

High accuracy and precision information and data which belong earth are needed for
many applications in world. This information is base for many applications such as
monitoring of environmental changes and urban development. Most important step is

classification process for interpreting image obtained by satellites.

Accuracy of classification process is directly related to method and parameters. For this
reason, according to the nature of the problem preferring appropriate method is very
important. In literature, classical methods like Minimum Distance, Maximum

Likelihood and Artificial Neural Networks are used frequently.

In this study, Support Vector Machine, Random Forest (RF) and Classification and
Regression Tree Methods and Boosting (Adaboost.M1) Algorithm which increase the
success of classification methods are used and tested that more successful than classical

methods.

Keywords: Support vector machine, random forest, artifical neural networks,

classification and regression trees.
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1.BOLUM

GIRIS

Giiniimiizde birgok uygulamada arazi ortiisiiniin kullanimina iligkin hassas bilgilere
ithtiya¢ duyulmaktadir. Bu bilgiler ¢evresel degisimlerin saptanmasi, yerel yonetimlerin
faaliyetleri, kaynak yonetimi gibi bir¢ok konuda kaynak teskil etmektedir. Bu tiir
degisimler ekonomik, demografik ve c¢evresel farkliliklar1 gosterdigi i¢in uluslarin en

biiyiik bilgi kaynaklarindan olmuglardir.

Arazi kullanimindaki degisimleri anlamak ancak goriintii siniflandirmayla miimkiin
olabilmektedir. Goriintii siniflandirmayi, arazi Ortiislinii tanimlayan spektral yansitim
degerlerinin ya da objelerin geometrik sekilleri, biiyiikliikleri ve topolojik iliskileri gibi
uzaysal Ozelliklerinin bir karar kuralina gore analiz edilerek, benzer 6zellige sahip
piksel veya objelerin (bina, yol vs.) aymi smiflara atanmasi olarak tanimlayabiliriz.
Siniflandirma isleminde kontrollii ve kontrolsiiz olmak iizere baglica iki yaklagim
vardir. Kontrollii smiflandirmada simiflar1 temsil eden egitim verileri toplanir ve
belirlenen karar-kural fonksiyonuna goére siniflandirma islemi yapilir. Kontrolsiiz
simiflandirmada ise siniflar1 temsil eden herhangi bir egitim verisi kullanilmamakta,

karar fonksiyonuna gore spektral kiimeler olugturulmaktadir.

Modern teknolojinin en fazla etkiledigi alanlardan biri olan Uzaktan Algilama
disiplininde degisim analizlerinde kullanmak iizere bir¢ok siniflandirma yontemi
gelistirilmistir. Bu yontemlerin basinda istatistiksel bir temele gereksinim duymayan
Yapay Sinir Aglar1 yontemi gelmektedir. Bu yontem parametrik bir siniflandirma
yontemi degildir ve simiflarin normal dagilima uydugu varsayimina gereksinim duymaz
Bu yonteme ek olarak giiniimiizde Destek Vektor Makineleri (DVM), Boosting
(Hizlandirma), Siniflandirma Agaglar1 (CART), Rastgele Orman (RF) gibi basarili

sonuglar tiretebilen teknikler de kullanilmaya baslanmistir.



Ozellikle, ilk zamanlarda iki smifli problemlerin ¢dziimiinde kullanilan Boosting
(Hizlandirma) ve Destek Vektor Makineleri yontemleri son zamanlarin ¢ok sik
kullanilan yontemler olmuslardir. Boosting tekniginde, zayif simiflandirict olarak
isimlendirilen yontemin iirettigi sonugta yanlis siiflandirilan her bir elemanin agirlig

arttirilarak dogruluk arttirilmaya calisilir.

Destek Vektor Makineleri (DVM) yonteminin temelinde ise siniflar1 en iyi ayiran
hiperdiizlem hesaplanmaya ¢alisilir. DVM, uydu goriintiileri gibi ikiden ¢ok siifa sahip
ve dogrusal olmayan verilerin siiflandirilmasinda, veriyi daha yiiksek boyutlu bir

uzayda isleme tabi tutar ve ayrimi gerceklestirir [1].

Karar agaclar1 uydu goriintiileri gibi boyutu cok biiyiik ve karmasik olan verilerin
siiflandirmasinda, problemi c¢ok asamali bir hale getirerek karar verme islemini

gerceklestiren ¢cok hizli bir yontemdir.

Yapay zekanin baska bir uygulama alani olan yapay sinir aglari insan beyin
hiicrelerindeki noronlarin ¢alisma prensibini 6rnek alan bir yontemdir. YSA farkli veri
tiplerine uygulanabilmeleri, En Cok Olabilirlik (ECO) yonteminde oldugu gibi herhangi
bir istatistiksel kabul gerektirmemeleri ve yiiksek 6grenebilme kabiliyetlerinden dolay:
uzaktan algilanmis goriintiileri siniflandirilmasinda ¢ok siklikla kullanilan bir yontem

olmustur [2].

Bu tez ¢alismasinda Kayseri iline ait farkli tarihlerdeki Terra ASTER ve Landsat uydu
goriintiileri siniflandirma islemine tabi tutulmustur. Goriintiiler Yapay Sinir Aglar ile
Destek Vektor Makineleri (DVM), Boosting (Hizlandirma), Siniflandirma Agaclar
(CART), Rastgele Orman (RF) ve Boosting yontemleri kullanilmis ve performanslari

degerlendirilmistir.



2. BOLUM

GENEL BIiLGILER

2.1. Uzaktan Algilama
Gilinlimiizde uzaktan algilama ile elde edilmis uydu goriintiileri, arazi degisiminin
belirlenmesi, ¢evresel ve kentsel degisim analizlerinin yapilmasi igin en temel

gereksinimlerden biridir.

Uzaktan Algilama’nin glinlimiizde ¢ok sayida tanimi bulunmaktadir. Uzaktan Algilama,
arada fiziksel bir temas olmaksizin bir cisimden yayilan 1sinimin nitelik ve nicelik
yoniinden degerlendirilmesi ile cismin Ozelliklerinin uzaktan ortaya konmasi ve
Olciilmesi seklinde tanimlanabilir. Bu tanimin i¢ine; Elektromanyetik 1stmanin, akustik
enerjinin, niikleer 1s1manin, ortamdaki kuvvet alanlarinin, algilanmasi girse de, uzaktan

algilamada asil olan Elektromanyetik Isima’dir (EMR) [3].

Uzaktan Algillama ¢ok sayida bilim dali tarafindan yogun olarak kullanilmaktadir.

Uzaktan Algilama’nin kullanim alanlarina su sekilde siralayabiliriz:

e Meteoroloji

e Osinografi

e Buzul bilimi

e Jeoloji, jeomorfoloji ve jeodezi
e Topografya ve kartografya

e Ziraat, ormancilik ve botanik

e Dogal felaket kontrolii

e Planlama uygulamalari

e Askeri uygulamalar
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Uzaktan algilamanin sagladigi ¢ok cesitli sinoptik karakterli bilgiler CBS (Cografi Bilgi
Sistemleri) ortaminda bagka bilgilerle biitiinlestirilip veya o bilgilere altlik olarak
kullanilip isteyen herkesin ulasabileceg8i sistematik bir bilgi bankasi olusturulabilir.
Boylece uygulamalarin etkinligi siire ve maliyet agisindan onemli derecede arttirilirken

bilgilerin giincelligi ve buna bagl olarak da gercek duruma uygunlugu saglanmis olur

3].

2.2. Uzaktan Algillamanin Temel Bilesenleri

Uzaktan Algilama; bir enerji kaynagi, enerjinin atmosferdeki etkilesimi, yeryiiziiyle
etkilesimi, enerjinin bir sensor tarafindan veri olarak kaydedilmesi ve verinin gorsel-

sayisal analiz i¢in gosterilmesi olmak tizere bes temel bilesenden olusur.

VERI

VEKTOR
KATMAN

Sekil 2.1. Uzaktan algilamanin temel bilesenleri, A: Enerji kaynagi
(EMR), B: Isima ve atmosfer, C: Hedefle etkilesim,
D:Sensor tarafindan enerjinin kaydedilmesi, E: fletim ve isleme,
F:Yorumlama ve analiz, G:Uygulama.

Yapilan ¢aligmalar, elektromanyetik enerjinin hem dalga hem de parcacik karakterli
oldugunu gostermistir. Uzaktan algilama i¢in enerjinin bu ¢ift 6zelligi bir paradoks
degil aksine tam bir uygunluk gostermektedir. Dalga karakteriyle elektromanyetik
spektrum olusturulurken, pargacik karakteriyle de elektromanyetik enerjinin atmosfer ve
yeryliziiyle etkilesimi agiklanmaktadir. EMR’nin dalga formunda siirekli modeli
Maxwell tarafindan arastirilmistir, pargacik karakteri Planck tarafindan agiklanmistir.

Parcacik anlaminda enerji siirekli dalgalarla ayni1 dogrultuda ve hizda yayilan kiigiik



parcaciklar (kuantum) olarak diistiniiliir. Her bir 1s1ma parcaciginin sahip oldugu enerji

foton olarak adlandirilir [3].

Elektromanyetik enerji maddenin atom alt1 titresimlerden kaynaklanir ve dalga boyu ile
Olctliir. EMR 151k hizinda yol alir ve nesneler tarafindan yansitilir ve/veya absorbe
edilir ve/veya gegirilir. Biitiin EMR'nin orijini foton olarak adlandirilan kiitlesiz atom
alt1 parcaciklarin vibrasyonuyla baslar. Mutlak sicakligin (-273.15 °C) iistiindeki biitiin
cisimler vibrasyon etkisiyle belirli formda bir 1sima yapar. Sicak cisimler daha ¢ok
1s51ma yaparken goreceli olarak soguk cisimler daha az 1s1ma yapar. Sicaklik bir objeden

yayilan vibrasyonel enerjinin bir 6l¢iisiidiir.

Elektron yiiksek enerji seviyesinden alcak enerji seviyesine gecerken foton yayinlanir.
Tersi durumda da atoma foton geldiginde uygun enerji durumunda elektron yiiksek
enerji seviyesine c¢ikar. EMR’nin en biiyiikk kaynagi olan giinesin ¢ekirdegindeki
hidrojenden helyuma olan doniisiimle dis katmanlarindan enerji yayimi yapilir. Bu
enerjinin atmosferin dis katmanindaki ortalama birim 1ginirlik miktar1 1367 Wm™. Bu
degere giines sabiti denir. Gergek birim 1sinirlik yillik ¢evrimde diinya giines konumuna

bagli olarak %3 oraninda degiskenlik gosterir [3].

Ortalama olarak, gelen birim 1s1irligin %36°s1 atmosfer ve bulut ortamlarin1 da iceren
yerylizi tarafindan yansitilir. Gelen enerjinin %17’si atmosfer tarafindan, %47’si

yeryiizii tarafindan yutulur.

EMR bir sinusoidal dalga seklinde 151k hizinda yayilir. EMR yayilma dogrultusuna ve
birbirlerine dik iki bilesene sahiptir: Elektrik ve manyetik alanlar. Bu enerji frekans (v)
ve dalga boyu () ile belirlidir. Elektrik ve manyetik alanlar birbiriyle ayn1 fazda aym
frekans ve dalga boyunda hareket dogrultuna dik dogrultuda salinim hareketi yaparlar.

2.3. Smmiflandirma

Ham halde edilen uydu goriintiilerinden herhangi bir islem yapmadan, konumsal yorum
ve analiz yapmak olduk¢a zordur. Bu verilerden anlamli bilgiye ulasmanin temel yolu
siniflandirmadir. Uzaktan algilamada, dogadaki her nesne farkli dalga boylarinda farkli
yansitim ve yutulma davranislart gosterdigi i¢in ¢ok kanalli veriler kullanilmaktadir.

Kanal sayis1 yapilan ¢alismanin niteligine gore farkliliklar gosterebilir.



Uzaktan algilamada siniflandirma, goriintiideki tiim piksellerin 6zellik grubunun

belirlenmesi ve dogru gruba atanmasi islemi olarak tanimlanabilir.

Spektral tabanli siniflandirmada, pikseller ait yansitim degerleri kullanilir ve tim
pikseller ayr1 ayr1 siniflandirilirlar. Uzaysal tabanli siniflandirmada ise goriintiideki

objelerin biiyiikliikleri, geometrik sekilleri gibi uzaysal nitelikleri kullanilir [3].

Smiflandirma islemi sonucunda iiretilecek olan siniflar tematik smiflar ve spektral
smiflar olarak ikiye ayrilirlar. Tematik siniflar toprak bitki ortiisii tiirleri ve su gibi arazi
ortiisii siiflarina ek olarak yerlesim, sanayi ve park alanlari gibi arazi kullanim
siiflarini igerirler. Spektral siiflar ise verideki yansitim degerlerine gore olusturulan

homojen piksel guruplaridir [3].

Literatiirde kontrollii ve kontrolsiiz olmak tiizere iki tiir siniflandirma kullanilmaktadir.
Kontrollii siniflandirmada, smiflandirmay1 yapacak fonksiyonun egitimi icin egitim
verilerinin segilmesi gerekmektedir. Kontrolsiiz siniflandirmada ise egitim verisi

gerekmemekte, bunun yerine yontemin kriterlerine gére kiimeleme yapilmaktadir.

2.3.1. Kontrolli Siniflandirma

Kontrollii siiflandirmada, goriintiiniin hangi siiflara ayrilacagi kullanici tarafindan
belirlenir. Bunun i¢in kullanici tarafindan egitim alanlari secilir. Egitim alanlar1 se¢imi
sirasinda smif gakigmalarinin ortaya ¢ikmamasi igin dikkatli olunmasi gerekmektedir.
Egitim alanlarinin se¢imi siniflandirma dogrulugunu dogrudan etkileyen bir islemdir.

Kontrollii siniflandirma islemi su adimlar igerir:

1. Calisma yapilacak bolgenin 6zelliklerini ortaya ¢ikarabilecek sinif ve kontrol
alanlarinin belirlenmesi.

Uydu goriintiisii ve ¢aligmanin niteligine gore spektral bantlarin se¢ilmesi.
Kontrol alanlarindan egitim ve test alanlarinin segilmesi.

Smiflandirma yonteminin se¢ilmesi ve uygulanmasi.

o &~ N

Egitim ve test alanlarini kullanarak smiflandirilmig goriintiiniin  dogruluk

analizlerinin yapilmasi ve yorumlanmasi [4].



Egitim alanlarinin se¢imi disinda, siniflandirma dogrulugunu etkileyen en énemli etken
uygun siniflandirma metodunun se¢ilmesidir. Yakin zamana kadar En Kisa Mesafe, En
Cok Olabilirlik ve YSA gibi yontemler yogun olarak kullanilmaktayken; daha yiiksek
dogruluklar saglayabilen, istatistiksel 6grenme temelli DVM, bir¢cok karar agacinin
birlestirilmesi ile gelistirilen RF ve yine karar agaci temeli CART yontemlerin yani sira
mevcut yontemlerin dogrulugunu arttiran Hizlandirma (Boosting) algoritmalar1 da

kullanilmaya baglanmistir.

2.3.2. Kontrolsiiz Siiflandirma

Kontrolsiiz siniflandirma, herhangi bir egitim verisi olmadan belirlenen yontemin
isleyis bicimine gore benzer piksellerin kiimelenmesi olarak tanimlanabilir. Kontrolsiiz
simiflandirma genelde ¢aligma bolgesine ait yeterli bilgi olmadigi durumlarda kullanilan
bir yontemdir. Bu siniflandirma tiiriinde, kullanilan yontemin parametreleri ve kiime
sayist disinda herhangi bir bilgiye gerek duyulmaz. Benzer 6zelliklere sahip pikseller

ayni sinif ya da kiime etiketine atanirlar.

Kontrolsiiz siniflandirmada, piksellerin kiime merkezlerine olan uzakliklar1 hesaplanir
ve kendisine en yakin olan kiime ya da smifa atanirlar. Uygulamalarda, K-Means,
Fuzzy C-Means ve Isodata gibi klasik yontemlerin yani sira yapay zeka optimizasyon
algoritmalarindan Diferansiyel Gelisim, Yapay Art Kolonisi ve Parcacik Siiriisii

algoritmalar1 da kullanilmaya baglanmistir.



3. BOLUM
YONTEMLER
3.1. Yapay Sinir Aglari

Yapay sinir aglar1 diger istatistiksel siniflandirma yontemleri ile karsilastirildiginda
verilerin karmagsik yapiya sahip oldugu ve giriilti icerdigi durumlarda ve veriler
arasindaki dogrusal olmayan iligkilerin 6grenilmesinde basarili ve giliglii bir
smiflandirma yontemidir [5,6]. Yapay sinir aglarinin temelinde insan beynine ait {istiin
karakteristikleri taklit ederek, yazilimlari tanima-6grenme siireglerin performanslarin
arttirmak vardir. Yapay sinir aglari, miihendislik, finans gibi neredeyse tiim fen ve
matematiksel branglarda yogun olarak kullanilmaktadir. Yapay sinir aglarinin en énemli

avantajlarini su sekilde siralayabiliriz [6]:

e Parametrik olmayan bir yapiya sahiptir,

e Kurallar egitim ile verilerden yapilir,

e Farkli yapidaki verilerin birlestirilmesine olanak saglar,
e Genellestirme yetenegi yiiksektir,

e Diger yontemlere karsin giiriiltiiye kars1 giicliidiir.

Yapay sinir aglarinin en 6nemli avantajlari, yontemin herhangi bir istatistiksel kabule
gereksinim duymamasi ve kiiciik boyutta egitim seti ile istatistiksel yontemlere gore
daha basarili sonuclar iiretebilmesidir [5]. Diger yontemlere nazaran daha basarili
sonuclar iiretmesine ragmen, YSA bazi dezavantajlara sahiptir. Daha fazla egitim
siiresine ihtiya¢ duymasi, ag egitim zamanini ve siniflandirma basarisin1 dogrudan

etkileyen parametre degisimlerine karsi hassas olmasi bunlarin en 6nemlileri arasindadir

[6,7].

Simdiye kadar ¢ok sayida sinir ag1 modeli iiretilmis ve basarilar1 sinanmistir. Yapay

Sinir Ag1 modellerini kontrollii 6grenme ve kontrolsiiz 6grenme olmak iizere iki
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kategoride incelemek miimkiindiir. Hopfield aglari, SOM ve Grossberg aglarn
kontrolsiiz 6grenme; ¢ok katmanli perseptron ve RBF gibi modeller ise kontrolli
o0grenmeye Ornek gosterilebilirler. Baska bir siniflandirma kriteri ise ag modelinin
O0grenme yonteminin yonii ile ilgili olandir. Bunda da yine iki durum s6z konusudur.
Bilgi akist giris katmanindan ¢ikis katmanina dogru ise bu ag yapisi ileri beslemeli, tam

tersi durumda ise geri beslemeli ag modeli olarak adlandirilir.

Uzaktan algilama goriintiilerinin  siniflandirilmasinda en yaygin olarak kullanilan

yontem ¢ok katmanli perseptron (CKP) modelidir.

3.1.1. Biyolojik ve Yapay Sinir Aglar:

Insan beyni sinir sisteminin en énemli elemanidir. Buna ragmen calisma sekli cok
karmagik bir yapiya sahip olmasindan dolay1 heniiz agiklanamamis bir konudur. Beyin
stirekli olarak viicuttan gelen sinyalleri alir, biyolojik ndronlari (sinir hiicreleri) ile isler
ve ardindan tekrar iletir. Biyolojik noronlar dendrit, ¢ekirdek, akson ve sinaps olmak
tizere dort temel bilesenden olusurlar. Dendritler noronun giris katmanidir. Sinapslar
ndronlar arasi etkilesimi saglar. Cekirdek ise dendritten gelen bu bilgiyi isler ve bilgi ilk
olarak aksona oradan da sinapslar araciligiyla baska bir nérona iletilirler. Sekil 3.1°de

bir biyolojik sinir yapist gosterilmektedir.

Dendrit

¢

Sinapslar

Sekil 3.1. Biyolojik ndronun yapisi

Yapay sinir aglar1 genel yapist itibari ile biyolojik beyinden esinlenerek gelistirilen

yontemler olduklarindan temel elemanlar1 néronlardir. Yapay noronlar birleserek yapay
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sinir aglarin1 olusturmaktadirlar. Dogal ve yapay noronlara iligkin benzerlikler Tablo

3.1°de verilmistir.

Tablo 3.1. Biyolojik sinir sistemi ve YSA sistemi arasindaki benzerlikler

YAPAY SINiR AGLARI DOGAL SiNIiR SISTEMI
Agirliklar Sinapslar
Eleman Cikist Aksonlar

Transfer Fonksiyonu

Hiicre Govdesi

Toplama Fonksiyonu

Dendrit

Islem Elemam

Noron

Sekil 3.2°de x; olarak tanimlanan giris degerleri wy; ile gosterilen agirlik degerleri ile

carpilirlar. Basit YSA yapisinda bu carpimlar toplam fonksiyonu ile toplanir ve bir

aktivasyon fonksiyonu kullanilarak sonug iretilir. Uygulamalarda farkli toplam ve

aktivasyon fonksiyonlar1 kullanilarak farkli ag yapilart elde edilebilir [8].

4
X Wi

- L4
-
'\.p()_,{ Wip
GIRIS SINAPTIK
AGIRLIKLAR

AKTIVASYON

FONKSIYONU
Vi
> P®) — 4,
TOPLAMA CIKIS
FONKSIYONU I
O

Sekil 3.2. Yapay néronun genel yapisi
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Aktivasyon fonksiyonu, YSA’ya lineer olmayan bir yap1 kazandirmak i¢in kullanilan
matematiksel bir fonksiyondur. Bu sayede dogrusal olmayan problemlerin ¢oziimiinde
kullanilabilecek bir yapiya sahip olmaktadir. Cok katmanli perseptron modelinde
aktivasyon fonksiyonu olarak genellikle tanjant hiperbolik ve logaritmik sigmoidal

fonksiyonlart kullanilir [4,8].

3.1.2. Yapilarina Gore Yapay Sinir Aglari

Yapay sinir aglart ndronlarin birbirine baglanma bi¢imlerine gore ileri beslemeli ve geri

beslemeli aglar olmak iizere ikiye ayrilirlar.

3.1.2.1. ileri Beslemeli Yapay Sinir Aglari

fleri besleme sinir aglari, gelistirilen ag yapilari icinde en basit yapiya sahip olanlardan
ilki olmuslardir. Verilerin giris katmanindan ¢ikis katmanina dogru tek yonlii baglantilar
ile iletildigi bir ag yapisina sahiptirler. Bu ag yapisinda, yapay noronlar bir {ist katmanin
yapay noronlari ile baglantili olmalarina ragmen ayni1 katmanda bulunan yapay néronlar
arasinda hicbir baglanti bulunmamaktadir. ileri beslemeli aglarma drnek olarak LVQ
(Learning Vector Quantization) ve CKP (Cok Katmanli Perseptron) verilebilir. Sekil

3.3’de basit bir ileri beslemeli yapay sinir ag1 modeli goriilmektedir.

GIRIS KATMANI

GIZLI KATMAN I CIKIS KATMANI

Sekil 3.3. Basit bir ileri beslemeli yapay sinir ag1 modeli (IBYSA)
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3.1.2.2. Geri Beslemeli Yapay Sinir Aglar

Geri beslemeli yapay sinir aglarinda noéronlarin ¢ikislart ayni nérona ya da onceki
katmandaki geri iletilirler. Bu sayede de bilgi hem ileri hem de geri yonde iletilmis olur.
Geri beslemeli yapay sinir aglarinda (GBYSA) herhangi bir ¢ikis giris verilerinin bir
fonksiyonu olmasina ragmen ¢ikis degerlerini de yansitilmaktadir. GBYSA, bilgi
iletiminin tek yonlii olmamasindan dolayi ileri beslemeli sinir aglarinin aksine agirliklar
dinamik bir hafiza yapisina sahiptir. Bu aglarda, baglantilarin baglanma bigimlerine
gore farkli davranista veya yapida geri beslemeli sinir ag1 elde edebilmek miimkiindiir.

Hopfield, Elman ve Jordan Aglari bu tiir yapilara 6rnek olarak verilebilir [5].

3.1.3. Ogrenme Algoritmalarina Gore Yapay Sinir Aglar

Yapay sinir aglarinin giris degerlerine gore ¢ikis degerlerini liretebilmesi agin 6grenme
yetisine baglidir. Yapay sinir aglar1 6grenme algoritmalarina gore kontrollii, kontrolsiiz

ve takviyeli olmak tizere tige ayrilirlar.

3.1.3.1. Kontrollii Ogrenme

Bu tip 6grenme modelinde, 6znitelik bilgileri giris verisi, 6znitelik bilgilerine ait sinif
etiket degerleri ise cikis verisi olarak tamimlanir. Ogrenme algoritmasi, noronlar
arasindaki baglant1 agirliklarini, gercek etiket degerleri ve elde edilen etiket degerleri
arasindaki farka gore giincellemektedir. LVQ ve Delta Kurali algoritmalar1 kontrollii

O0grenmeye Ornek olarak verilebilir.

3.1.3.2. Kontrolsiiz Ogrenme

Kontrolsiiz 6grenmede ag ¢ikis bilgisine ihtiyag duymaz, bunun yerine agirliklar giris
paternlerini gruplara ayirarak ayarlanirlar. Kohonen tarafindan gelistirilen SOM ve
Grossberg tarafindan gelistirilen ART 0grenme algoritmalar1 kontrolsiiz 6grenmeye

ornek olarak verilebilir.
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3.1.3.3. Takviyeli Ogrenme

Kontrollii 6grenmenin 6zel bir hali olan bir 6grenme bi¢imidir. Sinir agma c¢ikis
degerleri verilmek yerine, iiretilen ¢ikisin girig degerlerine olan uygunlugu belirli bir
kriter kullanilarak degerlendirilir. Boltzman Kurali ve Genetik Algoritma takviyeli

O0grenmeye Ornek olarak gosterilebilirler.

3.1.4. Cok Katmanh Algilayici

Gilinlimiizde uydu goriintiilerinin siniflandirilmasi i¢in en sik kullanilan yapay sinir ag1
modeli ¢ok katmanli algilayicidir. Cok katmanli algilayicilar esnek ve ¢ok sayidaki
lineer olmayan noronlardan olusurlar. Noronlar genellikle, dongii olusturmayan ileri
iletimli baglantilara sahiptirler. Cok katmanli algilayict Sekil 3.4°de goriildiigii gibi giris

katmani, sakli katman ve ¢ikis katmani olmak tizere {i¢ boliimden olusur.

SAKLI
GIRIS KATMANI FIALMAN
CIKI§
KATMANI
x1 —o01
x2 —02
x3 —_—03

Sekil 3.4. Cok katmanli perceptron genel yapisi

3.2. Destek Vektor Makineleri

Genel anlamda istatistiksel 6grenme, sonlu sayida egitme verisi kullanan tahmin
fonksiyonunun Ogrenilmesini  saglayan Ogrenme makinesi veya algoritmanin
olusturulmas1 olarak tanimlanabilir. ~ Ogrenme islemi, regresyon, kiimeleme ve

siiflandirma gibi islemler i¢in temel basamak niteligindedir.
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Makine 6grenmesi yontemleri ge¢misteki verileri kullanarak, verinin ve yapilacak
islemin niteligine gore (smiflandirma, regresyon) en uygun modeli hesaplamayi

amaglar.

Makine 6grenmesi teknikleri, istatistiksel dagilima bagimli ve bagimsiz olmak iizere iki
ana baslik altinda incelenirler. Bu tekniklerde egitimli ve egitimsiz olmak tizere ikiye
ayrilirlar [9]. Destek Vektor Makineleri yontemi dagilimdan bagimsiz, egitimli ya da

yar1 egitimli olarak siniflandirma islemlerinde kullanilabilirler.

Egiticili 6grenmede, egitim Orneklerine ait ¢ikis degerleri 0gretici veya yine dgretici
tarafindan modellenmis sistem tarafindan belirlenir. Egiticisiz 6grenmede ise herhangi
bir ¢ikis temsil edilmez bunun yerine giris dagilimin olasiliginin yani girilen verinin

dogal kiimeleme yapisinin bulunmasi amaglanir [10].

DVM istatistiksel 6grenme teorisi alaninda ortaya atilan, Cortes ve Vapnik tarafindan
gelistirilmig bir 6grenme metodudur [11]. DVM temel olarak, lineer olmayan 6rnek
uzaymin, Orneklerin lineer olarak ayrilabilecegi bir yiiksek boyuta aktararak farkl

ornekler arasindaki maksimum sinirin bulunmasi esasina dayanir [12].

Destek Vektor Makinelerinde, verilerin lineer olarak ayrilabilmeleri ve lineer olarak
ayrilamamalar1 olarak iki yapi bulunur. Lineer olarak ayrilmig verilerden maksimum
sinirin bulunmasi oldukc¢a kolay olmasina ragmen, lineer olarak ayrilamayan verilerden
maksimum sinirin bulunmasi i¢in, verilerin lineer olarak ayrilabilecekleri bir uzaya

aktarilmalari gerekir [12].

U o
0 O
O O
0 © o
(OlNe)
0 o 5
| O
O 0O
o O

Sekil 3.5. Lineer olarak ayrilabilen ve ayrilamayan nitelik uzay:
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3.2.1. Lineer Destek Vektor Makineleri

3.2.1.1. Lineer Ayrilabilme Durumu

Egitim amaciyla kullanilacak veri setinin N elemandan olusan ¥ ={x;,y;},1=1,2,...N

oldugunu varsayalim. Burada Y, €{—11} etiket degerlerini ve x €R" ozellik

vektoriinii ifade etmektedir. Lineer olarak ayrilabilme durumunda ayirici asiridiizlem ile
ayrilabilir. DVM, bu asin1 diizlemin 6rnek gruplarina esit uzaklikta olmasini amaglayan
bir yontemdir [13]. Veri kiimelerini birbirinden ayirmak igin birgok asiridiizlem

kullanilabilir. Ancak, en uygun yol iki asiridiizlem arasinda en biiylik bosluga sahip

olanlari segmektir. Ornek olarak Sekil 3.6 iizerinde yer alan H,veH, gbz oniine

almabilir. Bu iki asiridiizlemin ortasina olusturulan H, ise optimal ayirma diizlemi adi
verilen ve iki sinif veriyi birbirinden ayiran dogrusal asiridiizlemdir. Bir asiridiizlem

tizerindeki noktalar cinsinden H, diizlemi su sekilde tanimlanir:
H,=W'X+b=0 (3.2)

Bu ifade su sekilde de yazilabilir:

S wx, +b=0 (32)

i=1

Burada W agirlik vektorini W ={w,w,,..,w }; n ise niteliklerin sayisini

gostermektedir. ifade iginde yer alan b ise sabit bir sayiyr gostermektedir. S, ve S,
olmak iizere iki niteligimizin oldugunu varsayalim. Egitim kiimesi ise iki boyutlu uzay

s6z konusu oldugu igin X = (X;,X,) bigimindedir. Burada X, ve X, degerleri X igin, S,

ve S, 'nin degerleri olarak gz oniine alinir. H,; asiridiizlemi su sekilde ifade edilir:
H,:W'X+b=1 (3.3)
Aymi sekilde H, asiridiizlemi

H,:W'X+b=1 (3.4)
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bi¢iminde ifade edilir. Sekil 3.6’ da belirtilen asiridiizlemin {ist tarafinda kalan noktalar

su esitsizlige uymaktadir:
W'X+b>0,y, =+1 (3.5)

Benzer sekilde asiridiizlemin alt kisminda kalan noktalar da asagidaki esitsizlige

uymaktadir:
W'X+b<0,y, =-1 (3.6)
Bu iki esitsizlikten faydalanarak,

y,(W'X, +b) 3+1 elde edilir. Bu kosulu saglayan asiridiizlemin iki kiimenin en yakin

orneklerine olan dik uzakliklar1 toplami1 sinir olarak adlandirilir. Optimum asir1 diizlemi

bulmak i¢in uygun w ve b(orijine olan uzaklik) degerleri hesaplanmalidir [6].

\4

A
/||w 0
e\ 5 GO
O
0 ® O
0 L0

Hz HO HI

Sekil 3.6. Optimum ay1rict yiizey

Optimum agirt diizlem smirmni en yiiksek degere ulasabilmesi igin |w| degerinin

minimum olmas1 gerekir. Bu durumda en uygun asir1 diizlemin bulunmasi i¢in asagida

belirtilen kisitli en uygun sekle sokma probleminin ¢oziimii gerekmektedir [13].
.11
min b”wﬂ (3.7)

Bu optimizasyon probleminin sinirlamalart ise;
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y,(Wex. +b)—1>0ve y. e{l, -1} seklindedir [14]. Bu optimizasyon probleminin ¢dziimii

icin Lagrange formiilasyonu yapilir. Problemin Lagrange denklemi ise,
1 2 N T N
L, :E||W|| —Z_l:ai Y, (W', +b)+z_l:oci (3.8)

seklindedir [15]. Bu esitlikte ;>0 degerleri pozitif Lagrange carpanlart olarak

adlandirilir ve Destek Vektor Makineleri’ni tamimlamaktadir. Denklemin ¢6zimii
karmagik oldugundan dolayr ifade Karush-Kuhn-Tucker kosullari kullanilarak dual

problem formuna doniistiiriiliir. Problemin ¢6ziimii i¢in KKT kosullart:

oL (W, b, ) "

12 _w=) xvya =0 3.9
oW ; iYi% ( )

8L(W1,b,a) :Zyiai -0 (310)
ab i=1

seklindedir. Bu kosullar problemin Lagrange formiilasyonunda yerine konacak olursa:

Ly :%(\NI'W)_WTZyiaiXi _bz Yici +Zai (3.11)
1

:?MM+ZQ (3.12)

=Zai —%Zaiajyiijrxj o, 20,Vi (3.13)
i ij

ifadesi elde edilir. Burada tiim egitim Ornekleri i¢in bir Lagrange carpaninin oldugu

goriilmektedir. Coziimde elde edilen carpanlarin biiyiik bir kismi sifir olacaktir. Geriye
kalan o;>0 degerlerine sahip X; Ornekleri destek vektorleridir ve H,veya H,

agiridiizlemlerinin tizerinde yer alirlar [5].

3.2.1.2. Lineer Ayrilamama Durumu

Bir¢ok problemde oldugu gibi uydu goriintiilerinin de siniflandirilmasinda veri setinin

lineer olarak ayrilmasi miimkiin degildir. Bu durumda egitim verilerinin bir kisminin
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asiridiizlemin diger tarafinda kalmasi problemiyle karsilasilir ve problem pozitif,
hatalar1 ifade eden, yapay bir degiskenin (&,1=12,...,N) optimizasyona eklenmesi ile

¢oziilmeye calisilir. (3.5) ve (3.6)’daki esitsizlikler yapay degisken (zayiflik degiskeni)

ile ¢oziilmeye calisilirsa, yeni esitsizlik:

WX +b>1-&,y. =+1 igin, (3.14)
Wx +b<—1+¢&,y. =1 icin (3.15)
G=20,Vi (3.16)

seklinde olacaktir. Denklemde & =0 ise Ornek dogru smiflandirlmis, 0<¢& <1
durumunda 6rnek dogru simiflandirilmig , H,ve H, asiridiizlemleri arasinda yer

altyor; son olarak & 21ise siniflandirma yanls yapilmig demektir [15].

e ©
c2 - ci
o
O |:l A O
O O
U O
w O N
o H

v

Sekil 3.7. Lineer ayrilamama durumunda optimum ayiric1 yilizey

Lineer olarak ayrilamayan bir sistemde, hiperdiizlemler arasindaki uzakligi maksimum
yaparken, siniflandirma hatalarint  minimum yapacak; Lagrange ¢arpanlarinin
alabilecekleri maksimum degeri gosteren bir C st sinirmin eklenmesi gerekir. Bu

bilgilerle Lagrange denkleminin yeni formu su sekilde ifade edilir:
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1, 2
Lp - E”W” + CZ& o Zi:ai{yi (WT X+ b)-1+ é:I}_ Zi:/uié:i (3.17)
Yukaridaki formiilasyonun ¢oziimii icin KKT sartlar1 uygulanirsa;
1
Ly :Zai _EZXiTXjYiyJaiaj (3.18)
1 1)

0<a <C,Vi (3.19)

elde edilir. Yukaridaki formiilasyonda O<ea; <C araliginda yer alan Lagrange

carpanlarina karsilik gelen X, degerleri destek vektorleridir.

3.2.2. Lineer Olmayan Destek Vektor Makineleri

Lineer olarak ayrilabilen smiflar hipotezi pratik uygulamalar i¢in yetersizdir. Bu
sebepten otiirii orneklerin yliksek boyutlu ve dogrusal olarak ayrilabilecekleri uzaya
tasinmasi ve ¢oziimiin bu yiiksek boyutlu uzayda aranmasi icin, uzaylar aras1 doniistim

yapan c¢ekirdek fonksiyonlarinin kullanilmasi gerekir. Destek Vektor Makineleri

K(X,X;)=0(x)-o(x;) seklinde ifade edilen Kernel fonksiyonu kullanarak dogrusal

olmayan doniisiimler yapabilmekte ve bu sayede yiiksek boyutta dogrusal olarak
ayrimina imkan vermektedir. Burada K c¢ekirdek fonksiyonunu, x; ve X; ise uzaydaki
verileri temsil etmektedir [5]. Literatirde ¢ok farkli ¢ekirdek fonksiyonlari
bulunmaktadir. Bu fonksiyonlar iginde en fazla kullanilanlar ise Pearson VII (PUK),
Radyal Tabanli Fonksiyon, Polinom ve Normallestirilmis Polinom fonksiyonlaria

iliskin formiil ve parametreler asagidaki tabloda verilmistir.
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Tablo 3.2. Destek vektor makineleri kernel fonksiyonlar

Kernel Fonksiyonu Matematiksel Ifadesi Parametre

Radyal Tabanl K (x, y) = e 710 il Kernel boyutu (y)

Fonksiyon Kerneli

Pearson VIl  (PUK) 1 Pearson genisligi

Kerneli . 2_\/”)(_ y||2 Nz @ parametreleri (6, ®)
(o)

Normallestirilmis K(x,y) ((x-y)+1)° Polinom derecesi (d)

Polinom Kerneli J((xz +D)H((y* +1*)

Polinom Kerneli K(x,y)=((x-y)+1)° Polinom derecesi (d)

Lineer Kernel K(X,y)=(x-y) Genel Kernel Ifadesi

3.2.3. Cok Sinifli Destek Vektor Makineleri

Buraya kadar bahsedilen konular, sinif sayisinin iki olmast durumunda gecerli olan
islem adimlaridir. Siif sayisinin ikiden fazla olmasi durumunda farkli yaklagimlar s6z

konusudur.

Destek Vektor Makineleri’'nde ¢ok smif probleminin ¢6ziimii i¢in iki yOntem
kullanilmaktadir. Bunlardan ilki Lagrange fonksiyonunun ¢ok sinifla islem yapabilecek
hale getirilmesidir. Yalniz bu yontem, sinif sayisinin artmasi ile hata miktarinin da

artmasi nedeniyle tercih edilen bir yontem degildir.

Diger bir yaklagim ise, destek vektdr makinesinin ikili siniflar halinde siniflandirmalar
yapacak bi¢cimde calistirllmasini saglamaktir. Bu yaklasimda bire kars1 bir, bire karsi

hepsi ve dongiisel olmayan graf gibi farkli yontemler kullanilmaktadir [12].

Bire kars1 bir yaklasiminda her 6rnek veri seti, diger 6rnek veri setleri ile ayr1 ayri
egitilir. Yani K adet sinif olmasi durumunda, K-(K-1)/2 egitim igslemi yapilir. Bire kars1
hepsi yonteminde, her bir 6rnek veri seti bir sinif, geriye kalan smiflarin tamami bir
siif olarak kabul edilir ve egitim bu sekilde yapilir. Boylelikle K adet simif olmasi

durumunda K adet egitim yapilmais olur.
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Dongiisel olmayan graf yonteminde, test agamasi disinda bire karst bir yontemiyle
aynidir. Egitim bire kars1 bir yontemine gore yapilir. Test asamasinda ise, egitim
ornekleri kontrol edilmek yerine, smiflandirilacak elemanin ait olmadigi diisiiniilen

smiflar elenerek islem yapilir [12].

3.3. Karar Agaclan

Karar Agaclar1 yontemi son yillarda radar sinyallerinin siniflandirilmasinda, karakter
tanima, uzaktan algilama, uzman sistemler gibi ¢cok genis bir yelpazede basarili bigimde
kullanilan bir algoritmadir [16].Bu yontemin yaygin olmasinin en dnemli nedenleri

kolay yorumlanabilir ve sade olmasidir [17].

Karar agaclar1 egitim verilerine bakarak test verilerinin hangi smifa ait olduguna
kurallar ¢ikararak karar vermektedir. Karar agaglarinin temelinde sorulan sorular ve
bunlara dair cevaplarin birlestirilmesi yatmaktadir. Bu sayede olusan aga¢ “eger-ise ”

sartlarindan olusan kurallar biitiinii halini alir [18].

Bir karar agaci, diiglim, dal ve yaprak olarak adlandirilan ii¢ temel kisimdan olusur. Her
bir nitelik bir diigiim tarafindan temsil edilmektedir. Burada diigiim tarafindan temsil

edilmesi gereken 6znitelik uydu goriintiileri i¢in bant degeridir.

K8k Dagam

ic DOGUm

Yaprak

Sekil 3.8 Ornek bir karar agac1 yapisi



22

Veri setinin siniflandirilmasi ve aga¢ yapisinin olusturulmasi i¢in sorular sorulmaya kok
diigimden baslanir. Eger yeni sorular sorulamiyorsa dallanma bitmistir ve bir smifi
temsil eden yapraga ulasilmistir demektir. Sekil 3.8’de ii¢ simif i¢in dort boyutlu
Oznitelik degerlerinden olusan bir karar agaci yapisi gosterilmektedir. Sekilde P,
Oznitelik degerlerini yani bant degerlerini; a,b,c,d,e terimleri dallanma i¢in esik
degerlerini, A, B, C ise smiflar1 ifade etmektedir. Karar agaglar1 olusturulurken,
kullanilan algoritmaya gore agacin sekli degisebileceginden, yani farkli siniflandirma
sonuglart elde edilebileceginden kullanilacak algoritma ©&nem tagimaktadir [19].
Ornegin kullanacagimiz yontem CART ise, dallanma isleminde Gini indeksi ya da

Twoing algoritmasinin kullanimi farkli agac yapilar1 olusmasina neden olabilmektedir.

Karar agaclarinin olusturulmasmin ardindan, bir test veri setinin siniflandirilmasi
islemine kok diiglimden baslayarak kosullar uygulanir ve olusan tiim sonuglar i¢in ona
ait uygun dal takip edilir. Buradan ya yeni kosulun uygulanacagi bir i¢ diigiime ya da
yaprak diigiime ulasilir ve boylelikle test verilerinin hangi sinifa ait oldugu, hangi
yaprakta sonlandigma bakilarak belirlenmis olur. Sekil 3.9’da basit bir goriintii

siiflandirma islemi i¢in elde edilen karar agac1 modeli goriilmektedir.

x1 <B45 Lyl >= 645

¥l <2266 fal ==2266

Sekil 3.9. Basit bir karar agacit modeli
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3.3.1 Karar Agaclar1 Olusturma

Sahip oldugumuz verilerden bir¢ok farkli karar agaci olusturabilmemize ragmen amag
en optimum karar agacini olusturmaktir. Bu her zaman miimkiin olmasa da yiiksek bir
dogruluk derecesine sahip agaci olusturacak bircok etkin algoritma gelistirilmistir. Bu
algoritmalarin temelinde Greedy yaklasimi bulunmaktadir. Bu yaklasima gore, verinin
dallara ayrilabilmesi i¢in hangi degiskenden baslanmasi gerektigi ve ardindan olusan alt
veri grubunu tekrar alt dallara ayirmak i¢in hangi degiskenden baslanmas1 gerektigi ile
ilgili lokal kararlar alinir. Bu algoritmalarin bir¢ogu Hunt algortimasi olarak bilinen Bol

ve Elde Et (divide and conquer) yonteminin farkli bi¢imlerini kullanmaktadir [20].

3.3.2. Bol ve Elde Et

Bu metot Hunt tarafindan kullanilan, en temel aga¢ yaratma algoritmasidir. Bu
yontemin gelistirilmesine yonelik bir¢ok calisma yapilmistir. Bunlardan en 6nemlileri,
tek degiskenli karar agaclari icin Quinlan tarafindan gelistirilen ID3 ve C4.5 ve cok
degiskenli karar verme icin Breiman’in gelistirdigi CART algoritmalaridir.  Bu
yontemde K Ornek uzay, smiflar ise negatif ve pozitif olsun. Bu durumda Karar

Agacimin olusturulmasi Sekil 3.10°daki gibi olacaktir.

MNegatif icerikli bir
yaprak dret ve
islemi durdur

K kimesindeki claylann
tamami negatif mi?

K=Ki
l Hayir
K k[}lmesindeki. 0.|E\|'|.EI'II'\ Pozitif igerikli bir
tamami pezitif mi? Ewet yaprak dret ve

islemi durdur

l Hayir

K kimesinde D isimli 01,02,03,...0n
degerlerine sahip herhangi bir ézelik
seg

l

| Disimli bir digim yarat

l

K kiimesini I'nin degerlerine gére bal
ve Dj degerine sahip olanlan Kj
kimesine dahil et{K,, K, K, K.}

|

B&linmis her bir Tiigin bu
metoduiteratif olarak tekrarla

Sekil 3.10 Hunt Algortimasi [21].
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3.3.3. Karar Agaclarinda Dallanma Kriterleri

Karar agaci yonteminin kullanigh, basit ve yapist geregi ¢ok hizli olmasina karsin en
onemli problemlerinden biri bir kdkten itibaren bolinme ya da baska bir degisle

dallanmanin nasil yapilacaginin bilinmemesidir. Algoritmalari su sekilde siralayabiliriz:

1. Entropiye Dayali Algoritmalar,
2. Smiflandirma ve Regresyon Agaglar1 (CART),
3. Bellek Tabanli Siniflama Algoritmalart .

3.3.3.1. Entropiye Dayah Algoritmalar

Entropi, belirsizligin Ol¢iilmesi i¢in kullanilan bir o6lgiit olup, bilgi ile dogrudan
iligkilidir. Entropi degerinin bire yaklasmas1 belirsizligin arttiginin gostergesidir ve bu
durumda daha fazla bilgiye ihtiya¢ duyulur. Entropinin sifira yaklagmasi ise belirsizligin

azaldiginin gostergesidir. C4.5, ID3 ve CART entropi temelli yontemlerdir.

Veri setinin K oldugunu diistinelim. Bu veri seti {kjky,Ks Ky} olmak {izere n adet
elemandan olussun. Burada k; elemanlarinin simif olasiliklart pi’dir. P={ps,pz,..,.pn}

olasilik dagilima sahip veri setinin entropisi su sekildedir [13]:
n
H(K):_Z P Iogz(pi) (3.20)
=

Karar agaglar1 kurulurken, kisitli bir egitim kiimesinden yararlanarak olas1 tim
agaclarin yapilarin1 ortaya ¢ikarmak ve en uygun olanini segerek dallanmaya hangi
nitelik ile baslanacaginin tespiti biiyilk Onem tasimasina ragmen kolay bir islem
degildir. Ornegin 5 nitelik ve 20 elemanli bir egitim kiimesi icin cizilecek karar agaci
say1sl 10%dan daha fazladir [22]. Bu problemi asabilmek icin algoritmalarin biiyiik bir
kisminin baglangicta birtakim degerleri hesaplanarak ona gore agac¢ olustururlar. Bu

nedenle dallanma islemi entropi degerine gore gerceklestirilebilir.

Entropinin, karar agag¢larinda kullanimini irdeleyecek olursak; bir egitim kiimesinde
siif niteliginin alacagi degerlere gore {S1,S;.,..,Sn} olmak {izere n adet sinifa ayrildigini

diistinelim. Bu smiflarla ilgili olarak ortalama bilgi miktarina ihtiya¢ duyulabilir.
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Burada T smif degerlerini igeren kiime i¢in Pt siniflarin olasilik dagilimlar su sekilde

hesaplanir [23]:

S| IS ISnIJ
p | 2l Il (3.21)
' (II L.

S
Burada, P, =| ”| olasiligin1 ifade etmektedir. O halde |S;| terimi, S; kiimesine ait

|

elemanlarin sayisin1 vermektedir. T kiimesi i¢in entropi:

H(T)=-3 b log, (p) (3.22)

ile tanimlanir.

3.3.3.2. Bilgi Kazanci ve Kazan¢ Oram

Bilgi kazanci entropiye dayali algoritmalarda(ID3, C4.5, CART) egitim veri setindeki
degiskenin etkinlinin 6l¢iitii olarak tanimlanabilir. Béliinme islemine, bilgi kazancinin
en yiiksek oldugu degiskenden baslanir. Bilgi kazancinin hesaplanmasinda ilk olarak
veri kiimesinin boliinmeden oOnceki halinin entropisi hesaplanir ardindan tiim alt
boliimlerin entropileri bulunur. Son islem olarak hesaplanan bu iki deger arasindaki

farkin en yiliksek oldugu degisken en iyi dallanma kriteri olarak segcilir. Bilgi kazanci su
sekilde bulunur [13]:

Eger veriseti, X n adet alt boliime T degiskeninden boliinecekse bilgi kazanci;

H(X,T) =i%H T) (3.23)
Kazang(X,T)=H(T)-H(X,T) (3.24)

Burada Kazang(X,T) degerinin en yiiksek olmasi hedeflenir ve kazanci maksimum

edebilecek X degeri secilir.

Dallanma iglemi i¢in bilgi kazancinin disinda, daha iyi sonuglar veren Boliinme Bilgisi

(Split Information) isimli Quinlan [23] tarafindan ortaya atilmis ydntemde
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kullanilmaktadir [13]. Bir D kiimesinin, X niteliginin degerini belirlemek, bilgi
miktarini ortaya koymak i¢in bu yol tercih edilmektedir. Asagidaki esitlikte bilgi

miktar1 H (P, ,)ile degerlerin olasilik dagilmi ise P, , ile ifade edilmektedir:

(1B B |Bi]
S R 529

Burada H(P, ;) terimi D kiimesindeki X niteligi i¢in Bilgi Béliinmesi olarak

isimlendirilir ve su sekilde hesaplanir:

_u(lBd [ B,
H(Pp)=H (ﬁ,ﬁ,..., |D| (3.26)

Ayirma bilgisi olarak da isimlendirilen terim su sekilde de bulunabilir:

_<|Df D
H(PX’D)—;ﬁlogz ﬁ (3.27)

Kazang orani ise ayirma bilgisi ve kazang 0lg¢iitli yardimiyla su sekilde hesaplanir:

Kazang(X, D)

Kazan¢Orani( X, D) =
H(P )

(3.28)

3.3.4. Karar Agaclarinin Budanmasi

Karar agaclarinin iiretilmesinin ardindan ¢ok genis ve karmasik bir goriiniim ortaya
cikabilir. Egitim verisindeki gliriiltii nedeniyle bir karar agacinin yapraklari tek bir simif
verisini igerecek bigimde asir1 6grenme (over fitting) problemiyle karsilasilabilir. Bu
halde, olusturulan karar agaci egitim veri seti i¢in miikemmele yakin sonuglar iiretirken,
test veri seti i¢in ¢ok diisiik dogruluk degeri iiretebilir. Asir1 6grenme probleminin en
onemli sebepleri egitim verisinin ¢ok giiriiltiilii olmas1 ve modelin ¢ok fazla detay1
karakterize etmesidir [18]. Bu problemi ¢6zmek i¢in, smiflandirma dogrulugunu
etkileyemeyen kisimlarin cikarilmasi yani bir alt agacin ¢ikarilip yerine bir yaprak
yerlestirilmesi gerekir. Bu isleme karar agacinin budanmasi denmektedir. Bu sayede

Ongoriilii hata orani1 azaltilmasi ve model kalitesinin arttirilmasi amagclanir. Karar
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agaclariin basitlestirilmesi ve model kalitesinin arttirilmasi i¢in iki yaklagim soz

konusudur. Bu yontemler:

1. Egitim veri setinin daha fazla boliiniip boliinmeyecegine karar vermek
2. Karar agacinin kurulmasinin ardindan agacin bazi boliimlerinin geriye doniik

bigimde kaldirilmasi

[k yontem 6n budama olarak da adlandirilir. Boliinme islemine durdurma kriteri olarak
x° gibi testler yapilarak karar verilir. Bolinme isleminin sonrasi ve oncesinde

belirlenen limit kadar bir fark yoksa s6z konusu diigiim yaprak olarak gdosterilir. Bu
yontemin dezavantaji ise esik degerin ne olacagidir. Limit degerin ¢ok yiiksek se¢ilmesi
durumunda, bdliinme azalacagindan, daha basarili sonuglar verecek alt bdoliimlere

ayrilmadan islem tamamlanacaktir [18].

Ikinci yontemde ise, yapraklar sadece bir sinifa ait veriyi icerdigi ana kadar biiyiimesine
izin verilir ve aga¢ bundan sonra budanir. Budama islemi segilen bir dogruluk(hata)
Olgiitine goére yapilir. Bu yoOntemin dezavantaji ise, agacin sonradan c¢ikarilan

kisimlarinin olusturulmasinda ¢ok fazla hesaplama yapilmasinin gerekmesidir [18].
3.3.5. Smiflandirma ve Regresyon Agaclar1 (CART)

Breiman tarafindan 1984 yilinda ortaya atilan bu yontem veri madenciliginin
smiflandirma ile ilgili en dnemli konularmdan biridir. isminden de anlasildig1 gibi
temelinde yine karar agaclari vardir. CART analizi egitim verisindeki cevap
degiskeninin kategorik olmasi durumunda smiflandirma agaci (Classification Tree),
stirekli olmast durumunda ise regresyon agaci (Reggresion Tree) ismini alir ancak

uygulamalarda ¢ogunlukla CART ya da C&RT olarak kullanilmaktadir.

Karar agaclar1 temelli bir yontem olan CART, ¢ok hizli ve adaptif olmasindan dolay:
tip, endiistri ve miihendislik disiplinlerinden bircogunda siklikla kullanilmaktadir.
Siiflandirma agaglarinda diger karar agaglarindan farkli olarak yalnizca ikili dallanma
s0z konusudur. Yani diigiimlerden sadece iki dal elde edilebilir. Bu yontemde genel

olarak iki algoritma kullanilmaktadir:

1. Gini Indeksi Algoritmasi

2. Twoing Algoritmasi
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3.3.5.1. Gini Indeksi Algoritmasi

Gini indeksi, siiflara iliskin 6zniteliklerin safsizliginin 6l¢iildiigii bir yontemdir. Bu
algoritmada sag ve sol olmak iizere ikili dallanma s6z konusudur. Gini indeksi ¢ok hizli

bigimde hesaplanabilir. Yontemin islem adimlari su sekildedir:

1. Tiim nitelik degerleri iki gruba ayrilir. Uretilen sag ve sol béliinmelere denk
gelen siif degerleri gruplandirilir.

2. Her bir nitelikle ilgili sag ve sol Gini indeks degerleri hesaplanir.

sag

Gsag =1- i[LJ (329)

i=1 sol |

Gy, = ZbDi) (3.30)

Formiilasyonda yer alan terimler su sekildedir:

n Siniflarin sayis1

D Bir diigiimdeki 6rnek sayisi

‘Dsag Sag taraftaki drneklerin sayisi

ID,,|  Sol taraftaki Grneklerin say1st

M, Sol taraftaki 1 kategorisindeki 6rneklerin sayisi
N, Sag taraftaki i1 kategorisindeki o6rneklerin sayisi

3. Her i niteligi i¢in k egitim veri setindeki satir sayis1 olmak {izere su baginti

hesaplanir:

Dsag

1
Glnli:E(|Dsol|Gso,+ G, (3.31)

4. Her bir i niteligi i¢in hesaplanan Gini, degerleri arasindan en kiigiik olani

secilir ve boliinme islemine bu nitelik {izerinden devam edilir [13].
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5. llk adima tekrar déniiliir ve islemlere devam edilir [13].

3.3.5.2. Twoing Kurah

Bu kural 1984 yilinda Brieman tarafindan tarafindan kullanilmis ve karar agacinin
olusturulmasinda oznitelik secimi i¢in farkli yaklasim izlemektedir. Algoritma su

sekilde tanimlanir [13]:
1. Nitelik degerlerine bakilarak egitim veri seti iki kiimeye ayrilir. Herhangi bir T
diigiimiimii Ty, ve T, olmak {izere iki ayr1 dal olusur.
2. Tim aday bolinmeler i¢in P, ve P(i|T) olasiliklari hesaplanir. Burada

P(i|T,,) ifadesi i smif degerinin soldaki boliinmede bulunma ihtimalidir.

T, 'daki herbir nitelik degerinini il gili siitundaki tekrar says:

Egitim verisetindeki kayitlarin sayist

sol=

T, "daki kay:utlarin i simiflart sayisi
"daki herbir nitelik stitunundaki tekrar sayus:

P Tw) =1

sol

3. Tim aday boliinmeler icin P, ve P(i|T,;) olasiliklar1 hesaplamr. Burada

P(i|T,,) ifadesi i smif degerinin soldaki bolinmede bulunma ihtimalidir.

T, 'daki herbir nitelik degerinini il gili siitundakitekrar says:

8= Egitim verisetindeki kayitlarin sayist

T, "daki kayutlarini simiflari sayist
T.,; "daki herbir nitelik stitunundaki tekrar sayus:

P(I |Tsagr) =

4. O(s|T),T diigiimiindeki s aday béliinmelerinin uygunluk 6lgiisii oldugunu
diistintirsek, uygunluk 6l¢iitii su sekilde hesaplanir [13]:

sag

O(s[T)=2P, P, Y |P(IT, ) PG IT,,) (332
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5. O(|T) degerlerinden en biiyiigii segilir ve bu se¢im bize dallanmanin

yapilacagi satir1 belirleyecektir.
6. Dallanma islemi bu sekilde yapilir ve bu adima ait karar agaci ¢izilir.

7. llk adima déniiliir ve agacn alt kiimesine de ayn1 islemler yapilir [13,24].

3.3.6. Aga¢ Tabanh Topluluk Yontemleri

Topluluk 6grenme tekniklerinde (Ensemble Learning) birden fazla siniflayicinin irettigi
sonuclarin bir araya getirilerek, topluluk adina tek bir sonucun {iretildigi bir yontemdir.
Bu yontemlerde birden fazla sayidaki siniflayicinin iirettigi tahminler oylamaya tabi
tutulur ve en c¢ok oyu alan smif toplulugun simif tahmini olarak verilir. Topluluk
yontemleri ¢ok sayidaki siniflandiricinin sonucunu birlestirdigi icin daha gilivenilir
sonuclar vermektedir. Yapilan arastirmalarda birlestirme yoOntemi ve birlestirmede

kullanilan smiflandirma yontemlerinin hatalarinin da azaldigi gézlemlenmistir [18].

e l ~

Smiflandirma Smflandirma
i - Algoritmasi-N
Algoritmasi-1 S goril 1
Algoritmasi-2

Birlestirme (Aggregation)

Topluluk
(Ensemble)
Algoritmas1

Sekil 3.11. Topluluk (Ensemble) yontemi

Topluluk yontemleri tekil 6grenme algoritmalarin dogrulugunu arttirmaktadir. Boosting
ve Bagging {izerinde en fazla caligsilan yontemler olmuslardir [19]. Breiman tarafindan

onerilen Random Forest yontemi Bagging yontemine gore daha fazla rastgelelik
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saglamaktadir. Bu yontemde tiim karar agaglar1 bootstrap Ornekleme ile

olusturulmaktadir.

Tiim Ogrenme metotlarinda ama¢ en az Ornekle ¢ok fazla sayida verinin
siniflandirmasini saglamaktadir. ideal olan siniflandiricilardan beklenen en az zamanda

ve en az 6grenme verisi ile tahmin yapabilmektir [18].

3.3.6.1. Rastgele Orman (Random Forest)

Rastgele orman onceki konularda bahsedildigi gibi bir topluluk (ensemble) 6grenme
algoritmasidir. Bu yOntemin temelinde yine karar agaglart vardir. Tekil olarak
olusturulan karar agaclar1 birleserek karar ormanini olustururlar ve agaglarin yapmis

oldugu tahminler bir araya getirilip nihai tahmin yapilir.

Rastgele orman yontemi, Torbalama (Bagging) ve Random Subspace tekniklerinin
birlestirilmesi ile elde edilmistir. Torbalama yontemi ile girdi verilerinden bagimsiz
bootstrap teknigi ile 6rneklem olusturulur. Random Subspace yonteminde ise karar
agacina ait her bir diiglimde en 1yi dallara ayrilan degisken, tiim degiskenler arasindan

rastgele secilen az sayidaki degiskenin iginden segilir [18].

Diger tiim karar agaclarinda oldugu gibi RF yonteminde de dallanma kriterlerinin
belirlenmesi ve uygun bir budama ydnteminin segilmesi 6nem tagimaktadir. Rastgele
orman siniflandiricinin dallanma kriterlerinin kullanilmasinda Gini indeksi yontemi
kullanilmaktadir. Gini indeksi isin temelinde simif 6zniteliklerinin zayiflik derecesini
Olcmektedir [26]. Baska simiflandirma metotlarinda oldugu gibi RF yonteminde de
kullanic1 tarafindan belirlenmesi gereken parametreler vardir. Bu parametre degerleri,
agac¢ yapisinin olusturulmasi i¢in her bir diigiimde kullanilacak orneklerin sayist ve
olusturulacak agac¢ sayisidir. Yani bir simiflandirma islemi sirasinda karar ormani,
kullanict tarafindan belirlenen K adet agactan olusturulur. Yeni bir smiflandirma
isleminde ise veri seti bu K adet karar agacindan gegirilir ve Rastgele Orman
simiflandiricist ile K adet agactan elde edilen K adet oy arasindan en fazla oya sahip

olan sinif segilir [5,25].

RF yonteminde, iiretilen modeli test etmek i¢in ayr1 bir veri seti yoksa ya da orijinal veri

setinden test veri seti ayrilmamis ise, sinif dagilimi dikkate alinmak suretiyle orijinal
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veri setinin 2/3’ti 6grenme verisi (inBag), 1/3’l ise test verisi (Out-Of-Bag(OOB))
olarak ayrilir. Eger test i¢in ayr1 bir veri seti varsa ya da orijinal veri setinden test icin
veri ayrimli ise egitim verilerinin 2/3 oraninda 6grenme veriseti (inBag), 1/3°1 ise test

veriseti (OOB) olarak ayrilir.

Bu yontemde karar ormanini olusturulmasinda kag¢ karar agaci kullanilacaksa, o sayida
bootstrap teknigi kullanilarak 6rneklem olusturulur ve her bir 6rneklem icin inBag ve
OOB verisi ayrilir. Tim agaglar ayrilan OOB verisi ile test edilerek hata orani
hesaplanir ve ardindan bu hata oranlarinin ortalamasi alinarak karar ormaninin OOB

hatas1 hesaplanir [18].

Rastgele orman yonteminde en 6nemli etkenler bootstrap teknigi ile secilen drneklem ve
her diigiimde tiim degiskenlerden belirlenen sayida degiskenin secilmesidir. Rastgele
secilen bu degiskenler icinde en iyi boliinme saglayacak olandan dallara ayrilmaya
baslanir. Ek olarak bu sekilde iiretilen karar agacinda budama yapilmasi s6z konusu
degildir. Rastgele orman siiflandiricis1 karar agact olusumunda CART ydntemini

kullanmaktadir.

Karar agaglarinin kurulmasinin ardindan, test verisindeki her bir piksele ait olan veriler
satir satir onceden kurulmus agaclar iizerine yerlestirilir ve bu islem tiim pikseller i¢in
uygulanir. Karar agaci her bir pikseli siniflardan birine yerlestirir. Hesaplanan OOB
hata oranina gore tlim agaglara bir agirlik verilir. Hata orani en yiiksek olan karar agaci
en diisik agirligl, hata orani en diisiik olan karar agaci ise en yiiksek agirligi alir.
Belirlenen agirliklara gore tiim agaglar siniflandirma islemi icin bir oylama islemine
tabi tutulurlar. En ¢cok oyu alan sinif nihai siif tahmini olarak belirlenmis olur. Her bir
piksele ait olan degerler satir satir yerlestirildiginde orman karar vermis olur. Bu
bilgilere ek olarak tiim agaclarda kullanilan veri ve degigkenler farkli oldugundan

Rastgele Orman yontemi verideki giiriiltiiye ve asir1 6grenmeye kars1 giigliidiir [18].
3.3.6.1.1. Rastgele Orman Modelinin Kurulmasi

e Oryjinal veri setinden egitim ve test verileri ayrilmasimin ardindan bootstrap

yontemi ile orneklemler secilir.
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e Kullanic1 tarafindan belirlenen K adet degiskenden, dallara ayrilma islemine
bilgi kazancina bakilarak karar verilir. Dallara ayrilacak degisken belirlendikten
sonra, agagl yonli iki dal olusturulur.

e Dallanma islemine hangi degere gore ayrilacagina Gini indeksi kullanilarak kara
verilir ve bu islem yeni bir dal olusturulmasina gerek kalmayana kadar devam
edilir.

e Modele ait OOB hata oran1 hesaplanir. Bu sayede her bir agaca agirlik verilmesi
saglanir.

e Siniflama iglemi sirasinda tiim agaglar olusturdugu simniflardan birine OBB ile
hesaplanan agirlikli bir oy verir. Karar ormani verideki her bir piksele ait, tiim
agaclarin yaptigi tahminlere gore en ¢ok oy alinan sinif nihai sinif olarak segilir.
Omegin ilk siradaki piksel igin, tiim karar agaclarindaki ait oldugu siniflar
belirlenir. Ardindan agaglarin agirliklart hesaplanir ve her bir sinif i¢in agaglarin
agirligina gore verdigi oylarin toplami ayri ayir belirlenir. Piksel agirlik toplami

en biiyiik olan sinifa atanir [18].

3.3.6.1.2. Hata Oraninin Tahmin Edilmesi

Kullanilan yontem ne olursa olsun tiim smiflandirma islemlerinde amac islemi yiiksek
dogrulukla yapabilmektir. Temel hata Ol¢limii hata matrisinin olusturulmasiyla

hesaplanir. Rastgele orman yonteminde temel olarak iki tiir hata tahmini yapilir.

3.3.6.1.3. Hold Out Yontemi

Bu yontemde hata oraninin hesaplanmasi orijinal veri seti egitim ve test verileri olmak

tizere ikiye ayrilir. Genelde verinin 2/3’i 6grenme 1/3’1i test verisi olarak ayrilirlar.

3.3.6.1.4. Capraz Dogrulama Yontemi

Bu yontemde, veri grubu esit biiyiikliikte n sayida alt veri grubuna bdliiniir. Bu veri
gruplarindan bir tanesi modeli test etmek i¢in, geriye kalan n-1 sayidaki veri grubu ise

egitim verisi olarak kullanilir. Her seferinde n adet veri grubundan bir tanesi test verisi
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olarak seg¢ilir ve bu islem n defa tekrarlanir. En son adimin ardindan hata oran1 n adet
hata degerinin ortalamasinin hesaplanmasi ile elde edilir. Capraz dogrulama tahmini
esitlikte verilmistir:

1

CVA==3" Al (3.33)
n ==

Veri madenciliginde genelde n degeri 10 olarak alinir [18].

3.3.7. En Cok Olabilirlik Yontemi

Literatiirde en c¢ok kullanilan siniflandirma algoritmalarindan olan ECO yoOntemi
verilere ait bant histogramlarinin normal dagilima uydugunu varsayar. Bu algoritmanin
temelinde piksellerin siniflara ait olma olasiliklarinin hesaplanmasi ve olasiligin en
yiikksek oldugu sinifa atanmasi vardir. Bu sebepten oOtiirli varyans, kovaryans ve

ortalama deger gibi istatistiki degerler dikkate alinirlar [5,26].

Smiflarin ilk olasiliklar1 hakkinda herhangi bir bilgi yoksa olasiliklarin hepsi esit olarak
kabul edilir ve kullanic tarafindan bir esik deger belirlenerek pikselin belirlenen siniflar
disinda bir smifa ait olup olmadig tespit edilir. ECO yonteminde, olasiliklarin
hesaplanmasinin ardindan olasiliklar diizey eksende gosterilerek piksellerin sadece
parlaklik degerleri degil aynm1 zamanda varyans ve kovaryans matris degerleri
kullanildigindan, uzaydaki dagilimlari da dikkate alinmig olur [26]. Eger pikselin
olasilik degeri kullanici tarafindan belirlenen esik degerinin altinda ise piksel
bilinmeyen etiket olarak tanimlanir. En Cok Olabilirlik Yontemi’nin formiilasyonu

asagidaki sekildedir:

D =In(a, —[0.5%In(COV, )]-[0.5* (X —M,)T *(COV, ") *(C —M,)] (3.34)
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Bu esitlikte:

e D: Olasilik degerini
C: Ornek bir sinifi

X: Aday pikselin 6l¢iim vektoriini

e M, :C 6rnek sinifinin ortalama vektorini

e a:: Aday pikselin C sinifina ait olma yiizdesini

e COV.: C ornek smifindaki piksellerin  varyans-kovaryans matrisini

gostermektedir [26].

3.3.8. Hizlandirma (Boosting) Yontemi

Boosting herhangi bir 6grenme algoritmasinin dogrulugunu arttiran genel bir metottur
[28]. Hizlandirma (Boosting) yonteminin temelinde siniflandirici serisinin olusturulmasi
vardir [27]. Zayif ya da temel smiflandirici olarak adlandirilan bu bireysel
smiflandiricilar, Karar Agaglari, Perceptron Ogrenme Kurali, Maksimum Olabilirlik
Kurali gibi kurallardan biri olabilir. Her bir iterasyon sirasinda, bir zayif siniflandirici
secilir ve smiflandirilmamis vektorlere dayanan farkli bir 6rnek dagilimi kullanilarak
egitilir. Boosting yoOnteminin diger yontemlere gore Onemli bir avantaji ise ince
ayarlamanin, karmagsik ve lineer olmayan optimizasyon yapmanin gerekli olmamasidir.
Bu yontemde seriye ait bir onceki siniflandiricilarin hatali olarak tahmin ettigi 6rnekler,
bir sonraki siniflandiric1 tarafindan kullanilacak egitim setindeki dogru tahmin edilen
verilere gore daha fazla tekrar edilerek Ornekleri daha dogru tahmin edebilen bir
siiflandirict olusturulmaya calisilir. Hizlandirma yonteminin temelinde her bir gézlem

i¢in hata durumuna gore bir agirlik degerinin atanmasi vardir [5].

Literatiirde hizlandirma yontemi i¢in kullanilan ¢ok sayida algoritma bulunmasina

ragmen en yaygini Adaboost algoritmasidir.
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3.3.8.1. Adaboost Algoritmasi

Adaboost algoritmast 1995 yilinda Freund ve Schapire tarafindan gelistirilmis olan
etkin bir topluluk 6grenme algoritmasidir. Yontem, bir grup zayif smiflandiriciyt

birlestirerek giiclii bir siniflandirici elde etmeyi amaglar.

Algoritma genel olarak su sekilde tanimlanabilir [27]:

o Tn={(X,Y),(X,,Y,)ee, (X,,Y, ).} egitim seti ve Y ={L12,...., K} etiket degerler
olmak iizere,

e Baslangigta 1/n olmak iizere agirliklar her bir X; degerine atanir,

e Asagidaki formiilde C,(i) olarak not edilen agirliklar her adimda tekrar

hesaplanir ve egitim 6rnegine uygulanir. Siniflandirict hatasi olan &, su sekilde
hesaplanir [6]:
0 C,(Xi)=y,

' (3.35)

6=YW0O&0)  ezer ffb("):{l C, (Xi)=y

e Her b.ci iterasyonda agirliklarin giincellenmesinde kullanilan ¢, sabiti
a, =1/2In(l-¢&,/¢,) esitligi ile hesaplanir. b+1.ci iterasyon sonunda yeni

agirlik su sekilde hesaplanir:
W, (1) = w, (1) exp(a, &, (1)) (3.36)

e Ardindan hesaplanan agirliklar normalize edilir ve toplanir. Boylelikle yanlis
siiflandirilan degiskenlerin agirhigr arttirilarak, siniflandiricinin bir sonraki
iterasyonda basarisiz 6rneklere odaklanmasi saglanir.

e Bu islem iterasyon degeri kadar tekrarlanir. Son olarak topluluk siniflandirici

(2.36) nolu esitlik ile hesaplanir:

C(x) =arg, maxZB:abé(Cb (x),y;) (3.37)
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Adaboost algoritmasi ilk olarak ikili (binary) simiflandirma i¢in tasarlanmis olsa da

Adaboost.M1 ve Adaboost.M2 ¢ok sinifli problemlerin ¢oziimii i¢in tasarlanmiglardir.

Adaboost M1 Algoritmasi su sekilde tanimlayabiliriz [6]:

e 1=12...n ve W, =1/n olmak lizere algoritma baglatilir.

e Db=12...Bkadar tekrarla
a) C,(x)efL2..,k} smflandiricisimi = WP agirhklarmi  kullanarak
yenilenir.

b) ¢ = ZWibéb (i) ve o, =1/2In(l-¢,/¢,) hesaplanr.

i1
¢) W =w’ exp(e,&, (i) agirliklar hesaplanir ve normalize edilir.

e Son smiflandirict hesaplanir:

C(x) = argmax ZB:abé'(Cb (x),Y;) (3.38)

Yj b=1



4, BOLUM

UYGULAMA VE BULGULAR

4.1. Kullanilan Veri ve Yazilimlar

Bu tez ¢alismasinda “FBY-9-1133”, numarali ve “UYDU VERILERI ILE KENTSEL
GELISIM ANALIiZI: KAYSERI ILI MELIKGAZI BELEDIYESI” isimli proje
kapsaminda temin edilen 2006 yilina ait Terra ASTER goriintiisiinden {iretilmis olan

goriintii ile http://glovis.usgs.gov internet adresi lizerinden indirdigimiz 2004 yilina ait

Landsat goriintiisii kullanilmistir. Goriintiilerin  6zellikleri Tablo 4.1°de gosterildigi
sekildedir.

Tablo 4.1. Kullanilan uydu goriintiileri ve 6zellikleri

Mekansal Spektral Sif
Goriintii Boyut e Bant Sayist
Coziintrlik
Sayisi
ASTER 185 x 216 30m 6 7
LANDSAT | 276 x 408 90m 3 6

A ;
:,f V4 ¥ i .
N 3 : 5
" ‘e .
™\ Y 5\
Vs o b
S S A 5
! o
g :
v

Sekil 4.1. Smiflandirmada kullanilan Landsat goriintiisii


http://glovis.usgs.gov/
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Sekil 4.2. Simiflandirmada kullanilan Terra ASTER goriintiisii

Calismada siif drneklerinin se¢imi i¢in Dog. Dr. Coskun Ozkan’in Matlab dilinde
yazdig1 kod, siniflandirma islemi i¢in Java tabanli agik kaynak kodlu Weka Kodlar1 ve

kodlarin ¢alistirilmasi igin ise Matlab programi kullanilmistir.

4.2. Yapay Sinir Aglari le Goriintii Stniflandirma

Yapay sinir aglari, herhangi bir istatistiksel kabule gereksinim duymayan, parametrik
olmayan kontrollii bir siniflandirma yontemidir. Bu 6grenme tiiriinde, 6grenmeyi temsil
eden baglant1 agirliklar1, hedef degerler ile ag1 trettigi ¢ikis degerleri karsilastirilarak
tiretilen hata degerinin minimizasyonu ile giincellenir. Giinlimiizde ¢ok sik kullanilan

bir yontemdir.
Genel olarak YSA egitimi su agsamalar1 igermektedir:

Giris ve ¢ikis degerlerinin belirlenmesi.
Yapay sinir ag1 topolojisinin belirlenmesi (katman sayilari).
Agin baslangi¢ degerlerinin rastgele atanmasi.

Momentum ve 6grenme orani gibi ag parametrelerinin belirlenmesi.

o~ DN

Cikt1 kodlamasinin belirlenmesi.

Bu tez caligmasinda YSA ile Terra ASTER ve LANDSAT uydularina ait goriintiiler
hem sadece YSA ve Adaboost.M1-YSA ile siniflandirma islemine tabi tutulmustur.
YSA yontemine iligkin parametreler asagidaki tabloda belirtilmistir:
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Tablo 4.2. YSA ile siiflandirmada kullanilan parametre degerleri

Ogrenme Tiirii Geri-Yayilim(MLP)
Ogrenme Orani 0.3

Momentum 0.2

Epoch 2000

Bu parametreler kullanilarak Terra ASTER goriintiisiiniin YSA ile siniflandirilmasindan

elde edilen sonuglar Tablo 4.3’de verilmistir.

Tablo 4.3. Terra ASTER goriintiisiiniin YSA ile siniflandirilma dogruluklari
(Epoch:2000)

GENEL DOGRULUK

Egitim Test
%90.4494 | %81.9398

" -l 'lt-l'l-r.'llll---
L L .
i, 'h':'.f.:rrl

Sekil 4.3. Terra ASTER goriintiisiiniin YSA ile siniflandirilmasi (Epoch:2000)

Momentum ve 6grenme oranlari sabit kalmak sartiyla epoch sayisi 1000 oldugunda elde
edilen sonuclar Tablo 4.4’deki gibi olacaktir.
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Tablo 4.4. Terra ASTER goriintiisiiniin YSA ile siniflandirilma dogruluklari

(Epoch:1000)

GENEL DOGRULUK

Egitim Test

%89.4663 | %81.4381

Sekil 4.4. Terra ASTER goriintiisiiniin YSA ile siniflandirilmas1 (Epoch:1000)

Ayni verinin ¢ok sinifli topluluk 6grenme bicimlerinden olan Adaboost.M1 destekli

YSA ile smiflandirilmasindan elde edilen sonu¢ Tablo 4.5 ve tablo Tablo 4.6’da

verilmistir.

Tablo 4.5. Terra ASTER goriintiisiiniin Adaboost. M1-YSA ile
siniflandirilmasina ait parametre ve dogruluk degerleri (1)

ADABOOST.M1 PARAMETRELER GENEL DOGRULUK
Itersayon Sayisi 20 Egitim Test
Ornekleme Oram 0.5 %90.4494 | %86.2876

YSA-Epoch Sayisi 2000
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Sekil 4.5. Terra ASTER goriintiisiiniin Adaboost.M1-YSA ile siniflandirilmasi

(Epoch:2000, iterasyon Sayis1:20,0rnekleme Orani:0.5)

Tablo 4.6. Terra ASTER goriintiisiiniin Adaboost. M1-YSA ile
siiflandirilmasina ait parametre ve dogruluk degerleri (2)

ADABOOST.M1 PARAMETRELER GENEL DOGRULUK

Itersayon Sayisi 20 Egitim Test
Ornekleme Oram 0.5 %89.4663 | %85.1171
YSA-Epoch Sayisi 1000

Sekil 4.6. Terra ASTER goriintiisiiniin Adaboost.M1-YSA ile siiflandirilmasi

(Epoch:1000, iterasyon Say1s1:20,0rnekleme Orani:0.5)




43

Landsat uydusuna ait goriintiiler giiniimiizde arastirmacilar tarafindan siklikla kullanilan
verilerdendir. Landsat uydusuna ait goriintiiniin YSA ile farkli epoch sayilari ile

siniflandirilmasina iliskin sonuclar Tablo 4.7 ve Tablo 4.8’de verilmistir.

Tablo 4.7. Landsat goriintiisiiniin YSA ile siniflandirilmasina ait parametre ve

dogruluk degerleri (1)

YSA-PARAMETRELER GENEL DOGRULUK
Ogrenme Orani | 0.3 Egitim Test
Momentum 0.2 %97.2532 | %77.8266
Epoch 1000

Sekil 4.7. Landsat goriintiistiniin YSA ile siniflandirilmasi (Epoch:1000)

Tablo 4.8. Landsat goriintiisiiniin YSA ile siniflandirilmasina ait
parametre ve dogruluk degerleri (2)

YSA-PARAMETRELER GENEL DOGRULUK
Ogrenme Oran1 | 0.3 Egitim Test
Momentum 0.2 %97.2532 | %78.2656
Epoch 2000
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Smaf 1

Smaf 2

Smaf 3

Simf 4

Smmf 5

Smaf 6

Sekil 4.8. Landsat goriintiisiiniin YSA ile siniflandirilmasi (Epoch:2000)

Landsat verisinin Adaboost.M1 destekli YSA yontemi ile smiflandirilmasina iligkin

sonuglar Tablo 4.9 ve Tablo 4.10 de verilmistir.

Tablo 4.9. Landsat goriintiisiiniin Adaboost.M1-YSA ile siniflandirma
parametreleri(1)

ADABOOST.M1 PARAMETRELER GENEL DOGRULUK

Itersayon Sayisi 20 Egitim Test
Ornekleme Oram 0.5 %97.2532 | %81.0099
YSA-Epoch Sayisi 1000

Iterasyon 20, beta = 0.928865, alpha = 0.073792

Sekil 4.9. Landsat goriintiisiiniin Adaboost. M1-YSA ile siniflandirilmasi
(Epoch:1000,iterasyon Sayis1:20,0rnekleme Oran1:0.5)
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Tablo 4.10. Landsat goriintiisiiniin Adaboost. M1-YSA ile siniflandirilmasina
ait parametre ve dogruluk degerleri (2)

ADABOOST.M1 PARAMETRELER GENEL DOGRULUK

Itersayon Sayisi 20 Egitim Test
Ornekleme Orani 0.5 %97.5966 | %79.8024
YSA-Epoch Sayisi 2000

Iterasyon 20, beta = 0.694751, alpha = 0.364201

Sekil 4.10. Landsat goriintiisiiniin Adaboost.M1-YSA ile siniflandirilmasi
(Epoch:2000,iterasyon Sayis1:20,0rnekleme Oran1:0.5)

YSA (CKP) yontemi literatiirde gecerliligi kabul goren, verideki giiriiltiilerden ¢ok az
oranda etkilenen bir yontem olmasia ragmen; 6grenme orani, iterasyon sayist gibi
siniflandirma basarisin1 dogrudan etkileyen parametrelere sahiptir. Bu nedenle en uygun
parametrelerin belirlenmesi yasanan en biiylik problemdir. Genel olarak En Cok
Olabilirlik gibi klasik yontemlere gore daha iyi sonuglar verdigi literatiirde islenmistir.
Yapilan YSA ile siniflandirma isleminde diger yontemlerle karsilagtirildiginda orta
diizey bir basar1 saglamaktadir. Adaboost.M1 yontemi isleme dahil edildiginde
siniflandirma dogrulugunun Aster goriintiisii i¢in % 4.3 ve Landsat goriintiisti i¢in % 1.6

oraninda artt1g1 gézlemlenmistir.



46

4.3. Rastgele Orman Yontemi ile Goriintii Simiflandirma

Rastgele Orman simiflandirma yontemi bir¢ok karar agacindan meydana gelen ve
bootstrap yontemi ile rastgele 6zellik segimi ile normal karar agaglarina gére daha dogru
sonuglar iiretebilen bir yontemdir. Temelinin anlagilir ve sade olmasi ve dolayisiyla

hizli calismast nedeniyle siklikla kullanilan bir yontemdir.

Terra ASTER ve Landsat goriintiileri tez kapsaminda Rastgele Orman ve Adaboost.M1
destekli Rastgele Orman yontemleri ile siniflandirilmis ve basarimlart sunulmustur.
Terra ASTER goriintiisiiniin Rastgele Orman (RF) yontemi ile siniflandirilmis ve en
yiiksek basarimlarin agac sayisinin 100 ve 6zellik sayisinin 5 oldugunda elde edildigi
goriilmistiir. Tablo 4.11 ve Tablo 4.12°de farkli parametrelerde RF yonteminin

dogruluklar1 goriillmektedir.

Tablo 4.11. Terra ASTER goriintiisiiniin RF ile siniflandirilmasina ait
parametre ve dogruluk degerleri (1)

RF PARAMETRELER GENEL
DOGRULUK
Agac Sayisi 50 Egitim Test
Ozellik Sayisi 5 %96.92 | %76.4214

Sekil 4.11. Terra ASTER goriintiisiiniin RF ile siniflandirilmasi
(Agag Sayis1:50, Ozellik Sayisi:5)
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Tablo 4.12. Terra ASTER goriintiisiiniin RF ile siniflandirilmasina ait
parametre ve dogruluk degerleri (2)

RF PARAMETRELER GENEL
DOGRULUK
Agac Sayisi 100 Egitim Test
Ozellik Sayisi 5 %96.92 | %76.5886

Sekil 4.12. Terra ASTER goriintiisiiniin RF ile siniflandiriimasi
(Agag Sayis1:100, Ozellik Sayisi:5)

Adaboost.M1 algoritmasinin RF yontemi ile siniflandirmaya dahil edilmesi ile elde

edilen sonuglar Tablo 4.13ve Tablo 4.14 da goriilmektedir.

Tablo 4.13. Terra ASTER goriintiisiiniin Adaboost.M1-RF ile
siiflandirilmasina ait parametre ve dogruluk degerleri (1).

ADABOOST.M1 PARAMETRELER | GENEL DOGRULUK

itersayon Sayisi 20 Egitim Test
Ornekleme Orani 0.3 %096.92 %76.5886
RF PARAMETRELER

Agac Sayisi 50
Ozellik Sayisi 5
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Sekil 4.13. Terra ASTER goriintiisiiniin Adaboost.M1-RF ile siniflandirilmasi
(Agag Say1s1:50,0zellik Sayisi:5,Iterasyon Sayis1:20,0rnekleme

Oran1:0.3)

Tablo 4.14. Terra ASTER goriintiisiiniin Adaboost.M1-RF ile
siiflandirilmasina ait parametre ve dogruluk degerleri (2)

ADABOOST.M1 PARAMETRELER GENEL DOGRULUK
Itersayon Sayis 27 Egitim Test
Ornekleme Oram 0.2 %96.92 %76.7559
RF PARAMETRELER
Agac Sayisi 100
Ozellik Sayisi 5

Iterasyon 27: beta = 0.840935, alpha = 0.173241

Sekil 4.14. Terra ASTER goriintiisliniin Adaboost.M1-RF ile siniflandirilmasi
(Agag Sayis1:100,0zellik Sayisi:5,iterasyon Sayis1:27, Ornekleme

Orani:0.2)
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Sonuglardan da anlagildig: {izere Terra ASTER verisinin kontrollii siniflandirilmasinda
Adaboost.M1 yontemi isleme dahil edildiginde RF yoOnteminin basarimi arttirdigi

gozlemlenmistir.

Landsat verisi yine hem RF hem de Adaboost.M1-RF yontemleri ile siniflandirilmistir.
Landsat verisinin RF yontemi ile smiflandirilmasi sonucu elde edilen bulgular Tablo

4.15 ve Tablo 4.16’da verilmistir.

Tablo 4.15. Landsat goriintiistiniin RF ile siniflandirilmasina ait parametre ve

dogruluk degerleri (1)
RF PARAMETRELER GENEL
DOGRULUK
Agac Sayisi 50 Egitim Test
Ozellik Sayisi 5 %099.4850 | %78.4852

Sekil 4.15. Landsat goriintiisiiniin RF ile siniflandirilmasi
(Agag Say1s1:50,0zellik Sayisi:5)
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Tablo 4.16. Landsat goriintiisiiniin RF ile siniflandirilmasina ait parametre ve

dogruluk degerleri (2)
RF PARAMETRELER GENEL
DOGRULUK
Agac Sayisi 500 Egitim Test
Ozellik Sayisi 5 %99.4850 | %78.7047

Sekil 4.16. Landsat goriintiisiiniin RF ile siniflandirilmasi
(Agac Say1s1:500,0zellik Sayisi:5)

Landsat goriintiisiiniin RF ile smiflandirilmasma Adaboost.M1 algoritmasi1 dahil

edildiginde ortaya ¢ikan sonuglar Tablo 4.17 ve Tablo 4.18’de verilmistir.

Tablo 4.17. Landsat gorintiisiiniin Adaboost.M1-RF ile siniflandirilmasina ait
parametre ve dogruluk degerleri (1).

ADABOOST.M1 PARAMETRELER GENEL
DOGRULUK
Itersayon Sayisi 10 Egitim Test
Ornekleme Oram 0.2 %99.4850 | %78.5950

RF PARAMETRELER

Agag Sayisi 50
Ozellik Sayisi 5
Iterasyon 10: beta = 0.625880, alpha = 0.468597
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Smaf 1

Smf 2

Smf 3

Simf 4

Sumf 5

Smaf 6

Sekil 4.17. Landsat goriintiisiinin Adaboost. M1-RF ile siniflandirilmast
(Agac Sayis1:50,0zellik Sayisi:5,Iterasyon Sayisi:10,0rnekleme
Oran1:0.2)

Tablo 4.18. Landsat goriintiisiiniin Adaboost.M1-RF ile siniflandirilmasina ait
parametre ve dogruluk degerleri (2).

ADABOOST.M1 PARAMETRELER GENEL DOGRULUK
Itersayon Sayisi 10 Egitim Test
Ornekleme Orani 0.2 %099.4850 | %79.1438
RF PARAMETRELER
Agac Sayisi 500
Ozellik Sayisi 5
Iterasyon 10: beta = 0.655872, alpha = 0.421790

Sekil 4.18. Landsat goriintiisiiniin Adaboost.M1-RF ile siniflandirilmasi
(Agag Sayis1:500,0zellik Sayisi:5, Iterasyon Sayisi:10, Ornekleme
Orani:0.2)
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Rastgele orman yontemi Bagging (Torbalama) ve Random Subspace tekniklerinin
birlesiminden olusan, temelinde karar agac¢lar1 bulunan bir topluluk 6grenme
yontemidir. Bu yontemde kullanici tarafindan aga¢ sayisi ve 0Ozellik saymsinin
belirlenmesi gerekmektedir. Parametrelerin ne olacagi, kullanilan veriye gore degisiklik
gosterebileceginden deneme-yanilma yoluyla bulunur. Aster goriintiinsiin RF ile
siniflandirmasi sonucu en diisiik dogruluk degeri, Landsat goriintiisii ile ise orta diizey

bir dogruluk elde ettigi goriilmiistiir.

RF yonteminde Adaboost.M1 Algoritmasi’nin kullanilmasi ile Aster goriintiisiinde %
0.2 ve Landsat goriintiisiinde ise % 0.4 oraninda dogrulugun arttig1 gézlemlenmistir. Iki
goriintiide de basariy1 arttirmasi, Adaboost.M1 algoritmasinin RF yonteminin basarisini

arttirmak i¢in kullanilabilecegini gostermektedir.

4.4. Stmflandirma ve Regresyon Agaclar1 (CART) Ile Goriintii Stmiflandirma

1984 yilinda Breiman tarafindan ortaya atilan bu ydntem veri madenciliginin
siniflandirma ile ilgili en 6nemli en 6nemli konularindan biri olmustur. Karar agaclari
temelli bir yontem olan CART, ¢ok hizli ve adaptif olmasindan dolay1 bir¢ok farkl
disiplinde yogun olarak kullanilmaktadir. Bu yontemi diger karar agaglarindan ayiran en
onemli Ozellik sadece ikili dallanmalara izin vermesidir. Bu yontemde genel olarak

Twoing Algoritmasi ve Gini Algoritmasi kullanilmaktadir.

Terra ASTER verisine CART yontemi farkli parametreler kullanilarak uygulandiginda

Tablo 4.19 ve Tablo 4.20’deki sonuglar elde edilmistir.

Tablo 4.19. Terra ASTER goriintiisiiniin CART ile siniflandirilmasina ait
parametre ve dogruluk degerleri (1)

CART PARAMETRELER GENEL
DOGRULUK
Gozlem Sayisi 10 Egitim Test

Algoritma GINI %88.7640 | %86.6221
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Sekil 4.19. Terra ASTER goriintiisiiniin CART ile siiflandiriimasi
(Gozlem Sayis1:10-Gini)

Tablo 4.20. Terra ASTER goriintiisiiniin CART ile siniflandirilmasina ait
parametre ve dogruluk degerleri (2)

CART PARAMETRELER GENEL
DOGRULUK
Gozlem Sayisi 20 Egitim Test
Algoritma GINI %94.3820 | %81.6054

n..,.r

Sekil 4.20. Terra ASTER goriintiistiniin CART ile siniflandirilmasi
(G6zlem Sayis1:20-Gini)
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Adaboost.M1 Algoritmast CART algoritmasi ile siniflandirma islemine dahil
edildiginde ise elde edilen dogruluk degerleri Tablo 4.21 ve Tablo 4.22°de verilmistir.

Tablo 4.21. Terra ASTER goriintiisiiniin Adaboost.M1-CART ile
siiflandirilmasina ait parametre ve dogruluk degerleri (1).

ADABOOST.M1 PARAMETRELER GENEL DOGRULUK
Iterasyon Sayisi 5 Egitim Test
Ornekleme Orani 0.2 %88.7640 %87.2910

CART PARAMETRELER

Gozlem Sayisi 10
Algoritma GINI
Iterasyon 5: beta = 0.722612, alpha = 0.324882

Sekil 4.21. Terra ASTER goriintiisiiniin Adaboost. M1-CART ile
siniflandirilmas1 (Gézlem Sayisi:10-Gini, iterasyon Sayisi:5,
Ornekleme Oran1:0.2)

Tablo 4.22. Terra ASTER goriintiisiiniin Adaboost.M1-CART ile
siniflandirilmasina ait parametre ve dogruluk degerleri (1).

ADABOOST.M1 PARAMETRELER GENEL DOGRULUK
Iterasyon Sayisi 5 Egitim Test
Ornekleme Oram 0.2 %94.3820 %83.4448
CART PARAMETRELER
Gozlem Sayis1 20
Algoritma GINI
Iterasyon 5: beta = 0.340640, alpha = 1.076930
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Sekil 4.22. Terra ASTER goriintiisiiniin Adaboost. M1-CART ile
siiflandirilmast (Gozlem Sayis1:20-Gini, Iterasyon Sayisi:5,
Ornekleme Orani:0.2)

Landsat uydu goriintiisii CART Algoritmas1 ile farkli parametreler kullanilarak

siniflandirildiklarinda elde edilen sonuglar Tablo 4.23 ve Tablo 4.24°de verilmistir.

Tablo 4.23. Landsat goriintiisiiniin CART ile siniflandirilmasina ait parametre
ve dogruluk degerleri (1)
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CART PARAMETRELER GENEL
DOGRULUK
Gozlem Sayisi 10 Egitim Test
Algoritma GINI %96.5665 | %81.4490
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Sekil 4.23. Gini Algoritmasi ile olusan agag yapisi
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Tablo 4.24. Landsat goriintiisiiniin CART ile siniflandirilmasina ait parametre
ve dogruluk degerleri (2)

CART PARAMETRELER GENEL
DOGRULUK
Gozlem Sayisi 20 Egitim Test
Algoritma GINI %97.2532 | %80.1317

Smf 1

Smmf 2

Smmf 2

Sumf 4

Smmf 5

Simf 6

Sekil 4.24. Landsat goriintiisiiniin CART ile siniflandirilmasi
(Go6zlem Say1s1:20-Gini)

Landsat goriintiisiiniin CART ile simiflandirilmasina Adaboost.M1 algoritmast dahil

edildiginde ortaya ¢ikan sonuglar Tablo 4.25 ve Tablo 4.26’da verilmistir.

Tablo 4.25. Landsat goriintiisiiniin Adaboost. M1-CART ile siniflandirilmasina
ait parametre ve dogruluk degerleri (1)

ADABOOST.M1 PARAMETRELER GENEL DOGRULUK
Iterasyon Sayisi 11 Egitim Test
Ornekleme Oram 0.05 %96.5665 %81.6685
CART PARAMETRELER
Gozlem Sayis1 10
Algoritma GINI
Iterasyon 11: beta = 0.674019, alpha = 0.394497
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Smfl

Simf 2

Simf 3

Smmf 4

Simf 5

Smf &

Sekil 4.25. Landsat gértntiisiniin Adaboost. M1-CART ile smiflandiriimasi
(Gozlem Sayis1:10-Gini, Iterasyon Sayisi:11, Ornekleme
Oran1:0.05)

Tablo 4.26. Landsat goriintiisiiniin Adaboost. M1-CART ile siniflandirilmasina ait
parametre ve dogruluk degerleri (2)

ADABOOST.M1 PARAMETRELER GENEL DOGRULUK
Iterasyon Sayisi 15 Egitim Test
Ornekleme Oram 0.05 %97.2532 | %80.2415
CART PARAMETRELER
Gozlem Sayisi 20
Algoritma GINI
Iterasyon 11: beta = 0.778684, alpha = 0.250149

Smmf 1

Smaf 2

Smaf 3

Smaf 4

Smaf 5

Smf 6

Sekil 4.26. Landsat goriintiisiiniin Adaboost.M1-CART ile siniflandirilmasi
(Gozlem Say1s1:20-Gini, iterasyon Sayisi: 15, Ornekleme Oran1:0.05)
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Adaboost.M1 Algoritmast YSA, RF yontemlerinde oldugu gibi CART yodnteminin de
siniflandirma dogrulugunu arttirmistir. Simiflandirma ve Regresyon Agaglar1 Yontemi
(CART) ikili dallanmalara izin veren ve veri madenciliginde hem siniflandirma hem de
regresyon amagli, yogun olarak kullanilan karar agaglari temelli bir yontemdir.
Parametre olarak kullanici tarafindan aga¢ sayis1 ve dallanma i¢in kullanilacak
algoritmanin segilmesi gerekmektedir. Bu ¢alismada CART yontemi igin Gini
Algoritmast  kullanilmistir.  Yontem  Adaboost.M1  Algoritmasi ile beraber
kullanildiginda ise Aster goriintiisiinde % 0.6, Landsat goriintiisiinde ise % 0.2 dogruluk

artirimi saglamstir.

4.5. Destek Vektor Makineleri ile Goriintii Stmiflandirma

DVM, Cortes ve Vapnik tarafindan ortaya atilan [11], giliniimiizde veri madenciliginde
siklikla kullanilan ve istatistiksel grenmeye dayali bir yontemdir. Ilk olarak iki sinifl
siiflandirma islemleri i¢cin gelistirilmis olan DVM daha sonra ¢ok sinifli verilerin

siniflandirilmasi i¢in kullanilmaya baslanmaistir.

DVM, smiflandirilacak verilerin lineer olarak ayrilabilme ozelliklerine goére farkli
stratejileri izlemek gerekmektedir. Giinlimiizdeki pratik uygulamalarda verilerin lineer
olarak ayrilabilmeleri miimkiin olmadigi icin Kernel fonksiyonlart kullanilmasi

gerekmektedir.

Bu tez kapsaminda DVM ile smiflandirma ig¢in literatiirde en c¢ok kullanilan
yontemlerden Lineer Fonksiyon Kerneli, Polinom Kerneli ve Radyal Tabanli Fonksiyon
Kerneli kullanilmistir. Terra ASTER gorlntiisiiniin  belirtilen fonksiyonlar ile
smiflandirilmasi ile elde edilen sonu¢ Tablo 4.27, Tablo 4.28, ve Tablo 4.29’da

verilmistir.

Tablo 4.27. Terra ASTER goriintiisiiniin DVM ile siniflandirilmasina ait
parametre ve dogruluk degerleri(1)

DVM PARAMETRELER GENEL DOGRULUK
Kernel Lineer Egitim Test
C Degeri 900 %85.3933 | 9%380.1003
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Sekil 4.27. Terra ASTER goriintiistiniin DVM ile siiflandirilmasi
(Lineer Kernel, C:900)

Tablo 4.28. Terra ASTER goriintiisiinin DVM ile siniflandirilmasina ait
parametre ve dogruluk degerleri(2)

DVM PARAMETRELER GENEL
DOGRULUK
Kernel Polinom Egitim Test
C Degeri 900 %86.2360 | %82.2742
Derecesi(d) 2

Sekil 4.28. Terra ASTER goriintiisiiniin DVM ile siniflandiriimasi
(Polinom Kerneli,C:900,d:2 )
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Tablo 4.29. Terra ASTER goriintiisiiniin DVM ile smiflandirilmasina ait
parametre ve dogruluk degerleri(3)

DVM PARAMETRELER GENEL
DOGRULUK
Kernel RTF Egitim Test
C Degeri 100 %88.0618 | %84.7826
Gama 2

Sekil 4.29. Terra ASTER goriintiisiiniin DVM ile siniflandirilmasi
(RTF Kerneli,C:100 ,Gama:2)

Terra ASTER goriintiisiiniin DVM ile farkli Kernel’ler kullanilarak siniflandirilmasi

sonucu en yiiksek siniflandirma dogrulugunu RTF Kerneli sagladigi gézlemlenmistir.

Diger test verimiz olan Landsat goriintiisii yine RTF, Polinom ve Linner Kernel’ler ile

simiflandirilmis ve sonuglar1 Tablo 4.30, Tablo 4.31 ve Tablo 4.32’de verilmistir.

Tablo 4.30. Landsat goriintiistiniin DVM ile siniflandirilmasina ait parametre
ve dogruluk degerleri(1)

DVM PARAMETRELER GENEL
DOGRULUK
Kernel Lineer Egitim Test

C Degeri 900 %095.2790 | %76.5093
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Smmf 1

Smmf 2

Smmf 3

Smmf 4

Smmf 5

Smmif &

Sekil 4.30. Landsat goriintiisiiniin DVM ile siiflandirilmasi
(Lineer Kernel,C:900)

Tablo 4.31. Landsat goriintiisiiniin DVM ile siniflandirilmasina ait parametre
ve dogruluk degerleri(2)

DVM PARAMETRELER GENEL
DOGRULUK
Kernel Polinom Egitim Test
C Degeri 20000 %95.6223 | %83.5346
Derecesi(d) 2

Sumf 1

Smmf 2

Smf 3

Smaf 4

Sumf 5

Sumf 6

Sekil 4.31. Landsat goriintiisiiniin DVM ile siniflandiriimasi
(Polinom Kerneli, C: 20000, d:2)



62

Tablo 4.32. Landsat goriintiisiiniin DVM ile siiflandirilmasina ait parametre
ve dogruluk degerleri(3)

DVM PARAMETRELER GENEL
DOGRULUK
Kernel RTF Egitim Test
C Degeri 200 %95.5365 | %83.7541
Gama 1

Smmf 1

Smf 2

Smf 3

Smf 4

Smmf 5

Smmf 6

Sekil 4.32. Landsat goriintiisiiniin DVM ile smiflandirilmasi
(RTF Kerneli,C:200,Gama:1)

Landsat goriintiisiiniin DVM ile siniflandirilmasi sonucu en iyi sonu¢ RTF Kerneli ile
elde edilmistir. Caligmalarda kullanilan C, gama ve d (derece) degerleri deneme

yanilma yoluyla bulunmustur.
4.6. En Cok Olabilirlik Yontemi Ile Goriintii Smmiflandirma

Terra ASTER ve Landsat verileri ECO yontemi ile siniflandirilmis ve Aster verisi i¢in

% 80.002, Landsat verisi i¢in %77.5406 dogruluk elde edilmistir.



5. BOLUM

SONUCLAR

Uzaktan Algilama, ¢ok genis alanlar1 goriintiileyebilme yeteneginden dolay1 farkli bilim
dallar1 tarafindan yogun olarak kullanilmaktadir. Uydular tarafindan elde edilen
gorilintlilerin  yorumlanabilmesi i¢in en Onemli asama siniflandirma islemidir.
Siniflandirma kontrollii ve kontrolsiiz olmak iizere iki big¢imde yapilmaktadir.
Arastirmacilarin ihtiyaglarina gore egitim alanlarini kendilerinin belirleyebilmelerine
izin vermesi ve daha ger¢ekei sonuclar liretebilmesinden dolay1 kontrollii siniflandirma
daha sik kullanilmaktadir. Siniflandirma islemi sonucu ortaya c¢ikan siniflara ait
bilgilerin dogrulugu, simiflandirma islemi icin segilecek yontemle dogrudan iligkilidir.
Dolayisiyla yapilan ¢alismanin niteligine ve veri durumuna gore kullanilacak yontemin
dogru olarak se¢imi biiylik 6nem tasimaktadir. Bu tez bu calismasi kapsaminda Terra
ASTER ve Landsat goriintiileri, YSA ve ECO yontemlerinin yani sira, Rastgele Orman
(RF), CART, DVM ve Boosting yontemi ile siniflandirilmistir.

Hizlandirma (Boosting) Yontemi simiflandirmanin séz konusu oldugu her alanda
kullanilabilmektedir. Ilk olarak iki sinifl1 verilerin siiflandiriima dogrulugunu arttirma
icin tasarlanan yontemler daha sonra ¢ok sinifli verilerin siniflandirilmasina uygun hale
getirilmistir. Giiniimiizde Adaboost, Logitboost, Brownboost gibi bir¢cok algoritma
hizlandirma amagh olarak kullanilmaktadir. Bu c¢alismada Adaboost Algoritmasi’nin
cok smifl veriler i¢in uygun hale getirilmis olan Adaboost.M1 algoritmasinin YSA, RF
ve CART yontemleriyle olan uyumu ve dogruluk artirimi arastirilmistir. Yapilan
islemler sonucunda Adaboost.M1 Algoritmasi’nin birlikte kullanildig1 tiim yontemlerde

dogrulugu arttirdig1 gézlemlenmistir.
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Aster goriintiisii ile yapilan smiflandirma igleminde, CART yonteminin en yiiksek
dogrulugu, RF yonteminin en diisiik dogrulugu ve diger yontemlerin ise orta derecede

dogruluk elde ettigi gozlemlenmistir (Sekil 5.1).

Landsat goriintiisiiniin siniflandirilmasinda ise DVM-Lineer ve ECO ydntemlerinin en
diisiik dogrulugu, DVM-Polinom ile DVM-RTK yo6ntemlerinin ise en yiiksek dogrulugu
elde ettigi goriilmiistiir (Sekil 5.2).
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Sekil 5.1. Terra ASTER goriintiisiiniin siniflandirilmasinda kullanilan
yontemler ve siiflandirma dogruluklari. 1:YSA, 2: Adaboost.M1
YSA, 3:RF,4: Adaboost.M1-RF, 5:CART, 6: Adaboost. M1-CART,
7:DVM-Lineer, 8: DVM-Polinom, 9: DVM RTK, 10:ECO
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Sekil 5. 2. Landsat goriintiisiiniin siniflandirilmasinda kullanilan yontemler ve
smiflandirma dogruluklari. 1:YSA, 2: Adaboost.M1-YSA, 3:RF,4:
Adaboost.M1-RF, 5:CART, 6: Adaboost. M1-CART, 7:DVM-Lineer,
8: DVM-Polinom, 9: DVM-RTK, 10:ECO
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Calisma boyunca karsilasilan en biiyiik sikint1 yontemlere ait baslangi¢ parametrelerinin
tahmin edilmesi olmustur. Literatiirde, tez kapsaminda kullandigimiz yontemlerin
kullanildig1 ¢ok sayida ¢alisma mevcuttur. Ama kullanilan verilerin farkli olmasindan

dolayi, kullanilan parametrelerin basarilar: degisim gosterebilmektedir.

Gelecekteki ¢alismalarda yontemlere ait baslangi¢ parametrelerinin dogru olarak tespit
edilebilmesi halinde birlikte kullanildig1 yontemlerin dogrulugunu su anda elde edilen

degerlerden daha fazla arttirabilecegi diistiniilmektedir.
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