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ÖZET 

Metasezgisel optimizasyon algoritmaları sağladığı çeĢitli avantajlardan dolayı son 

zamanlarda oldukça popüler olmuĢtur. 

Bu çalıĢmada sürü zekasına dayanan biyolojik tabanlı algoritmalardan, Balina 

Optimizasyon Algoritması, Gri Kurt Optimizasyonu, Parçacık Sürü Optimizasyonu ve 

Diferansiyel GeliĢim Algoritmasının açıklaması yer almaktadır.  

Bu tez çalıĢmasında kambur balinaların avlanma davranıĢlarını simüle eden Balina 

Optimizasyon Algoritması ile gri kurtların sosyal hiyerarĢi ve avlanma davranıĢını 

simüle eden Gri Kurt Optimizasyonu kullanılarak hibrit bir optimizasyon algoritması 

oluĢturulmuĢtur.  

OluĢturulan hibrit optimizasyon algoritmasını iyileĢtirebilmek maksadıyla modifikasyon 

eklenerek ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritması (ĠHBOA) önerilmiĢtir. 

ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritması, balinaların kuyruklarını suya 

vurma Ģiddetinin balinaların konumlarının değiĢtirilmesinde etkili olmasından 

esinlenilerek geliĢtirilmiĢtir.    

Önerilen ĠHBOA 23 adet benchmark fonksiyonu ile test edilmiĢ ve sonuçları Balina 

Optimizasyon Algoritması, Gri Kurt Optimizasyonu, Parçacık Sürü Optimizasyonu, 

Diferansiyel GeliĢim Algoritması ile karĢılaĢtırılmıĢtır. KarĢılaĢtırma sonucunda ise 

ĠHBOA‟nın oldukça baĢarılı ve rekabetçi sonuçlar ürettiği görülmüĢtür. 

Anahtar Kelimeler: Balina Optimizasyon Algoritması, Gri Kurt Optimizasyon 

Algoritması, Parçacık Sürü Optimizasyonu, Benchmark 

Problemleri 
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ABSTRACT 

Metaheuristic optimization algorithms have become quite popular recently due to the 

various advantages it provides. 

In this study, Whale Optimization Algorithm, Grey Wolf Optimization, Particle Swarm 

Optimization and Differential Evolution Algorithm which are the biological intelligence 

based on herd intelligence algorithms are explained. 

In this thesis, a hybrid optimization algorithm has been created by using Whale 

Optimization Algorithm simulating the hunting behaviors of humpback whales and 

Grey Wolf Optimization simulating the social hierarchy and hunting behaviors of grey 

wolves. 

The Improved Hybrid Whale Optimization Algorithm (IHWOA) was proposed by 

adding modification to improve the hybrid optimization algorithm. Improved Hybrid 

Whale Optimization Algorithm was developed with the inspiration of the effects of 

intensity of splashing movements of whale tails on the position change of whales 

The proposed IHWOA was tested with 23 benchmarks and the results were compared 

with the Whale Optimization Algorithm, Grey Wolf Optimization, Particle Swarm 

Optimization, Differential Evolution Algorithm. As a result of the comparison, it is seen 

that IHWOA produces highly successful and competitive results. 

Keywords: Whale Optimization Algorithm, Grey Wolf Optimization, Particle Swarm 

Optimization, Benchmark Problems 
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1.  BÖLÜM  

GĠRĠġ 

Optimizasyon teknolojisi, karar verme iĢlemlerini hızlandırma ve karar kalitesini 

arttırma süreçlerinde kullanılarak gerçek hayatta karĢılaĢılan problemlerin etkin, doğru 

ve gerçek zamanlı olarak çözümlenmesini sağlar [1]. Bu gibi sebeplerden dolayı 

optimizasyon algoritmaları gerçek hayatta karĢılaĢılan birçok problemin çözümü için 

sıklıkla kullanılmakta ve popülerliği sürekli artmaktadır.  

1.1. Literatür ÇalıĢması 

Optimizasyon problemleri ġekil 1.1‟de görüldüğü gibi deterministik optimizasyon 

algoritmaları ve deterministik optimizasyon algoritmalarına rastgelelik eklenerek 

üretilen stokastik optimizasyon algoritmaları olarak ikiye ayrılır. Stokastik 

optimizasyon algoritmaları ise sezgisel algoritmalar ve metasezgisel algoritmalar olarak 

ikiye ayrılır. 

 

ġekil 1.1. Optimizasyon Algoritmalarının Sınıflandırılması 

 



2 

Metasezgisel optimizasyon algoritmaları genellikle ġekil 1.1‟de görüldüğü gibi evrim 

tabanlı algoritmalar, sürü zekasına dayalı algoritmalar, fizik ve kimya tabanlı 

algoritmalar olmak üzere üç ana kategoriye ayrılır. 

 
ġekil 1.2. Metasezgisel Optimizasyon Algoritmalarının Sınıflandırılması 

Evrim tabanlı algoritmalar, doğal sistemlerde var olan kalıtım prensibini temel alan 

algoritmalardır. 1975 yılında Holland tarafından önerilen Genetik Algoritma‟da [2], bir 

baĢlangıç popülasyonu ile çözüme baĢlanır ve seleksiyon, çaprazlama, mutasyon 

iĢlemleri ile bir sonraki popülasyon üretilir [3]. 1992 yılında John Koza tarafından 

önerilen Genetik Programlama‟da [4], Genetik Algoritma‟da olduğu gibi seleksiyon, 

çaprazlama, mutasyon iĢlemleri mevcuttur. Genetik Algoritmadan farklı olarak 

çözümlerin gösterim Ģekli dizi değil ağaç yapısı Ģeklindedir. 1995 yılında K. Price 

tarafından önerilen Diferansiyel GeliĢim Algoritması [5], kalıtım prensibine dayanan 

popüler evrim tabanlı optimizasyon algoritmalarındandır. 

Sürü zekasına dayalı algoritmalar, kendi problemlerini çözmek için sınırlı yetenekleri 

olan fakat bir araya geldiklerinde muazzam bir Ģekilde organize olarak zor problemlerin 

çözümünü kolaylıkla gerçekleĢtirebilen canlı topluluğundan ilham alınarak geliĢtirilmiĢ 

algoritmalardır. Russell Eberhart ve James Kennedy 1995 yılında KuĢ ve balık 

sürülerinin yiyecek arama davranıĢlarından esinlenerek Parçacık Sürü 
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Optimizasyonu‟nu [6] önermiĢlerdir. Dorigo ve arkadaĢları tarafından 1991‟de karınca 

kolonisinde yer alan karıncaların sosyal davranıĢından esinlenen ve karınca 

kolonilerinin yiyecek arama davranıĢlarının matematiksel modeline dayanan Karınca 

Koloni Optimizasyonu [7] geliĢtirilmiĢtir. 2016 yılında Seyedali Mirjalili ve Andrew 

Lewis tarafından önerilen Balina Optimizasyon Algoritması [8], kambur balinaların 

sosyal davranıĢını modeller ve kabarcık-ağ avlama stratejisinden esinlenmiĢtir. 2016 

yılında Alireza Askarzadeh tarafından önerilen Karga Arama Algoritması [9], kargaların 

fazla olan yiyeceklerini gizli bir yerde depolaması ve tekrar yiyecek lazım olduğunda 

buradan almaları fikrine dayanır. 2014 yılında Seyedali Mirjalili, Seyed Mohammad 

Mirjalili ve Andrew Lewis tarafından önerilen Gri Kurt Optimizasyonu [10], doğadaki 

gri kurtların liderlik hiyerarĢisini ve avlanma mekanizmasını taklit eder. DerviĢ 

Karaboğa tarafından 2005 yılında bal arılarının yiyecek arama davranıĢını simüle eden 

Yapay Arı Kolonisi algoritması [11] önerilmiĢtir. 2013 yılında A. Kaveh ve N. Farhoudi 

tarafından yunusların avlanma ve navigasyon amacı ile kullandıkları ekolokasyon 

yeteneği simüle eden Yunus Ekolokasyon algoritması [12] önerilmiĢtir. 2009 yılında 

Xin-She Yang tarafından önerilen AteĢböceği Algoritması [13], tropikal iklim 

bölgelerindeki ateĢ böceklerinin sosyal davranıĢlarından esinlenilerek geliĢtirilmiĢtir. 

2012 yılında Amir Hossein Gandomi ve Amir Hossein Alavi tarafından önerilen  Kril 

Sürüsü algoritması [14], krillerin sürü halindeki davranıĢına dayanır. Xin-She Yang 

tarafından 2010 yılında yarasaların ekolokasyon davranıĢına dayanan Yarasa 

Algoritması [15] önerilmiĢtir. 2017 yılında Gaurav Dhiman ve Vijay Kumar tarafından 

önerilen Benekli Sırtlan Optimizasyonu algoritması [16], benekli sırtlanların iĢbirlikçi 

davranıĢlarına ve aralarındaki sosyal iliĢkiye dayanır. Seyedali Mirjalili ve arkadaĢları 

tarafından 2017 yılında önerilen Salp Sürüsü Algoritması [17], salpların okyanusta yön 

ve yiyecek arama davranıĢlarından esinlenilerek geliĢtirilmiĢtir. 2015 yılında Sait Ali 

Uymaz, Gülay Tezel ve Esra Yel tarafından önerilen Yapay Alg Algoritması [18], 

mikroalglerin evim süreci, adaptasyon süreci ve hareketine dayanır.  

Fizik tabanlı algoritmalar, fizik kanunlarından esinlenilerek geliĢtirilmiĢ algoritmalardır. 

1983 yılında Kirkpatrick tarafından önerilen Benzetim Tavlama algoritması [19], demir 

tavlama iĢleminden esinlenerek geliĢtirilmiĢtir. 2009 yılında Esmat Rashedi, Hossein 

Nezamadi-pour ve Saeid Saryazi tarafından geliĢtirilen Yerçekimi Arama 

Algoritması‟nda [20], Newton‟un hareket ve yerçekimi kanunlarından esinlenilmiĢtir. 
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2013 yılında Marjan Abdechiri, Mohammad Reza Meybodi ve Helena Bahrami 

tarafından önerilen Gaz Brownian Hareketi Optimizasyonu [21], gaz brownian hareketi 

ve rotasyonel gaz hareketlerine dayanır. 2016 yılında Hosein Abedinpourshotorban, Siti 

Mariyam Shamsuddin ve Zahra Beheshti tarafından önerilen Elektromanyetik Alan 

Optimizasyonu [22], elektromıknatısların davranıĢlarından esinlenilerek geliĢtirilmiĢtir. 

2015 yılında Ali Husseinzadeh Kashan tarafından önerilen Optikten Esinlenen 

Optimizasyon [23] algoritması, iç bükey ve dıĢ bükey ayna özelliklerinden esinlenilerek 

geliĢtirilmiĢtir. 2013 yılında Abdolreza Hatamlou tarafından önerilen Kara Delik 

algoritması [24], kara delik olayına dayanan bir algoritmadır. 2012 yılında A. Kaveh ve 

M. Khayatazad tarafından önerilen IĢın Optimizasyon algoritması [25], Snell‟in ıĢık 

kırılma yasasına dayanan fizik tabanlı algoritmalardandır. 
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2.  BÖLÜM  

GENEL BĠLGĠLER 

2.1. Optimizasyon 

Optimizasyon, bir problemin belli koĢullar altında en optimum çözüm ya da 

çözümlerinin araĢtırılması ve bulunması iĢlemidir. 

Günümüzde; maliyetin azaltılıp karın artırılması, zamanın faydalı kullanılması, enerji 

verimliliğinin artırılması, seri üretimi gerçekleĢtirilen herhangi bir ürünün sayısının 

artırılması ya da elektronik olarak çalıĢan bir cihazın boyutunun küçülmesi gibi çok 

farklı alanlarda optimizasyon iĢlemine ihtiyaç duyulmaktadır. Bu nedenle optimizasyon 

algoritmaları ile ilgili çalıĢmalar yıllar önce baĢlamıĢ ve popülerliği giderek artacak 

Ģekilde devam etmektedir. 

Bir problemin optimum çözümünü bulmak için gerçekleĢtireceğimiz optimizasyon 

iĢleminde öncelikle karar değiĢkenlerini (karar parametreleri/tasarım parametreleri) 

tanımlamak gerekir. Karar değiĢkenleri, optimizasyon algoritması sayesinde değerini 

belirlemeye çalıĢtığımız parametrelerdir. 

Sonrasında ise söz konusu karar değiĢkenleri kullanılarak alternatif çözümlerin 

birbirleriyle kıyaslanmasına yarayan, çözümün kalitesinin ya da uygunluğunun 

ölçülmesini sağlayan ve optimizasyon algoritmasının uzayda yön bulmasını sağlayan 

amaç fonksiyonunun tanımlanması gerekir. Optimizasyon problemlerinde amaç 

fonksiyonu problemin türüne göre seçilir ve minimize edilecek maliyet fonksiyonu veya 

maksimize edilecek kar fonksiyonu olacak Ģekilde 2 çeĢittir. Eğer amaç fonksiyonu bir 

maliyet fonksiyonu ise alternatif çözümlerden en düĢük sonucu üreten çözüm en iyi 

çözüm iken eğer amaç fonksiyonu bir kar fonksiyonu ise alternatif çözümlerden en 

yüksek sonucu üreten çözüm en iyi çözümdür. 
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Tanımlanması gereken bir diğer Ģey ise optimizasyon problemi ile ilgili kısıtlama 

fonksiyonlarıdır ve bu fonksiyonlar parametrelerin alamayacağı değerleri belirtirler. 

Karar değiĢkenlerini, amaç fonksiyonunu ve kısıtlama fonksiyonlarını örneklemek 

amacıyla “ Bir fabrikada 4 kg ham madde kullanılarak A ürünü, 3 kg ham madde 

kullanılarak B ürünü üretilmektedir ve A ürünü satıldığında K TL kar B ürünü 

satıldığında L TL kar elde edilmektedir. Maksimum 40 kg ham madde kullanılarak ve 

en az 2 tane A ürünü üreterek en fazla ne kadar kar elde edilir.” problemini ele alalım. 

Bu problemde A ürünü sayısına x1, B ürünü sayısına ise x2 dersek; karar değiĢkenleri x1 

ve x2, kısıtlar Denkem (2.1) ve Denklem (2.2), amaç fonksiyonu ise Denklem (2.3)‟te 

yer almaktadır. 

4.x1 + 3.x2 ≤ 40                                                                                                             (2.1) 

x1 ≥ 2                                                                                                                                  (2.2)  

f(x)=K.x1 + L. x2                                                                                                                                                                 (2.3) 

2.2. Optimizasyon Problemlerinin Sınıflandırılması 

Optimizasyon  problemleri amaç fonksiyonlarının, kısıtlama fonksiyonlarının ve karar 

değiĢkenlerinin çeĢitli özelliklerine göre ġekil 2.1‟de görüldüğü gibi sınıflandırılır.  
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ġekil 2.1. Optimizasyon Problemlerinin Sınıflandırılması 

 

Optimizasyon problemleri; sadece bir tane amaç fonksiyonu olduğunda tek amaçlı, 

birden fazla amaç fonksiyonu olduğunda ise çok amaçlı optimizasyon problemi olarak 

isimlendirilir. Bazı optimizasyon problemlerinde çözümün kalitesini değerlendirmek 

için birden fazla kriter söz konusu olup bu kriterlerin tek bir amaç fonksiyonunda 
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toplanması olanaklı olmayabilir. Bu gibi durumlarda birden fazla amaç fonksiyonu 

tanımlanır. Tanımlanan bu amaç fonksiyonlarının birinin minimize edilmesi gerekirken 

diğerinin maksimize edilmesinin gerekmesi gibi durumlarda ise çok amaçlı 

optimizasyon problemlerinin çözülmesi tek amaçlı optimizasyon problemlerine göre 

daha zor bir hal alır. 

Optimizasyon problemlerinde karar değiĢkenlerinin sayısı problemin boyutunu verir. 

Eğer karar değiĢkeni sadece bir tane ise tek boyutlu optimizasyon problemi olarak 

adlandırılırken karar değiĢkeninin sayısının birden fazla olmasında ise çok boyutlu 

optimizasyon problemi olarak adlandırılır. 

Bir optimizasyon probleminde amaç ve sınırlama fonksiyonları lineer ise lineer 

optimizasyon problemi, amaç ve sınırlama fonksiyonlarından herhangi birisi nonlieer 

ise nonlineer optimizasyon problemi olarak isimlendirilir. 

Optimizasyon problemleri karar değiĢkenleri ile ilgili bir sınırlaması olup olmamasına 

göre de sınıflandırılabilir. Eğer karar değiĢkenleri ile ilgili bir sınırlama varsa sınırlama 

fonksiyonları ile tanımlanır ve bu tür optimizasyon problemleri sınırlamalı 

optimizasyon problemleri olarak adlandırılırken, karar değiĢkenleri ile ilgili bir 

sınırlama yoksa sınırlamasız optimizasyon problemleri olarak adlandırılır. 

 Bir optimizasyon probleminde amaç fonksiyonunu oluĢturan karar değiĢkenlerinin 

tamamı ya da bir kısmı tamsayı değerler alması ile kısıtlandırılıyorsa bu tür problemler 

tamsayılı programlama problemi olarak adlandırılır. Eğer optimizasyon probleminde 

karar değiĢkenleri gerçek değerler alabiliyorsa gerçek değerli programlama problemi 

olarak adlandırılır. 

Optimizasyon problemleri amaç ve kısıt fonksiyonlarının ayrılabilirliğine göre de 

sınıflandırılabilir. Eğer fonksiyonlar alt fonksiyonlara ayrılabiliyorsa bunlar ayrılabilir 

optimizasyon problemleri olarak isimlendirilirken, fonksiyonların alt fonksiyonlara 

ayrılamadığı problemlerde ise ayrılabilir olmayan optimizasyon problemleri olarak 

isimlendirilir. 

Optimizasyon problemleri ayrık optimizasyon problemleri ve sürekli optimizasyon 

problemleri olarak da sınıflandırılabilir. Yapılacak iĢlerin olduğu bir listede en uygun 
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sıralamanın bulunması iĢlemi gibi, ayrık niceliklerin (objelerin) en optimum Ģekilde 

düzenlenmesi, gruplandırılması, sıraya konulması ve seçilmesi problemlerine ayrık 

optimizasyon problemleri denir. Bu tür problemlerde optimum çözüm belirli bir diziliĢ 

ile elde edildiği için bu tür problemler kombinasyonel optimizasyon problemi olarak da 

adlandırılır. Karar değiĢkenlerinin alacağı değerlerin sürekli değerler olduğu 

optimizasyon problemlerine ise sürekli optimizasyon problemleri denir. 

Optimizasyon problemlerini amaç fonksiyonunun karakteristiğine göre tek modlu 

optimizasyon problemleri ve çok modlu optimizasyon problemleri olarak 

sınıflandırılabilir [26]. Tek modlu fonksiyonlar sadece bir adet vadi veya tepeye 

sahiptirler. Bu fonksiyonlardaki lokal optimum değeri, fonksiyon sadece bir tane vadi 

veya tepe değerine sahip olduğu için aynı zamanda global optimumdur. Tek modlu 

fonksiyonlar konveks (dıĢ bükey) yapıdadırlar ve amaç fonksiyonunun iyileĢme yönü 

daima global optimum değere doğrudur. ġekil 2.2‟de tek modlu benchmark 

fonksiyonlarından,   2

1

n

ii
f x x


 ile ifade edilen Sphere yer almaktadır. 

 
ġekil 2.2. Tek Modlu Sphere Fonksiyonunun Grafiği 

 

Çok modlu fonksiyonlarda ise birden fazla vadi ve tepe bulunur. Bu fonksiyonlarda 

birden fazla olacak Ģekilde bulunan lokal optimum noktalardan biri global optimum 
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noktadır. ġekil 2.3‟te çok modlu benchmark fonksiyonlarından, 

   2

1
10cos 2 10

n

i ii
f x x x


     ile ifade edilen Rastrigin yer almaktadır. 

 
ġekil 2.3. Çok Modlu Rastrigin Fonksiyonu 

 

2.3. Optimizasyon Algoritmalarının Sınıflandırılması 

Bölüm 2.2‟de tanımlanan optimizasyon problemlerinin çözümü için geliĢtirilmiĢ 

algoritmalar optimizasyon algoritmaları olarak isimlendirilir. 

Genel olarak optimizasyon algoritmaları deterministik optimizasyon algoritmaları ve 

stokastik optimizasyon algoritmaları olarak iki ana kategoriye ayrılır. 

Deterministik algoritmalar aynı baĢlangıç değerleri kullanılarak gerçekleĢtirilen her 

koĢturmada aynı sonuçları üretir ve problemin kesin çözümünü garanti ederler. 

Stokastik algoritmalar ise rastgelelik içerdiğinden dolayı aynı baĢlangıç değerleri 

kullanılarak koĢturulsalar bile genellikle birbirlerine çok yakın fakat farklı sonuçlar 

üretirler ve kesin çözümü garanti etmeyip kesin çözüm yakınındaki çözümü garanti 

ederler [27]. Deterministik algoritmalar kolay problemlerin çözümünde ve lokal 

optimumu bulma konusunda oldukça baĢarılıdırlar fakat bu algoritmaların lokal 

optimuma yakalanıp global optimuma ulaĢamama riskleri mevcuttur. Deterministik 

algoritmaların lokal optimuma yakalanmasını önlemek amacıyla algoritmaya rastgelelik 

eklenerek stokastik yetenekler kazandırılır [28]. 
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Stokastik algoritmalar sezgisel algoritmalar ve metasezgisel algoritmalar olarak ikiye 

ayrılır. Sezgisel optimizasyon algoritmaları belli bir probleme göre özel olarak 

geliĢtirilen ve doğru çalıĢtığı mantıksal olarak doğrulanabilen algoritmalardır. FIFO 

(First In First Out- Ġlk Giren Ġlk Çıkar), LIFO (Last In First Out- Son Giren Ġlk Çıkar) 

ve sıralama algoritmaları sezgisel algoritmalara örnek olarak verilebilir. Metasezgisel 

optimizasyon algoritmaları ise uygulama alanı sezgisel algoritmalara göre daha geniĢ 

olan algoritmalardır. Metasezgisel algoritmalar gerçekleĢtirilecek küçük değiĢikler ile 

çeĢitli problemlere uygulanabilir hale getirilebilen ve kendi içerisinde sezgisel 

algoritmaları kullanan algoritmalardır. Metasezgisel algoritmalar zor ve karmaĢık 

problemler için makul süre içerisinde kabul edilebilir çözümler sunarlar [29]. 

Metasezgisel optimizasyon algoritmalarının son zamanlarda optimizasyon 

problemlerinin çözümü için sıklıkla tercih edilmesi 

 Kullanımının gerçek hayat problemleri için uygun olması, 

 Çok çeĢitli problemlere kolaylıkla uyarlanabilir olması, 

 Stokastik yetenekleri sayesinde lokal optimizasyona yakalanma riskinin az 

olması, 

 Optimumu bulmak için herhangi bir türev bilgisinin gerekmemesi, 

 Genellikle doğadan ilham alınarak geliĢtirildiği için anlaĢılması ve analiz 

edilmesinin kolaylığı 

sebeplerine dayanmaktadır [8,10].  
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3.  BÖLÜM  

POPÜLASYON TABANLI OPTĠMĠZASYON ALGORĠTMALARI 

3.1. Parçacık Sürü Optimizasyonu (PSO) 

Parçacık Sürü Optimizasyonu Russell Eberhart ve James Kennedy tarafından 1995 

yılında önerilmiĢ popülasyon temelli sezgisel bir optimizasyon algoritmasıdır.  

PSO, kuĢ ve balık sürülerinin yiyecek arama davranıĢlarından esinlenerek 

geliĢtirilmiĢtir ve her bir birey parçacık, parçacıkların oluĢturduğu popülasyon ise sürü 

olarak isimlendirilmiĢtir [30, 31].  

Her bir parçacığın bir sonraki konumu hesaplanırken iki en iyi parçacığa göre iĢlem 

yapılır. Bunlardan ilki sürüdeki bir parçacığın o ana kadar sahip olduğu en iyi değerdir 

ve buna yerel en iyi denir. Ġkincisi ise sürüdeki her bir parçacığın en iyi değerlerinin 

kıyaslanmasıyla bulunmuĢ sürünün en iyi değeridir ve buna da global en iyi denir. 

Kısacası herhangi bir parçacığın bir sonraki konumu hesaplanırken hem parçacığın 

kendi deneysel bilgisi (biliĢsel bileĢen) hem de sosyal olarak komĢularından elde etmiĢ 

olduğu bilgi (sosyal bileĢen ) kullanılır. 

3.1.1. Parçacığın Konumunun Hesaplanması 

Parçacık Sürü Optimizasyonu algoritmasında sürüdeki her bir parçacığın bir sonraki 

konumunun bulunması Denklem (3.1)‟de ifade edildiği gibi mevcut konumuna V hız 

vektörü eklenmesiyle elde edilir. 

Xi(t+1)=Xi(t)+Vi(t+1)                                                                                                  (3.1) 

Denklem (3.1)‟de i indeks değeri sürüdeki i. parçacığı gösterir ve 1 ile sürünün boyutu 

arasında herhangi bir değeri alabilir. Xi(t) değeri t anında i. parçacığın konumunu, 

Vi(t+1) ise t+1 anında i. parçacığın hızını ifade eder. 
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3.1.2. Parçacığın Hızının Hesaplanması 

Parçacık Sürü Optimizasyon algoritmasında hız hesabı gerçekleĢtirilirken hem biliĢsel 

bileĢenlerden hem de sosyal bileĢenlerden istifade edilir. Hız hesabının 

gerçekleĢtirilmesindeki bahse konu biliĢsel bileĢen her bir parçacığın sahip olduğu en 

iyi konum bilgisini ifade eder ve pi olarak gösterilir; sosyal bileĢen ise her bir parçacığın 

en iyi konum bilgilerinin kıyaslanmasıyla elde edilen sürüdeki en iyi konumu ifade eder 

ve pbest olarak gösterilir. 

PSO‟da parçacığın hızı Denklem (3.2)‟de belirtildiği gibi hesaplanır. 

Vi,j(t+1)= Vi,j(t)+c1.r1,j(t). [pi,j(t)-Xi,j(t)] + c2.r2,j(t). [pbestj(t)-Xi,j(t)]                              (3.2) 

Denklem (3.2)‟deki c1 ve c2 değerleri formülde yer alan biliĢsel bileĢen ve sosyal 

bileĢenlerin katkısını ölçeklemek amacıyla kullanılan pozitif değerlerdir. r1,j(t) ve r2,j(t) 

ise [0 1] aralığında rastgele değer alan sayılardır ve bu sayılar algoritmanın stokastik 

özelliğini etkilemek için kullanılmaktadır. 

Denklem (3.2)‟de yer alan ve yukarıda açıklanan pi ve pbest değerleri hesaplanırken ise 

herhangi bir i parçacığının konumlarının f uygunluk fonksiyonundaki değeri hesaplanır 

ve böylece parçacığın (çözümün) kalitesi hesaplanmıĢ olur. Minimizasyon 

problemlerinde söz konusu i parçacığının f uygunluk fonksiyonundaki değerinin küçük 

olması o parçacığın kalitesinin daha iyi olduğu anlamına gelmektedir. Minimizasyon 

problemleri dikkate alındığında pi değeri Denklem (3.3)‟te, pbest değeri ise Denklem 

(3.4)‟te ifade edildiği gibidir. 

 

                   pi(t)    ,  f (Xi(t+1)) ≥ f (Xi(t)) 

pi(t+1)=                                                                                                                         (3.3) 

                  Xi(t+1)), f (Xi(t+1)) < f (Xi(t)) 

pbest (t) є { p0(t), …, pn(t)} | f (pbest (t))= min{ f (p0(t)), …, f (pn(t))}                            (3.4) 

Denklem (3.4)‟te yer alan n değeri sürüdeki toplam parçacık sayısını ifade etmektedir. 

Parçacık Sürü Optimizasyon algoritmasına göre konum güncelle iĢlemi ġekil 3.1‟de 

özetlenmiĢtir. Söz konusu Ģekilde parçacığın o ana kadar sahip olduğu en iyi konum (pi) 
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ve sürüdeki en iyi konum (pbest) kullanılarak hesaplanan hız vektörünün, parçacığın 

mevcut konumuna eklenmesiyle elde edilen yeni konumu görselleĢtirilmiĢtir. 

 
ġekil 3.1. Parçacık Sürü Optimizasyon Algoritmasında Konum Güncelleme ĠĢlemi 
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3.1.3. Parçacık Sürü Optimizasyon Algoritması AkıĢ Diyagramı 

 
ġekil 3.2. Parçacık Sürü Optimizasyon Algoritması AkıĢ Diyagramı 
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3.2. Diferansiyel GeliĢim Algoritması (DGA) 

Diferansiyel GeliĢim Algoritması, K. Price tarafından 1995 yılında önerilmiĢtir. 

Diferansiyel GeliĢim Algoritması popülasyon tabanlı sezgisel bir optimizasyon 

algoritması olup doğal sistemlerde var olan ve kalıtım prensibini temel alan evrimsel 

algoritmalardan bir tanesidir. 

Doğadaki bir popülasyonun geliĢimi 3 operasyona bağlıdır. Diferansiyel GeliĢim 

Algoritması ise bu 3 operasyonu modelleyen algoritmalardan bir tanesidir. Söz konusu 

operasyonlar aĢağıda verilmiĢtir; 

a) DeğiĢim 

Popülasyonda yer alan bireyler geliĢmek amacıyla yarıĢsa da yardımlaĢa da 

bireylerin geliĢimi belli bir noktaya kadar iyileĢme göstermesine rağmen bir 

noktadan sonra geliĢim olmaz. GeliĢimin devamlı olabilmesi için değiĢim Ģarttır. 

Bu değiĢim popülasyondaki bireylerin geliĢmesine katkı sağlayacak kadar çok ve 

var olan bilginin kaybolmasına engel olacak kadar az olmalıdır. 

b) YardımlaĢma 

Popülasyondaki bireylerin geliĢiminin hızlanması için bilgi alıĢveriĢinin olması 

gerekir. Bu bilgi alıĢveriĢi bireylerin geliĢimini hızlandıracak kadar fazla ve 

bireylerin birbirine benzemesine engel olacak kadar az olmalıdır. 

c) YarıĢma 

Bu operasyon popülasyondaki bireyler arasındaki rekabeti artırarak bireylerin 

geliĢimini ve çevreye adaptasyon hızını artırır. Eğer yarıĢma olmazsa 

popülasyonda yer alan bireyler pasifleĢir. 

Yukarıda bahsedilen 3 operasyonun evrimsel algoritmalarda ve Diferansiyel GeliĢim 

Algoritmasındaki modellenmesi mutasyon, çaprazlama ve seleksiyon iĢlemleri ile 

gerçekleĢtirilir. 
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3.2.1. BaĢlangıç Popülasyonunun OluĢturulması 

Optimizasyon algoritmalarında çözümler arasından en optimumu bulmak ve söz konusu 

çözümleri amaç fonksiyonuna entegre edebilmek için çözümlerin gösterimi büyük önem 

taĢımaktadır. 

Diferansiyel GeliĢim Algoritmasında popülasyondaki her bir birey (çözüm) 

kromozomdur. Diferansiyel GeliĢim Algoritmasında NP, popülasyondaki kromozom 

sayısını ve D, kromozomun boyutunu temsil etmek üzere NP tane D boyutlu kayan-

noktalı diziden oluĢur. Söz konusu popülasyon ġekil 3.3‟teki gibidir. 

 
ġekil 3.3. NP tane D boyutlu kromozomdan oluĢan popülasyon 

3.2.2. Mutasyon 

Diferansiyel GeliĢim Algoritmasında mutasyon, kromozomların üzerindeki rastgele 

değiĢikliklerdir. Ġyi bir mutasyon iĢleminin gerçekleĢtirmesi gereken Ģey, mutasyona 

uğrayacak olan kromozomun doğru zamanda doğru miktar ile doğru yönde hareket 

etmesini sağlayacak adımları üretmektedir [27].  

Diferansiyel GeliĢim Algoritmasında herhangi bir çözümün (kromozomun) mutasyona 

uğraması için söz konusu çözüm haricinde rastgele 3 tane çözüm seçilir ve bu rastgele 

seçilmiĢ 3 adet çözümün içinden yine rastgele seçilen 2 tane çözümün farkı alınarak 0 

ile 2 arasında değer alabilen F (Ölçeklendirme Faktörü) ile çarpılır. Çarpım neticesinde 

elde edilen sonuç kalan diğer çözüm ile toplanır ve mutant ya da mutasyona uğramıĢ 

kromozom elde edilir. Elde edilen bu mutant vektör çaprazlamada kullanılacak olan 

çözümdür. 
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Bahse konu mutasyon iĢleminin gerçekleĢebilmesi için herhangi bir çözümün 

mutasyona uğrama sırasında kendisi haricinde 3 tane çözüme ihtiyaç duyulması sebebi 

ile Diferansiyel GeliĢim Algoritmasında popülasyon büyüklüğünün 3‟ten büyük olması 

gerekmektedir.  

 
ġekil 3.4. Mutasyon ĠĢlemi 

ġekil 3.4‟te NP adet kromozomdan oluĢan popülasyonun içinden Kromozom 5, 

Kromozom 6 ve Kromozom 7 olmak üzere 3 tane rastgele çözüm seçilmiĢtir. Söz 

konusu bu çözümlerin içerisinden tekrar rastgele Kromozom 5 ve Kromozom 6 seçilip 

farkı alınarak Fark Kromozomu oluĢturulmuĢtur. OluĢturulan Fark Kromozomu F ile 

çarpılarak AğırlıklandırılmıĢ Fark Kromozomu oluĢturulmuĢ ve bu kromozomun kalan 

diğer kromozom ile toplanmasının ardından Mutant Kromozom elde edilmiĢtir. Elde 

edilen Mutant Kromozom, Hedef Kromozom olan Kromozom 1 ile çaprazlanacak olan 

çözümdür. 

3.2.3. Çaprazlama 

Çaprazlama iĢlemi popülasyonda bulunan mevcut kromozom çeĢitliliğini artırmak için 

kullanılır ve çaprazlama iĢlemi sonunda elde edilen vektöre deneme vektörü denir.  Bu 

deneme vektörü hedef kromozom (ebeveyn) ile değiĢtirilme ihtimali olan 

kromozomdur. 

Çaprazlama iĢlemi hedef kromozom ile mutant kromozom arasında gerçekleĢtirilir ve 

çaprazlama iĢlemi neticesinde oluĢan deneme vektörünün bazı elemanları hedef 
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kromozodan (ebeveyden) bazıları ise mutant kromozomdan meydana gelir. Bahse konu 

deneme vektörünün hangi elemanını hangi vektörden alacağı ise CR (Crossover Rate) 

olarak isimlendirilen, 0 ile 1 arasında değer alan kontrol parametresi ile gerçekleĢtirilir. 

Bu iĢlem için 0 ile 1 arasında rastgele olarak üretilen sayının CR‟den küçük veya eĢit 

olması durumunda deneme vektörü mutant vektörden eleman alırken sayının CR‟den 

büyük olması durumunda ise deneme vektörü elemanını ebeveynden alır. 

 
ġekil 3.5. Çaprazlama ĠĢlemi 

ġekil 3.5‟te Hedef Kromozom ile Mutant Kromozomun çaprazlanma iĢlemi 

gösterilmiĢtir Söz konusu Ģekilde DeğiĢken 1 ve DeğiĢken 2 için rastgele üretilen 

sayının CR değerinden küçük olması nedeniyle Deneme Kromozomuna Mutant 

Kromozomun elemanının seçildiği, diğer değiĢkenler için ise rastgele üretilen sayının 

CR değerinden büyük olması nedeniyle Deneme Kromozomuna Hedef Kromozomun 

elemanının seçildiği simüle edilmiĢtir. 

3.2.4. Seçim 

Diferansiyel GeliĢim Algoritmasında hangi kromozomun seçilerek popülasyonda yer 

alacağını belirlemek için yarıĢtırılacak 2 kromozom için amaç fonksiyonu kullanılır ve 

kalite değeri yüksek olan kromozom popülasyonda yerini alır. 

Diferansiyel GeliĢim Algoritmasında seçim için yarıĢtırılacak kromozomlar Hedef 

Kromozom ve çaprazlama neticesinde oluĢmuĢ olan Deneme Kromozomudur. 
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3.2.5. Diferansiyel GeliĢim Algoritması AkıĢ Diyagramı 

          
ġekil 3.6. Diferansiyel GeliĢim Algoritması AkıĢ Diyagramı 
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3.3. Balina Optimizasyon Algoritması (BOA) 

Balina Optimizasyon Algoritması Seyedali Mirjalili ve Andrew Lewis tarafından 2016 

yılında önerilmiĢtir. Balina Optimizasyon Algoritması kambur balinaların avlanma 

davranıĢlarını simüle eden metasezgisel bir algoritmadır. 

Balina Optimizasyon Algoritmasının esin kaynağı olan kambur balinaların en çok tercih 

ettiği av, kril ve küçük balık sürüleridir. Kambur balinalar ile ilgili en ilginç Ģey ise 

„Kabarcık-ağ‟ adı verilen, kendilerine özgü olan ve sadece kambur balinalarda görülen 

avlanma metodudur [32].  

ġekil 3.7.‟de görüldüğü gibi kambur balinalar avlanma sırasında yukarı doğru daralan 

spiral hareket gerçekleĢtirirler. 

 

ġekil 3.7. Kambur Balinaların Kabarcık-ağ Metodu Ġle Avlanması [8] 

3.3.1. Avın KuĢatılması 

Kambur balinalar avının konumunu belirleyebilir ve avını kuĢatabilir. Balina 

Optimizasyon Algoritması mevcut en iyi çözümü av olarak ya da ava en yakın çözüm 

olarak kabul eder. En iyi arama ajanı belirlendikten sonra ise diğer arama ajanlarının 

konumları en iyi arama ajanına göre güncellenir. Bu davranıĢ için kullanılan denklemler 

aĢağıda yer almaktadır. 

   *D CX t X t                                                                                                    (3.5)     
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   *1 .X t X t A D                                                                                                (3.6) 

Denklem (3.5)‟te ve Denklem (3.6)‟da bulunan t iterasyon sayısını,   ⃗ ve  ⃗ katsayı 

vektörünü, X* mevcut en iyi konum vektörünü ve   ⃗ ilgili arama ajanının konum 

vektörünü ifade eder. 

Her bir iterasyon sonunda X* değerinden daha iyi bir çözüm olup olmadığına bakılır. 

Eğer daha iyi bir çözüm varsa X* değeri güncellenir. 

 ⃗ ve  ⃗ katsayı vektörünün hesaplanabilmesi için kullanılan denklemler ise aĢağıdaki 

gibidir. 

2 .A a r a                                                                                                             (3.7) 

2.c r                                                                                                                     (3.8) 

Denklem (3.7)‟de ve Denklem (3.8)‟de bulunan   ⃗ [0 1] aralığında rastgele değer alır. 

Denklem (3.7)‟de yer alan  ⃗ ise iterasyon boyunca 2‟den 0‟a kadar lineer olarak azalır. 

3.3.2. Kabarcık-Ağ Metodu 

Kambur balinaların kabarcık-ağ davranıĢı aĢağıda yer alan iki yaklaĢımla matematiksel 

olarak modellenmiĢtir. 

3.3.2.1. Daralan KuĢatma Mekanizması 

Bu mekanizma Denklem (3.7)‟de yer alan  ⃗ değerinin azalması sayesinde olur. Aynı 

zamanda  ⃗‟nın alabileceği değer aralığındaki dalgalanma da a değerinin iterasyon 

boyunca 2‟den 0‟a kadar azalması ve  ⃗‟nın [-a,a] aralığında değer alabilmesi sebebiyle 

a tarafından azaltılır. 
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3.3.2.2. Spiral Hareket 

Bu yaklaĢıma göre ġekil 3.8.‟de görüldüğü gibi öncelikle (X,Y) konumundaki balina ile 

(X*,Y*) konumundaki av arasındaki mesafe hesaplanır. Sonrasında kambur balinaların 

sarmal Ģeklindeki hareketini modelleyebilmek için Denklem (3.9) kullanılır. 

     ' *1 .cos 2blX t De l X t                                                                              (3.9) 

Denklem (3.9)‟da b, spiralin modelini belirleyebilmek için kullanılan bir sabit; l, [-1,1] 

aralığında rastgele bir sayı; D ise balina ile av (o ana kadar elde edilmiĢ en iyi çözüm) 

arasındaki mesafedir ve     ' *D X t X t  formülü ile hesaplanır. 

 

ġekil 3.8. Spiral Hareket [8] 

Kambur balinalar avının etrafında eĢ zamanlı olarak hem daralan kuĢatma 

mekanizmasına göre hem de spiral harekete göre yüzerler. Balina Optimizasyon 

Algoritmasında bu eĢ zamanlı hareketi modelleyebilmek için daralan kuĢatma 

mekanizmasının ya da spiral hareketin %50 olasılık oranı ile seçilebileceği farz 

edilmiĢtir ve matematiksel modeli Denklem (3.10)‟daki gibidir. 

 
 

   

*

' *

. 0.5
1

.cos 2 0.5bl X

X t A D p
X t

D e l t p

 
 
 
  

 
 

 
                                                        (3.10) 
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Denklem (3.10)‟da yer alan p, [0-1] aralığında rastgele bir sayıdır. 

3.3.3. Av Arama 

Kambur balinalar Kabarcık-Ağ metodu dıĢında avlarını rastgele olarak da avlayabilirler. 

Rastgele av aramada referans balinadan uzaklaĢabilmek için   ⃗ vektörünün 1‟den daha 

büyük ya da -1‟den daha küçük rastgele aldığı değerlerinden faydalanılır.  Av Arama 

mekanizmasında Kabarcık-Ağ mekanizmasından farklı olarak arama ajanının konumu 

güncellenirken Ģimdiye kadar bulunmuĢ en iyi arama ajanı yerine rastgele seçilen bir 

arama ajanı kullanılır.   ⃗|>1 olması ve rastgele bir arama ajanının kullanılması Balina 

Optimizasyon Algoritmasının global arama yapmasına neden olur. 

Bu mekanizmada kullanılan matematiksel model ise Denklem (3.11) ve Denklem (3.12) 

ile gösterilmiĢtir. 

.D C Xrand X                                                                                                    (3.11) 

 1 .X t Xrand A D                                                                                             (3.12) 
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3.3.4  Balina Optimizasyon Algoritması Adımları ve AkıĢ Diyagramı 

Balina Optimizasyon Algoritmasının sahte kodu: 

a, A, C, l, p, maksimum iterasyon sayısı, popülasyon büyüklüğü değerlerinin ilk 

atamasını yap ve popülasyonu oluĢtur. 

for: her bir arama ajanı için 

       Uygunluk değerini hesapla 

end 

X*=Bilinen en iyi arama ajanı 

t=0 

while ( t< maksimum iterasyon sayısı) 

   for: her bir arama ajanı için 

           Güncelle a, A, C, l, p 

              if  (p<0.5) 

                    if (|A| <1) 

                        Denklem(3.6)‟ya göre arama ajanının konumunu güncelle 

                     else if (|A| >=1) 

                         Rastgele bir arama ajanı seç (Xrand) 

                         Denklem(3.12)‟ye göre arama ajanının konumunu güncelle. 

                     end if 

             else if ( p>=0.5) 

                    Denklem (3.9)‟e göre arama ajanının konumunu güncelle.   

             end if 

  end for 

Arama ajanının kısıt dıĢına çıkıp çıkmadığına bak çıkıyorsa sınır değerini ver 

 Her bir arama ajanının uygunluk değerini hesapla, daha iyi bir çözüm varsa X* değerini 

güncelle. 

 

t=t+1 

end while 

X* değerini döndür. 
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Balina Optimizasyon Algoritması akıĢ diyagramı: 

 

ġekil 3.9. Balina Optimizasyon Algoritması AkıĢ Diyagramı 



27 

3.4. Gri Kurt Optimizasyonu (GKO) 

Gri Kurt Optimizasyonu Seyedali Mirjalili, Seyed Mohammad Mirjalili ve Andrew 

Lewis tarafından 2014 yılında önerilen gri kurtların sosyal hiyerarĢi ve avlanma 

davranıĢından esinlenerek oluĢturulmuĢ popülasyon tabanlı bir algoritmadır. 

3.4.1 Sosyal HiyerarĢi 

Gri kurtlar sürü halinde yaĢarlar ve ġekil 3.10.‟da görüldüğü gibi yukarıdan aĢağıya 

doğru azalan güçlü bir sosyal hiyerarĢiye sahiptirler.  

 
ġekil 3.10. Gri Kurt HiyerarĢisi 

 

Bu hiyerarĢide liderler alfa olarak isimlendirilir. Alfa; avlanma, uyuma yeri, kalkma 

zamanı gibi kararlar almakla ve bu kararları sürüye iletmekle sorumludur. Sürü, alfanın 

emirlerini uyguladığı için alfa aynı zamanda baskın kurt olarak isimlendirilir [33]. Alfa 

sürüyü yönetmek açısından en iyi birey olmasına rağmen sürünün en güçlü bireyi 

olmasına gerek yoktur. Bu da sürünün organizasyon yapısının ve disiplininin gücünden 

daha önemli olduğu anlamına gelmektedir. 

HiyerarĢinin ikinci seviyesi beta olarak isimlendirilir. Beta, karar verme ya da diğer sürü 

ile ilgili faaliyetlerde alfaya yardım eder. Beta, alfanın ölmesi veya çok yaĢlanması gibi 

durumlarda alfanın yerine geçecek en muhtemel adaydır. Beta, alfadan aldığı emirleri 

uygularken hiyerarĢi piramidindeki düĢük seviyedeki kurtlara ise komutlar vermesinin 

yanı sıra alfanın komutlarının sürüye aktarılmasına yardımcı olur ve alfaya çeĢitli geri 

beslemeler verir. 
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HiyerarĢinin üçüncü seviyesinde yer alan kurt ise deltadır. Delta, alfa ve betadan emir 

alırken hiyerarĢi piramidinde kendinden aĢağıda bulunanlara ise emir verir. Ġzciler, 

gözcüler, yaĢlılar, avcılar ve bekçiler deltayı oluĢturur. Ġzciler, bölgenin sınırlarını 

gözetlemek ve herhangi bir tehlike durumunda sürüyü uyarmakla sorumludur. Gözcüler, 

sürünün güvenliğini sağlar. YaĢlılar, daha önceden alfa ya da betaya ait olan tecrübeli 

kurtlardır. Avcılar, avlanma sırasında alfa ve betaya yardım eder ve sürüye yiyecek 

sağlar. Bekçiler ise sürüdeki hasta, yaralı ve zayıf kurtlara bakmakla sorumludur. 

HiyerarĢi piramidinde en alt seviyede omega yer alır ve omega, üst seviyede bulunan 

kurtlardan gelen emirleri alır. Omega en alt seviyede bulunmasından dolayı önemsiz 

gibi düĢünülemez çünkü omeganın olmaması durumunda sürü iç çatıĢmalar ve 

problemler ile karĢı karĢıya kalır. 

Gri Kurt Optimizasyonu, kurtların sosyal hiyerarĢisi dıĢında gri kurtların avlama 

stretejilerini de simüle eder. 

Gri Kurt Optimizasyonunda sosyal hiyerarĢinin matematiksel olarak modellenmesi 

amacıyla en iyi birey alfa (α) olarak, ikinci en iyi birey beta (β) olarak ve üçüncü en iyi 

birey delta (δ) olarak alınır. Kalan diğer çözümler ise omega (ω) olarak farzedilir. 

3.4.2. Avın KuĢatılması 

Gri Kurt Optimizasyonun oluĢturulmasında sosyal hiyerarĢinin dıĢında gri kurtlara özgü 

avlanma davranıĢı da bir diğer önemli sosyal davranıĢtır. Muro et al. [34] gri kurtların 

avlanma davranıĢını; takip etme, avın çevrelenmesi ve ava doğru saldırı olarak 

açıklamıĢtır. 

Avlama sırasında gri kurtların avını kuĢatması matematiksel olarak aĢağıdaki gibi 

modellenmiĢtir. 

   .D C Xp t X t                                                                                        (3.13) 

   1 .X t Xp t A D                                                                                    (3.14) 
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Denklem (3.13)‟te ve Denklem (3.14)‟de yer alan t iterasyon sayısını,   ⃗ ve  ⃗ katsayı 

vektörünü, Xp avın konum vektörünü ve   ⃗ gri kurdun konum vektörünü ifade eder. 

 ⃗ ve  ⃗ ise aĢağıdaki gibi hesaplanır. 

12 .A a r a                                                                                                         (3.15) 

22C r                                                                                                                (3.16) 

Denklem (3.15)‟te ve Denklem (3.16)‟da yer alan   ⃗⃗⃗⃗⃗ ve   ⃗⃗⃗⃗⃗ [0 1] aralığında rastgele 

vektörlerdir. Denklem (3.15)‟te yer alan alan  ⃗ ise iterasyon boyunca 2‟den 0‟a kadar 

lineer olarak azalmaktadır. 

3.4.3. Avlama 

Gri kurtlar avını bulabilme ve onun etrafı kuĢatabilme yeteneğine sahiptir. Bu avlamada 

bazen beta ve delta da yer alsa da genellikle alfanın yol göstermesi neticesinde 

gerçekleĢir.  Bunu matematiksel olarak modelleyebilmek için alfanın, betanın ve 

deltanın avın konumunu bulmak açısından diğerlerinden daha iyi çözümler olduğu 

varsayılmıĢtır. Bu sebeple omega dahil olmak üzere arama ajanlarının yeni konumları 

en iyi üç çözüme göre güncellenir. 

1.D C X X   , 2.D C X X   , 3.D C X X                                        (3.17) 

 1 1.X X A D   ,  2 2.X X A D   ,  3 3.X X A D                             (3.18) 

  1 2 31
3

X X X
X t

 
                                                                                          (3.19) 

3.4.4. Ava Saldırma 

Gri kurtlar avlamalarını ava saldırarak sona erdirirler. Bu yaklaĢımın matematiksel 

olarak modellenebilmesi için ise  ⃗ değeri azaltılır.  ⃗ değerinin iterasyon boyunca 2‟den 

0‟a kadar azalması ile aynı zamanda Denklem (3.15) ile ifade edilen  ⃗‟nın da 

alabileceği değer aralığındaki dalgalanma  ⃗ tarafından azaltılır. 
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 ⃗‟nın alacağı rastgele değer [-1,1] aralığında olduğunda arama ajanının bir sonraki 

konumu mevcut konumu ile avının konumu arasında bir yerde olur. BaĢka bir ifade ile 

|A| <1 olduğunda ava saldırma iĢlemi gerçekleĢir. 

3.4.5. Av Arama 

Gri kurtların birbirlerinden uzaklaĢarak av arama davranıĢını matematiksel olarak 

modellemek için  ⃗‟nın alabileceği 1‟den daha büyük ve -1‟den daha küçük değerlerden 

faydalanılır. 

|A| >1 olması gri kurdun avından uzaklaĢarak daha iyi bir av aramasını sağlar ve bu 

sayede Gri Kurt Optimizasyon algoritmasının global araĢtırma yeteneği iyileĢir. 

3.4.6 Gri Kurt Optimizasyonunun Adımları ve AkıĢ Diyagramı 

Gri Kurt Optimizasyonunun sahte kodu: 

a, A, C, maksimum  iterasyon sayısı, popülasyon büyüklüğü değerlerinin ilk atamasını 

yap ve popülasyonu oluĢtur. 

for: her bir arama ajanı için 

       Uygunluk değerini hesapla 

end 

Xα= en iyi arama ajanı 

Xβ= ikinci en iyi arama ajanı 

Xδ= üçüncü en iyi arama ajanı 

t=0 

while ( t< maksimum iterasyon sayısı) 

   for: her bir arama ajanı için 

           Denklem(3.19)‟a göre arama ajanının konumunu güncelle 

   end for 

 Güncelle a, A, C 

Her bir arama ajanının uygunluk değerini hesapla; Xα, Xβ, Xδ değerini güncelle 

t=t+1 

end while 

Xα değerini döndür. 
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Gri Kurt Optimizasyonu akıĢ diyagramı: 

 
ġekil 3.11. Gri Kurt Optimizasyonu Algoritması AkıĢ Diyagramı 
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4.  BÖLÜM 

HĠBRĠT BALĠNA OPTĠMĠZASYON ALGORĠTMASI (HBOA) 

4.1. Hibrit Balina Optimizasyon Algoritmasının OluĢturulması 

Bu bölümde Balina Optimizasyon Algoritmasına Gri Kurt Optimizasyonunda bulunan 

birtakım özellikler entegre edilip hibrit bir yaklaĢım oluĢturulmuĢtur. Bu iĢlem 

gerçekleĢtirilirken Balina Optimizasyon Algoritmasının sadeliğinin korunması 

hedeflenmiĢtir. 

Bölüm 3‟te belirtildiği gibi Balina Optimizasyon Algoritması‟nda Denklem (3.6) ve  

Denklem (3.9) kapsamında konum güncelleme iĢlemi yaparken sadece bir tane en iyi 

arama ajanının bilgisinden istifade edilmekteyken Gri Kurt Optimizasyonunda ise 

Denklem (3.19) kapsamında konum güncelleme iĢlemi için en iyi üç arama ajanının 

(alfa, beta ve delta) bilgisinden istifade edilmektedir. Bu kapsamda Balina 

Optimizasyon Algoritmasının tüm özelliklerine ek olarak gerçekleĢtirilmiĢ iterasyonlar 

boyunca elde edilmiĢ en iyi arama ajanı yerine en iyi üç arama ajanının bilgisinden 

istifade edilen hibrit bir yaklaĢım oluĢturulmuĢtur. 

OluĢturulan hibrit balina optimizasyon algoritmasında konum güncelleme iĢlemleri, 

Balina Optimizasyon Algoritmasında en iyi bireyi kullanan konum güncelleme 

formüllerinin en iyi üç bireyi kullanan konum güncelleme formülleri haline getirilmesi 

ile gerçekleĢtirilmiĢtir. OluĢturulan yeni denklemler aĢağıda yer almaktadır. 

   .D C X t X t  
 

 (4.1) 

 1 .X X t A D                                                                                                           (4.2) 
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   .D C X t X t                                           (4.3) 

 2 .X X t A D                                            (4.4)   

. ( ) ( )D C X t X t                                     (4.5) 

 3 .X X t A D                                     (4.6) 

   1 2 31
3

X X X
X t

 
                                                                                            (4.7) 

 1 '. .cos 2blX D e l X                                                                              (4.8)  

 2 '. .cos 2blX D e l X                                                                    (4.9) 

 3 '. .cos 2blX D e l X                                                             (4.10) 

    1 2 31
3

X X X
X t

 
                                                        (4.11)  
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4.2. Hibrit Balina Optimizasyon Algoritması Adımları ve AkıĢ Diyagramı 

Hibrit Balina Optimizasyon Algoritması sahte kodu: 

a, A, C, l, p, maksimum iterasyon sayısı, popülasyon büyüklüğü değerlerinin ilk 

atamasını yap ve popülasyonu oluĢtur. 

for: her bir arama ajanı için 

       Uygunluk değerini hesapla 

end 

Xα= en iyi arama ajanı 

Xβ= ikinci en iyi arama ajanı 

Xδ= üçüncü en iyi arama ajanı 

t=0 

while ( t< maksimum iterasyon sayısı) 

   for: her bir arama ajanı için 

           Güncelle a, A, C, l, p 

              if  (p<0.5) 

                    if (|A| <1) 

                        Denklem(4.7)‟ye göre arama ajanının konumunu güncelle 

                     else if (|A| >=1) 

                         Rastgele bir arama ajanı seç (Xrand) 

                         Denklem(3.12)‟ye göre arama ajanının konumunu güncelle. 

                     end if 

             else if ( p>=0.5) 

                    Denklem (4.11)‟e göre arama ajanının konumunu güncelle.   

             end if 

  end for 

Arama ajanının kısıt dıĢına çıkıp çıkmadığına bak çıkıyorsa sınır değerini ver 

Her bir arama ajanının uygunluk değerini hesapla 

Daha iyi bir çözüm varsa Xα, Xβ, Xδ değerini güncelle 

t=t+1 

end while 

Xα değerini döndür. 
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Hibrit Balina Optimizasyon Algoritması akıĢ diyagramı: 

                 
ġekil 4.1. Hibrit Balina Optimizasyon Algoritması AkıĢ Diyagramı 
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4.3 Hibrit Balina Optimizasyon Algoritmasının Test Edilmesi 

OluĢturulan hibrit balina optimizasyon algoritmasının etkinliği 23 adet benchmark 

fonksiyonu ile ölçülmüĢtür. Kullanılan benchmark fonksiyonları; problemlerin tek 

modlu (unimodal), çok modlu (multimodal) ve yüksek boyutlu (high dimensional), çok 

modlu ve düĢük boyutlu (low dimensional) olmasına göre sınıflandırılmıĢ olup Tablo 

4.1‟de tek modlu benchmark problemleri, Tablo 4.2‟de çok modlu ve yüksek boyutlu 

benchmark problemleri, Tablo 4.3‟te çok modlu ve düĢük boyutlu benchmark 

problemleri yer almaktadır [35]. Tablo 4.1‟de, Tablo 4.2‟de ve Tablo 4.3‟te bu çalıĢma 

kapsamında kullanılan benchmark fonksiyonlarının matematiksel ifadesi, fonksiyonun 

literatürde yer alan ismi, fonksiyonun boyutu yani problemin karar değiĢkeni sayısı, 

fonksiyonun karar değiĢkeninin hangi aralıkta değer alabileceğini gösteren araĢtırma 

uzayı, fonksiyonun belirlenen araĢtırma uzayı dahilinde alabileceği minimum değer ve 

fonksiyonun karakteristiği yer almaktadır. 
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Tablo 4.1 Tek Modlu Benchmark Fonksiyonları  

Matematiksel Ġfadesi Ġsmi 

Boyutu 

AraĢtırma Uzayı 
Minimum 

Değeri 
K 

  2

1 1

n

ii
f x x


  Sphere 30 [-100, 100] 0 T, A 

 2 1 1

nn

i ii i
f x x x

 
    Schwefel2.22 30 [-10, 10] 0 T, AO 

   
2

3 1 1

n i

ji j
f x x

 
   Schwefel1.2 

30 
[-100, 100] 0 T, AO 

   4 max ,1i if x x i n    Schwefel2.21 30 [-100, 100] 0 T, A 

     
21 22

5 11
100 1

n

i i ii
f x x x x





    
    Rosenbrock 

30 
[-30, 30] 0 T, AO 

    
2

6 1
0.5

n

ii
f x x


   Step 

30 
[-100, 100] 0 T, A 

  4

7 1
[0,1)

n

ii
f x ix random


   Quartic 30 [-1.28, 1.28] 0 T, A 

 

T: Tek modlu, Ç: Çok modlu, A: Ayrılabilir, AO: Ayrılabilir Olmayan, K:Karakteristiği  
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Tablo 4.2. Çok Modlu ve yüksek boyutlu Benchmark Fonksiyonları  

Matematiksel Ġfadesi Ġsmi Boyutu 
AraĢtırma 

Uzayı 

Minimum 

Değeri 
K 

   8 1
sin

n

i ii
f x x x


   Schwefel 30 

[-500, 

500] 
-418.9829x5 Ç, A 

   2

9 1
10cos 2 10

n

i ii
f x x x


      Rastrigin 30 

[-5.12, 

5.12] 
0 Ç, A 

   2

10 1 1

1 1
20exp 0.2 exp cos 2 20

n n

i ii i
f x x x e

n n


 

   
            

   Ackley 30 [-32, 32] 0 Ç, AO 

  2

11 1 1

1
cos 1

4000

nn i
ii i

x
f x x

i 

 
   

 
   Griewank 30 

[-600, 

600] 
0 Ç, AO 

             
1 2 22

12 1 11 1
10sin 1 1 10sin 1 ,10,100,4

n n

i i n ii i
f x y y y y u x


 



 
        

   

 

 

 

1
1 , , , 0

4

m

i i

i
i i i

m

i i

k x a x a
x

y u x a k m a x a

k x a x a

  
 

     


   

 

Penalized 30 [-50, 50] 0 Ç, AO 

              
2 22 2 2

13 1 1 1
0.1 sin 3 1 1 sin 3 1 1 1 sin 2 5,100,4

n n

i i n n ii i
f x x x x x x u x  

 
                 Penalized2 30 [-50, 50] 0 Ç, AO 

 
T: Tek modlu, Ç: Çok modlu, A: Ayrılabilir, AO: Ayrılabilir Olmayan, K:Karakteristiği  
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Tablo 4.3. Çok Modlu ve düĢük boyutlu Benchmark Fonksiyonları 

Matematiksel Ġfadesi 
Ġsmi Boyutu 

AraĢtırma 

Uzayı 

Minimum 

Değeri 
K 

 

1

25

14 621

1

1 1
( )

500 j

i iji

f x
j x a







 
  
  
 




 Foxholes 2 [-65, 65] 1 Ç, A 

 
 

2
2

11 1 2

15 21
3 4

i i

ii
i i

x b b x
f x a

b b x x

 
  

   
  Kowalik 4 [-5, 5] 0.00030 

Ç, 

AO 

  2 4 6 2 4

16 1 1 1 1 2 2 2

1
4 2.1 4 4

3
f x x x x x x x x       

Six Hump 

Camel 
Back 

2 [-5, 5] -1.0316 
Ç, 

AO 

 
2

2

17 2 1 1 12

5.1 5 1
6 10 1 cos 10

4 8
f x x x x x

  

   
         
   

 Branin 2 [-5,5] 0.398 Ç, A 

         
2 22 2 2 2

18 1 2 1 1 2 1 2 2 1 2 1 1 2 1 2 21 1 19 14 3 14 6 3 * 30 2 3 * 18 32 12 48 36 27f x x x x x x x x x x x x x x x x x                  
   

 
GoldStein-

Price 
2 [-2,2] 3 Ç,A 

    24 3

19 1 1
expi ij j iji j

f x c a x p
 

      Hartman3 3 [1,3] -3.86 
Ç, 

AO 

    24 6

20 1 1
expi ij j iji j

f x c a x p
 

      Hartman 6 [0,1] -3.32 
Ç, 

AO 

    
15

21 1

T

i i ii
f x X a X a c




     
   Shekel5 4 [0,10] -10.1532 

Ç, 
AO 

    
17

22 1

T

i i ii
f x X a X a c




     
   Shekel7 4 [0,10] -10.4028 

Ç, 
AO 

    
110

23 1

T

i i ii
f x X a X a c




     
   Shekel10 4 [0,10] -10.5363 

Ç, 

AO 

T: Tek modlu, Ç: Çok modlu, A: Ayrılabilir, AO: Ayrılabilir Olmayan, K:Karakteristiği 
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Hibrit Balina Optimizasyon Algoritmasının etkinliği Tablo 4.1‟de, Tablo 4.2‟de, Tablo 

4.3‟te yer alan 23 adet benchmark fonksiyonu ile test edilmiĢtir ve elde edilen sonuçlar 

Balina Optimizasyon Algoritması, Gri Kurt Optimizasyonu, Parçacık Sürü 

Optimizasyonu, Diferansiyel GeliĢim algoritmalarından elde edilen sonuçlar ile 

karĢılaĢtırılmıĢtır. KarĢılaĢtırmalı sonuçlar Tablo 4.4‟te yer almaktadır. 

Tablo 4.4‟te yer alan algoritmaların tamamında popülasyon büyüklüğü 30, maksimum 

iterasyon sayısı ise 500 olarak belirlenmiĢ [8] olup algoritmaların tamamı Tablo 4.1‟de, 

Tablo 4.2‟de, Tablo 4.3‟te yer alan benchmark fonksiyonlarının her biri için 30 kez 

çalıĢtırılmıĢtır. 

Tablo 4.4‟ te yer alan ve Hibrit Balina Optimizasyon Algoritmasının kıyaslanmasında 

kullanılan BOA, GKO, PSO ve DG  algoritmalarına ait sonuçlar [8,10] „dan alınmıĢtır.  

Tablo 4.4‟te görüldüğü gibi Balina Optimizasyon Algoritması ve Gri Kurt 

Optimizasyonunun birlikte kullanıldığı Hibrit Balina Optimizasyon Algoritması diğer 

algoritmalara kıyasla 23 benchmark fonksiyonundan 3 benchmark fonksiyonunda en iyi 

sonucu üretmiĢtir. Diğer taraftan, tez çalıĢması kapsamında karĢılaĢtırılan diğer 

algoritmalara kıyasla Balina Optimizasyon Algoritması 4 benchmark fonksiyonunda, 

Gri Kurt Optimizasyonu 2 benchmark fonksiyonunda, Parçacık Sürü Optimizasyonu 4 

benchmark fonksiyonunda ve Diferansiyel GeliĢim Algoritması 16 benchmark 

fonksiyonunda en iyi sonuçları üretmiĢtir. 
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Tablo 4.4. HBOA, BOA, GKO, PSO VE DG algoritmalarının Benchmark fonksiyonları ile elde edilen sonuçları 

F 
HBOA BOA [8] GKO [10] PSO [8,10] DG [8,10] 

ortalama std ortalama std ortalama std ortalama std ortalama std 

F1 7.4825E-51 2.6539E-50 1 .41E −30 4 .91E −30 6.59E-28 6.34E-05 0.000136 0.000202 8 .2E −14 5 .9E −14 

F2 1.1463E-38 5.0604E-38 1 .06E −21 2 .39E −21 7.18E-17 0.029014 0.042144 0 .045421 1 .5E −09 9 .9E −10 

F3 2.4012E+04 8.0961E+03 5 .39E −07 2 .93E −06 3.29E-06 79.14958 70 .12562 22 .11924 6 .8E −11 7 .4E −11 

F4 21.6031 11.9353 0 .072581 0 .39747 5.61E-07 1.315088 1 .086481 0 .317039 0 0 

F5 28.2644 0.4173 27 .86558 0 .763626 26.81258 69.90499 96 .71832 60 .11559 0 0 

F6 0.9028 0.3195 3 .116266 0 .532429 0.816579 0.000126 0 .000102 8 .28E −05 0 0 

F7 0.0046 0.0038 0 .001425 0 .001149 0.002213 0.100286 0 .122854 0 .044957 0 .00463 0 .0012 

F8 -1.0970E+04 1.6206E+03 −5080.76 695.7968 -6123.1 -4087.44 −4841.29 1152.814 −11080.1 574.7 

F9 2.4632E-14 3.8592E-14 0 0 0.310521 47.35612 46 .70423 11 .62938 69 .2 38 .8 

F10 8.5857E-15 3.8562E-15 7 .4043 9 .897572 1.06E-13 0.077835 0 .276015 0 .50901 9 .7E −08 4 .2E −08 

F11 0.0091 0.0499 0 .000289 0 .001586 0.004485 0.006659 0 .009215 0 .007724 0 0 

F12 0.0789 0.1288 0 .339676 0 .214864 0.053438 0.020734 0 .006917 0 .026301 7 .9E −15 8E −15 

F13 0.9161 0.2644 1 .889015 0 .266088 0.654464 0.004474 0 .006675 0 .008907 5 .1E −14 4 .8E −14 

F14 2.2066 2.9542 2 .111973 2 .498594 4.042493 4.252799 3 .627168 2 .560828 0 .998004 3 .3E −16 

F15 9.5471E-04 7.9180E-04 0 .000572 0 .000324 0.000337 0.000625 0 .000577 0 .000222 4 .5E −14 0 .00033 

F16 -1.0316 6.7752E-16 −1 .03163 4 .2E −07 -1.03163 -1.03163 −1 .03163 6 .25E −16 −1 .03163 3 .1E −13 

F17 0.3979 5.2281E-05 0 .397914 2 .7E −05 0.397889 0.397887 0 .397887 0 0 .397887 9 .9E −09 

F18 3.0005 0.0027 3 4 .22E −15 3.000028 3 3 1 .33E −15 3 2E −15 

F19 -3.8145 0.0673 −3 .85616 0 .002706 -3.86263 -3.86278 −3 .86278 2 .58E −15 N/A N/A 

F20 -3.1886 0.1067 −2 .98105 0 .376653 -3.28654 -3.25056 −3 .26634 0 .060516 N/A N/A 

F21 -9.1935 1.9703 −7 .04918 3 .629551 -10.1514 -9.14015 −6 .8651 3 .019644 −10 .1532 0 .0000025 

F22 -9.0700 2.4947 −8 .18178 3 .829202 -10.4015 -8.58441 −8 .45653 3 .087094 −10 .4029 3 .9E −07 

F23 -9.4722 2.0255 −9 .34238 2 .414737 -10.5343 -8.55899 −9 .95291 1 .782786 −10 .5364 1 .9E −07 

 
4

1
 



42 

 

 

 

 

 

 

5.  BÖLÜM 

ĠYĠLEġTĠRĠLMĠġ HĠBRĠT BALĠNA OPTĠMĠZASYON 

ALGORĠTMASI (ĠHBOA) 

5.1. ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritmasının OluĢturulması 

Bu bölümde Bölüm 4‟te yer alan Hibrit Balina Optimizasyon Algoritmasının 

iyileĢtirilmesi için bir çözüm öne sürülmüĢtür. 

Bölüm 4 kapsamında oluĢturulan hibrit yaklaĢımda algoritmanın arama uzayının 

tamamını düzgün bir Ģekilde araĢtırabilme yeteneğinin iyileĢtirilmesi maksadıyla suda 

yaĢayan balık türü canlıların kuyruklarını suya vurma Ģiddetinin balıklarının konumunu 

değiĢtirmesinde etkili olmasından yola çıkılarak Hibrit Balina Optimizasyon 

Algoritmasında konum güncelleme iĢlemi için kullanılan denklemlere [0 1] aralığında 

rastgele değer alan ve balığın hareketi sırasında kuyruğunun suya vuruĢ Ģiddetini temsil 

eden q katsayısı çarpan olarak eklenmiĢ ve ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon 

Algoritması oluĢturulmuĢtur [36]. 

Önerilen ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritmasında konum güncelleme 

iĢlemleri aĢağıdaki denklemler ile gerçekleĢtirilmektedir. 

 ⃗⃗⃗  = | ⃗⃗ .       ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗ –     ⃗⃗⃗⃗⃗⃗⃗⃗⃗ |                                                                                           (5.1) 

 1 [ . ].X X t A D q                                                                                             (5.2) 

 ⃗⃗⃗  = | ⃗⃗ .       ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗ –     ⃗⃗⃗⃗⃗⃗⃗⃗⃗ |                                                                                            (5.3) 

 2 [ . ].X X t A D q                                                                                              (5.4)   
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 ⃗⃗⃗  = | ⃗⃗ .       ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗ –     ⃗⃗⃗⃗⃗⃗⃗⃗⃗ |                                                                                            (5.5) 

 3 [ . ].X X t A D q                                                                                              (5.6) 

       ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗=    ⃗⃗ ⃗⃗ ⃗ +   ⃗⃗ ⃗⃗ ⃗ +   ⃗⃗ ⃗⃗ ⃗ ) /3                                                                                 (5.7)     

 1 [ '. .cos 2 ].blX D e l X q                                                                                           (5.8) 

 2 [ '. .cos 2 ].blX D e l X q                                                                                         (5.9) 

 3 [ '. .cos 2 ].blX D e l X q                                                                                         (5.10) 

       ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ ⃗=    ⃗⃗ ⃗⃗ ⃗ +   ⃗⃗ ⃗⃗ ⃗ +   ⃗⃗ ⃗⃗ ⃗ ) /3                                                                                        (5.11) 

  ].1 [ . qX t Xrand A D                                                                                                  (5.12) 
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5.2. ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritması Adımları ve AkıĢ 

Diyagramı 

ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritması sahte kodu: 

a, A, C, l, p, maksimum iterasyon sayısı, popülasyon büyüklüğü değerlerinin ilk 

atamasını yap ve popülasyonu oluĢtur. 

for: her bir arama ajanı için 

       Uygunluk değerini hesapla 

end 

Xα= en iyi arama ajanı 

Xβ= ikinci en iyi arama ajanı 

Xδ= üçüncü en iyi arama ajanı 

t=0 

while ( t< maksimum iterasyon sayısı) 

   for: her bir arama ajanı için 

           Güncelle a, A, C, l, p 

              if  (p<0.5) 

                    if (|A| <1) 

                        Denklem(5.7)‟ye göre arama ajanının konumunu güncelle 

                     else if (|A| >=1) 

                         Rastgele bir arama ajanı seç (Xrand) 

                         Denklem(5.12)‟ye göre arama ajanının konumunu güncelle. 

                     end if 

             else if ( p>=0.5) 

                    Denklem (5.11)‟e göre arama ajanının konumunu güncelle.   

             end if 

  end for 

Arama ajanının kısıt dıĢına çıkıp çıkmadığına bak çıkıyorsa sınır değerini ver 

Her bir arama ajanının uygunluk değerini hesapla 

Daha iyi bir çözüm varsa Xα, Xβ, Xδ değerini güncelle 

t=t+1 

end while 

Xα değerini döndür. 
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ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritması akıĢ diyagramı: 

 
ġekil 5.1. ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritması AkıĢ Diyagramı 
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5.3. ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritmasının Test Edilmesi 

ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritması‟nın (ĠHBOA) etkinliği Tablo 

4.1‟de, Tablo 4.2‟de ve Tablo4.3‟te yer alan 23 adet benchmark fonksiyonu ile test 

edilmiĢtir. Elde edilen sonuçlar Hibrit Balina Optimizasyon Algoritması, Balina 

Optimizasyon Algoritması, Gri Kurt Optimizasyonu, Parçacık Sürü Optimizasyonu, 

Diferansiyel GeliĢim algoritmalarından elde edilen sonuçlar ile karĢılaĢtırılmıĢ olup 

karĢılaĢtırmalı sonuçlar Tablo 5.1‟de yer almaktadır.  

Tablo 5.1‟de yer alan algoritmaların tamamında popülasyon büyüklüğü 30, maksimum 

iterasyon sayısı ise 500 olarak belirlenmiĢ [8] olup algoritmaların tamamı Tablo 4.1‟de, 

Tablo 4.2‟de, Tablo 4.3‟te yer alan benchmark fonksiyonlarının her biri için 30 kez 

çalıĢtırılmıĢtır. 

Tablo 5.1‟de yer alan ve ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritmasının 

kıyaslanmasında kullanılan BOA, GKO, PSO, DG  algoritmalarına ait sonuçlar 

[8,10]„dan alınmıĢtır. 

Tablo 5.1‟de görüldüğü gibi Balina Optimizasyon Algoritması ve Gri Kurt 

Optimizasyonunun birlikte kullanıldığı Hibrit Balina Optimizasyon Algoritmasının 

iyileĢtirilmesi maksadıyla önerilen ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon 

Algoritması diğer algoritmalara kıyasla 23 benchmark fonksiyonundan 9 benchmark 

fonksiyonunda en iyi sonucu üretmiĢtir. Diğer taraftan, tez çalıĢması kapsamında 

karĢılaĢtırılan diğer algoritmalara kıyasla Hibrit Balina Optimizasyon Algoritmasının en 

iyi ürettiği sonuç yokken Balina Optimizasyon Algoritması 3 benchmark 

fonksiyonunda, Gri Kurt Optimizasyonu 2 benchmark fonksiyonunda, Parçacık Sürü 

Optimizasyonu 4 benchmark fonksiyonunda ve Diferansiyel GeliĢim Algoritması 14 

benchmark fonksiyonunda en iyi sonuçları üretmiĢtir. 
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Tablo 5.1. ĠHBOA, HBOA, BOA, GKO, PSO VE DG algoritmalarının Benchmark fonksiyonları ile elde edilen sonuçları 

F ĠHBOA HBOA BOA [8] GKO [10] PSO [8,10] DG [8,10] 

ortalama std ortalama std ortalama std ortalama std ortalama std ortalama std 

F1 0 0 7.4825E-51 2.6539E-50 1 .41E −30 4 .91E −30 6.59E-28 6.34E-05 0.000136 0.000202 8 .2E −14 5 .9E −14 

F2 0 0 1.1463E-38 5.0604E-38 1 .06E −21 2 .39E −21 7.18E-17 0.029014 0.042144 0 .045421 1 .5E −09 9 .9E −10 

F3 0 0 2.4012E+04 8.0961E+03 5 .39E −07 2 .93E −06 3.29E-06 79.14958 70 .12562 22 .11924 6 .8E −11 7 .4E −11 

F4 0 0 21.6031 11.9353 0 .072581  0 .39747 5.61E-07 1.315088 1.086481 0.317039 0 0 

F5 28.2906 0.3417 28.2644 0.4173 27 .86558 0 .763626 26.81258 69.90499 96 .71832 60.11559 0 0 

F6 0.4649 0.1649 0.9028 0.3195 3 .116266 0 .532429 0.816579 0.000126 0 .000102 8.28E −05 0 0 

F7 6.5646E-05 8.3630E-05 0.0046 0.0038 0 .001425 0 .001149 0.002213 0.100286 0 .122854 0.044957 0 .00463 0 .0012 

F8 -1.1547E+04 1.3019E+03 -1.0970E+04 1.6206E+03 −5080.76 695.7968 -6123.1 -4087.44 −4841.29 1152.814 −11080.1 574.7 

F9 0 0 2.4632E-14 3.8592E-14 0 0 0.310521 47.35612 46 .70423 11 .62938 69 .2 38 .8 

F10 8.8818E-16 4.0117E-31 8.5857E-15 3.8562E-15 7 .4043 9 .897572 1.06E-13 0.077835 0 .276015 0.50901 9 .7E −08 4 .2E −08 

F11 0 0 0.0091 0.0499 0.000289 0.001586 0.004485 0.006659 0.009215 0.007724 0 0 

F12 0.0282 0.0165 0.0789 0.1288 0 .339676 0 .214864 0.053438 0.020734 0.006917 0.026301 7 .9E −15 8E −15 

F13 0.3136 0.1215 0.9161 0.2644 1 .889015 0 .266088 0.654464 0.004474 0.006675 0.008907 5 .1E −14 4 .8E −14 

F14 8.5971 5.0969 2.2066 2.9542 2 .111973 2 .498594 4.042493 4.252799 3.627168 2.560828 0 .998004 3 .3E −16 

F15 4.0680E-04 8.3682E-05 9.5471E-04 7.9180E-04 0 .000572 0 .000324 0.000337 0.000625 0.000577 0 .000222 4 .5E −14 0 .00033 

F16 -1.0106 0.0102 -1.0316 6.7752E-16 −1 .03163 4 .2E −07 -1.03163 -1.03163 −1.03163 6 .25E −16 −1 .03163 3 .1E −13 

F17 0.3987 0.0020 0.3979 5.2281E-05 0 .397914 2 .7E −05 0.397889 0.397887 0.397887 0 0 .397887 9 .9E −09 

F18 3.0133 0.0195 3.0005 0.0027 3 4 .22E −15 3.000028 3 3 1 .33E −15 3 2E −15 

F19 -3.8208 0.0462 -3.8145 0.0673 −3 .85616 0 .002706 -3.86263 -3.86278 −3.86278 2 .58E −15 N/A N/A 

F20 -3.1262 0.1080 -3.1886 0.1067 −2 .98105 0 .376653 -3.28654 -3.25056 −3.26634 0 .060516 N/A N/A 

F21 -5.3993 1.3176 -9.1935 1.9703 −7 .04918 3 .629551 -10.1514 -9.14015 −6.8651 3 .019644 −10 .1532 0 .0000025 

F22 -5.1276 0.4280 -9.0700 2.4947 −8 .18178 3 .829202 -10.4015 -8.58441 −8.45653 3 .087094 −10 .4029 3 .9E −07 

F23 -5.3044 0.9008 -9.4722 2.0255 −9 .34238 2 .414737 -10.5343 -8.55899 −9.95291 1 .782786 −10 .5364 1 .9E −07 
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6.  BÖLÜM 

SONUÇ 

Optimizasyon son zamanlarda oldukça popüler olan zor bir çalıĢma alanıdır. Çok çeĢitli 

mühendislik problemlerinin çözümü için bir çok gradient tabanlı optimizasyon 

yöntemleri geliĢtirilmiĢtir. Gradient tabanlı optimizasyon yöntemleri baĢlagıç çözümü 

oluĢturmak için gradient bilgisine ihtiyaç duymaktadır. Bu yöntemler karmaĢık gerçek 

hayat problemlerinin ve birden fazla yerel optimuma sahip problemlerin çözümü için 

yetersiz kalmaktadır [37]. Türev bilgisine dayanan gradient tabanlı optimizasyon 

yöntemlerinin bu gibi çeĢitli dezavantajlarından dolayı araĢtırmacılar daha kullanıĢlı 

metotları geliĢtirmek için çalıĢmalar yapmıĢtır ve bu çalıĢmalar sonucunda ortaya çıkan 

metasezgisel algoritmalar mühendislik problemlerinin, gerçek hayat problemlerinin 

optimize edilmesinde oldukça baĢarılı sonuçlar üretmiĢtir [38]. 

Tez çalıĢmasında literatürde yer alan ve sıklıkla kullanılan sezgisel optimizasyon 

algoritmaların matematiksel modellerinin, ilham kaynaklarının incelenme çalıĢması 

yapılmıĢtır. Ġnceleme çalıĢması sonunda popülasyondaki en iyi bireyi kullanarak 

kambur balinaların avlama davranıĢını modelleyen Balina Optimizasyon Algoritması, 

popülasyondaki en iyi üç bireyi kullanarak gri kurtların sosyal hiyerarĢi ve avlama 

davranıĢını modelleyen Gri Kurt Optimizasyonunda olduğu gibi en iyi üç bireyin 

kullanılması ile gerçekleĢtirilerek Hibrit Balina Optimizasyon Algoritması 

oluĢturulmuĢtur. Hibrit Balina Optimizasyon Algoritmasının 23 adet benchmark 

fonksiyonu kullanılarak etkinliği test edilmiĢtir. 

OluĢturulan Hibrit Balina Optimizasyon Algoritması, kambur balinaların kuyruklarını 

suya vurma Ģiddetinin kambur balinaların  konumunu değiĢtirmesinde etkili olmasından 

esinlenilerek modifiye edilmiĢtir. Hibrit Balina Optimizasyon Algoritmasının konum 

güncelleme denklemlerine kambur balinaların kuyruklarının suya vuruĢ Ģiddeti [0 1] 
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arasında rastgele bir değer alan çarpan olarak eklenmiĢtir ve ĠyileĢtirilmiĢ Hibrit Balina 

Optimizasyon Algoritması önerilmiĢtir. ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon 

Algoritması 23 adet benchmark fonksiyonu ile test edilmiĢtir ve elde edilen sonuçlar 

Hibrit Balina Optimizasyon Algoritması,  Balina Optimizasyon Algoritması, Gri Kurt 

Optimizasyonu, Parçacık Sürüsü Optimizasyonu, Diferansiyel GeliĢim Algoritması ile 

karĢılaĢtırılmıĢtır. 

ĠHBOA‟nın tek modlu benchmark problemlerindeki etkinliğinin ölçülmesi için Sphere, 

Schwefel2.22, Schwefel1.2, Schwefel2.21, Rosenbrock, Step, Quartic fonksiyonları 

kullanılmıĢtır. ĠHBOA; Sphere, Schwefel2.22, Schwefel1.2, Schwefel2.21 fonksiyonları 

için fonksiyonun minimum değerine ulaĢmıĢ, Rosenbrock ve Step fonksiyonları için ise 

rekabetçi sonuçlar üretmiĢ, Quartic fonksiyonu için ise karĢılaĢtırılan diğer 

algoritmalardan daha iyi sonuç vermiĢtir. 

ĠHBOA‟nın çok modlu ve yüksek boyutlu benchmark problemlerindeki etkinliğinin 

ölçülmesi için Schwefel, Rastrigin, Ackley, Griewank, Penalized, Penalized2 

fonksiyonları kullanılmıĢtır. ĠHBOA; Schwefel ve Ackley fonksiyonları için en iyi 

sonucu üretmiĢken Rastrigin ve Griewank fonksiyonu için fonksiyonun minimum 

değerine ulaĢmıĢtır. Penalized, Penalized2 fonksiyonlarında ise en iyi üçüncü 

algoritmadır. 

ĠHBOA‟nın çok modlu ve düĢük boyutlu benchmark problemlerindeki etkinliğinin 

ölçülmesi için Foxholes, Kowalik, Six Hump Camel Back, Branin, GoldStein-Price, 

Hartman3, Hartman, Shekel5, Shekel7, Shekel10 fonksiyonları ulanılmıĢtır ve ĠHBOA 

baĢarılı ve rekabetçi sonuçlar üretmiĢtir. 

Tablo 5.1‟de görüldüğü gibi ĠHBOA, tez kapsamında kıyaslama yapılan diğer 

algoritmalara göre 7 adet tek modlu benchmark probleminden 5 adedinde, 6 adet çok 

modlu ve yüksek boyutlu benchmark probleminden 4 adedinde daha iyi sonuçlar 

üretmiĢtir. Diğer taraftan 10 adet çok modlu ve düĢük boyutlu benchmark 

problemlerinde tez kapsamında kıyaslama yapılan diğer algoritmalara göre iyi sonuçlar 

üretememiĢtir.  
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ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon Algoritması‟nın etkinliğinin ölçülebilmesi için 

kullanılan benchmark problemlerinde, ĠyileĢtirilmiĢ Hibrit Balina Optimizasyon 

Algoritması karĢılaĢtırılan diğer optimizasyon algoritmalarına göre oldukça baĢarılı ve 

rekabetçi sonuçlar üretmiĢtir. 
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